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აბსტრაქტი

წინამდებარე სადისერტაციო ნაშრომი წარმოადგენს კვლევას ბუნებრივი

ენის დამუშავების (NLP) მიმართულებით და მიზნად ისახავს ქართული

ზმნების ლემატიზაციისთვის ერთიანი, მასშტაბირებადი და მრავალ სისტემაში

ინტეგრირებადი ციფრული ინფრასტრუქტურის შექმნას. შემოთავაზებული

გადაწყვეტა აერთიანებს დაკავშირებული ღია მონაცემების (Linked Open Data)

პრინციპებს, სემანტიკურ მოდელირებას (RDF/URI), მანქანური სწავლების მეთოდებსა

და ტრანსლიტერაციას, რათა უზრუნველყოფილ იქნას ლემატიზაციის პროცესის

სტანდარტიზაცია, ავტომატიზაცია და ეფექტიანი გამოთვლითი შესრულება

დიდმასშტაბიან ტექსტურ დამუშავებებში.

ქართული ენა თავისი მდიდარი მორფოლოგიური სტრუქტურითა და

განსაკუთრებით რთული ზმნური სისტემით, მნიშვნელოვან გამოწვევებს უქმნის

არა მხოლოდ ბუნებრივი ენის დამუშავების სისტემებს, ასევე ენის შემსწავლელებს.

ერთი ლექსიკური ერთეული რეალიზდება ათასობით ნაუღლებ ფორმად, რაც

ართულებს ინდექსაციას, ეფექტიან ძიებას, ანოტაციას, და ნეირონული მოდელების

სწავლებისთვის ხარისხიანი მონაცემების შექმნას. დამატებით გამოწვევას

წარმოადგენს ის, რომ ქართულში არ არსებობს სტანდარტიზებული ინფინიტივი

და პრაქტიკაში ლემად გამოიყენება ურთიერთგანსხვავებული საძიებო ფორმები

(სახელზმნა, მესამე პირის აწმყო ან მომავალი დროის ფორმა ან ზმნის ძირი).

ერთიანი სტანდარტის არარსებობა ამცირებს მონაცემთა ურთიერთთავსებადობას,

ზღუდავს რესურსებს შორის ავტომატურ დაკავშირებას და აქვეითებს ფორმა-

ლემის ავტომატური იდენტიფიკაციის სიზუსტეს, რის შედეგადაც არსებული

ციფრულირესურსები ხშირადფრაგმენტული, ურთიერთშეუთავსებელიდართულად

ინტეგრირებადია NLP ეკოსისტემაში.

კვლევის ფარგლებში შემუშავდა ინოვაციური სისტემა KARTUVERBS, რომელიც

RDF-გრაფებისა და რესურსის ერთიანი იდენტიფიკატორების (URI) მეშვეობით

ახდენს ზმნური ცოდნის ფორმალიზებას. სისტემაში თითოეული ზმნური ფორმა,

მორფოლოგიური კომპონენტიდა გრამატიკული კატეგორია წარმოდგენილიაროგორც

დამოუკიდებელი სემანტიკური ერთეული, რაც ქმნის ზმნის ფორმალური აღწერის

მკაფიო და გაფართოებად ჩარჩოს. აღნიშნული მიდგომა მრავალმხრივი ნავიგაციის

შესაძლებლობას იძლევა მონაცემებზე: მომხმარებელს შეუძლია ნაუღლები ფორმიდან

გადავიდეს მის ლემაზე, ლემიდან - კონკრეტულ პარადიგმებზე, ან ნებისმიერი

მორფოლოგიური ატრიბუტიდან შესაბამის ზმნურ ფორმებზე. ეს მიდგომა
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არსებითად ცვლის ქართული ენის ციფრულ ლექსიკოგრაფიულ პრაქტიკას და

ამცირებს გრამატიკული წინასწარი ცოდნის საჭიროებას სისტემასთან მუშაობისას.

ჩვენ მიერ შემუშავებული სისტემა ეყრდნობა Clarino/INESS-ის პროექტის ქართული

ნაწილის ფარგლებში არსებულ მონაცემებს, რომლებიც დაფუძნებულია კიტა

ჩხენკელის “ქართულ–გერმანულლექსიკონზე”ლექსიკონზე. აღნიშნული მონაცემების

მრავალსაფეხურიანი ტრანსფორმაციის შედეგად მიღებულ იქნა 16 000- ზე მეტი ზმნის

შესაბამისი 5 მილიონი ნაუღლები ფორმა. საბოლოოდ მიღებული სემანტიკური

ქსელი აერთიანებს 80 მილიონზე მეტ ურთიერთკავშირს, რაც ქართული ზმნის

პარადიგმების ერთ-ერთ ყველაზე ვრცელ ციფრულ რეპოზიტორს წარმოადგენს.

ასეთი მოცულობისა და სიღრმის მონაცემთა ბაზა ქმნის მყარ საფუძველს როგორც

ბუნებრივი ენის დამუშავების პრაქტიკული სისტემების განვითარებისთვის, ისე

ინტერდისციპლინარული სამეცნიერო კვლევებისთვის.

ნაშრომის სამეცნიერო კონტრიბუცია ორ ძირითად ასპექტში გამოიხატება.

პირველი უკავშირდება ქართული სიმბოლოების დამუშავებისთვის შემუშავებულ

ბიექციურ ტრანსლიტერაციის ალგორითმს, რომელიც უზრუნველყოფს ქართული

და ლათინური გრაფემების ერთმნიშვნელოვან შესაბამისობას. აღნიშნული

მიდგომა დაახლოებით 3-ჯერ ამცირებს მონაცემთა მოცულობას და შექცევადობის

სრულად შენარჩუნების პირობებში დაახლოებით 18-ჯერ ზრდის გამოთვლითი

ოპერაციების სისწრაფეს ბუნებრივი ენის დამუშავების მასშტაბურ ამოცანებში.

მეორე მნიშვნელოვანი მიღწევა უკავშირდება მანქანური სწავლების გამოყენებას

მონაცემთა სრულყოფისთვის. საწყის ლინგვისტურ რესურსებში გარკვეული

მორფოლოგიური ატრიბუტები სისტემატურად არ იყო შევსებული ყველა

ზმნისთვის. ამ პრობლემის გადასაჭრელად გაწვრთნილ იქნა გადაწყვეტილების ხეზე

დაფუძნებული კლასიფიკატორი, რომელმაც 98–99%-იანი სიზუსტით უზრუნველყო

დეფიციტური ატრიბუტების გამოცნობა. მიღებული შედეგების ვალიდაცია

განხორციელდა ქართული ეროვნული კორპუსის (ქეეკ) მონაცემებთან შედარებით

და აჩვენა დაახლოებით 92%-იანი დამთხვევა, ხოლო დარჩენილი განსხვავებები

ძირითადად კორპუსის არასრულ ანოტაციებს უკავშირდება.

ამრიგად, კვლევის შედეგად მიღებული დაკავშირებულ მონაცემებზე

დაფუძნებული ქართული ზმნების ლემატიზაციის ერთიანი სისტემა KARTUVERBS ქმნის

მყარ საფუძველს ქართული ენის ტექნოლოგიური განვითარებისთვის. მისი

ინტეგრირება შესაძლებელია როგორც ელექტრონულ ლექსიკონებში, ისე

მაღალი სიზუსტის ლემატიზაციის მოდულებში ბუნებრივი ენის დამუშავების

სისტემებისთვის. სისტემის ღიაობა, გაფართოებადობა და სემანტიკური
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ვების პლატფორმასთან თავსებადობა მკვლევარებს მისცემს საშუალებას,

განახორციელონ რთული სემანტიკური ძიებები ტექნიკური ბარიერების გარეშე.

KARTUVERBS-ში გამოყენებული ყველა კოდი და სკრიპტი ხელმისაწვდომია GPL

ლიცენზიით. აღსანიშნავია აგრეთვე, რომ ნაშრომში წარმოდგენილი მეთოდოლოგია

უნივერსალურია და ადაპტირებადია სხვა მორფოლოგიურად კომპლექსური და

მწირრესურსიანი ენების ციფრული ტრანსფორმაციისთვისაც, რაც მას მნიშვნელოვან

სამეცნიერო და პრაქტიკულ კონტრიბუციად აქცევს თანამედროვე ენობრივი

ტექნოლოგიების განვითარებაში.
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Abstract

This dissertation presents research in Natural Language Processing (NLP) and aims to

develop a comprehensive, scalable, and interoperable digital infrastructure for Georgian verb

lemmatization. The proposed solution combines principles of Linked Open Data, semantic

modeling (RDF/URI), and machine learning in order to standardize and automate the

lemmatization process while ensuring efficient computational performance in large-scale text

processing.

Georgian, as a morphologically rich language with an exceptionally complex verbal

system, poses substantial challenges not only for NLP systems but also for language learners.

A single lexical unit can realize thousands of inflected forms, which complicates indexing,

efficient retrieval, linguistic annotation, and the creation of high-quality training data for

neural language models. An additional difficulty arises from the absence of a standardized

infinitive in Georgian: in practice, lexicographic resources adopt heterogeneous lookup forms

as lemmas (e.g., the verbal noun/masdar, third-person present or future forms, or the verb

stem). The lack of a unified standard reduces interoperability, limits automatic linking

across resources, and decreases the accuracy of automatic form-to-lemma identification.

Consequently, existing digital resources are often fragmented, mutually incompatible, and

difficult to integrate into a coherent NLP ecosystem.

Within this research, an innovative system, KARTUVERBS, is developed to formalize

Georgian verbal knowledge through RDF graphs and Uniform Resource Identifiers (URIs).

In KARTUVERBS, each verb form, morphological component, and grammatical category is

represented as an independent semantic entity, providing a clear and extensible framework

for the formal description of Georgian verb morphology. This approach enables multifaceted

navigation over the data: users can move from an inflected form to its lemma, from a

lemma to specific paradigms, or from any morphological attribute to the corresponding verb

forms. The proposed model substantially advances Georgian digital lexicographic practice

by reducing the amount of prerequisite grammatical knowledge required to explore and use

the resource.

The system is built upon data from the Georgian subset of the CLARINO/INESS project,

which is itself based on Kita Tschenkéli’s “Georgian-German Dictionary”. Through a multi-

stage transformation pipeline, the work derives approximately five million inflected forms

corresponding to more than 16,000 verbs. The resulting semantic network contains over

80 million links, constituting one of the most extensive digital repositories of Georgian verb
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paradigms. A resource of this scale and depth provides a robust foundation for both practical

NLP applications and interdisciplinary linguistic research.

The dissertation’s scientific contributions are expressed through two principal technical

advances. First, it introduces a bijective transliteration algorithm for processing Georgian

characters, ensuring a one-to-one correspondence between Georgian and Latin graphemes.

This method reduces data volume by approximately threefold and, while fully preserving

reversibility, accelerates computational operations by roughly 18× in large-scale NLP tasks.

Second, the dissertation applies machine learning to improve data completeness. Because

certain morphological attributes are systematically missing in the initial data, a Decision

Tree–based classifier is trained to infer the deficient attributes with 98–99% accuracy.

Validation against the Georgian National Corpus (GNC) demonstrates approximately

92% agreement; the remaining differences are largely attributable to incomplete corpus

annotations.

Overall, KARTUVERBS, a linked-data-based unified system for Georgian verb

lemmatization, establishes a strong foundation for the technological development of Georgian

language resources. It can be integrated into electronic dictionaries as well as high-

precision lemmatization modules for NLP systems. The system’s openness, extensibility,

and compatibility with Semantic Web platforms enable researchers to perform complex

semantic queries without substantial technical barriers. All programs and scripts associated

with KARTUVERBS are released under the GPL license. Finally, the proposed methodology

is general and adaptable, making it applicable to the digital transformation of other

morphologically complex and low-resource languages, and thereby providing a significant

scientific and practical contribution to modern language technology.
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1 შესავალი

წინამდებარე ნაშრომი ეხება ქართული ზმნების ლემატიზაციის პრობლემას და

მის გადაწყვეტას ისეთი ციფრული ინფრასტრუქტურის ფორმით, რომელიც

უზრუნველყოფს რესურსების სტანდარტიზაციასა და ურთიერთდაკავშირებას.

შესავალში მოკლედ განიხილება კვლევის აქტუალობა და პრობლემის ფორმულირება,

არსებული მდგომარეობის მიმოხილვა (State of the Art), საკვლევი საკითხები და

კვლევის ობიექტები/მეთოდები. შემოთავაზებული ჩარჩო განსაზღვრავს ნაშრომის

ლოგიკას და ამზადებს საფუძველს შემდგომ თავებში წარმოდგენილი სისტემისა და

მიღებული შედეგების დეტალური განხილვისთვის.

1.1 კვლევის აქტუალობა და პრობლემის ფორმულირება

თანამედროვე ციფრულ ეპოქაში ბუნებრივი ენის დამუშავება (Natural Language

Processing, NLP) კომპიუტერული მეცნიერების ერთ-ერთ ყველაზე აქტუალურ

და კრიტიკულ მიმართულებად ჩამოყალიბდა. ბუნებრივი ენის დამუშავების

ტექნოლოგიები წარმოადგენს მრავალი თანამედროვე სისტემის საფუძველს,

როგორიცაა საძიებო სისტემები, ტექსტების კლასიფიკაცია, მანქანური თარგმანი,

კითხვაზე პასუხის გაცემა და დიდი ენობრივი მოდელები. მიუხედავად გლობალური

პროგრესისა, ქართული ენის - როგორც მორფოლოგიურად მდიდარი და რთული

სტრუქტურის მქონე ენის (Morphologically Rich Language, MRL) - სრულყოფილი

კომპიუტერული მოდელირება კვლავ მნიშვნელოვან გამოწვევად რჩება. ქართული

ენის სირთულე განსაკუთრებული სიმწვავით ვლინდება ზმნის სისტემაში და

პირდაპირ აისახება ბუნებრივი ენის დამუშავების თანამედროვე ამოცანებზე,

როგორიცაა ლემატიზაცია, მორფოლოგიური ანოტაცია, ტექსტის ინდექსაცია,

ინფორმაციის ამოღება, აგრეთვე ნეირონული ენობრივი მოდელების გაწვრთნა.

ქართულში ზმნის ნაუღლები ფორმა შეიძლება შეიცავდეს მრავალ მორფემას -

ზმნის ნაწილებს, რომლებიც გამოხატავს როგორც გრამატიკულ მნიშვნელობებს

(მაგალითად, პირი, რიცხვი, დრო და სხვა), ისე დამატებით ლექსიკურ-გრამატიკულ

კატეგორიებს (მაგალითად, ქცევა, გვარი, კონტაქტი და სხვ.). ზმნისწინების

სიმრავლე, აგრეთვე ფუძის ცვალებადობა ქმნის სიტუაციას, როდესაც ერთი და იმავე

ლექსიკური ერთეული რეალიზდება ათასობით განსხვავებულ ნაუღლებ ფორმად.

ეს მრავალფეროვნება განსაკუთრებით პრობლემურია ავტომატური დამუშავების

კონტექსტში (მაგალითად, მნიშვნელობის ინტერპრეტაციისას), რადგან ართულებს
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ფორმის ერთმნიშვნელოვან ანალიზსა და კლასიფიკაციას.

ქართული ენის შემსწავლელებს განსაკუთრებული სირთულე სწორედ ქართული

ზმნების შემთხვევებში ექმნებათ. ერთ-ერთი ძირითად გამოწვევა, რომელსაც

ენის სწავლისას აწყდებიან, არის უცხო სიტყვების მშობლიურ ენაზე თარგმნა.

ლექსიკონები ამ სირთულის გადაჭრაში ფასდაუდებელ ინსტრუმენტს წარმოადგენს.

ევროპაში ლექსიკონების გამოყენების შესახებ ჩატარებულმა კვლევამ (Kosem et al.,

2019), რომელშიც 26 ქვეყნის წარმომადგენელი 10,000 მონაწილე იყო ჩართული,

აჩვენა, რომ ერთენოვანი ლექსიკონის გამოყენების ყველაზე გავრცელებული

მიზანი უცხო სიტყვების მოძიებაა. აგლუტინაციური და ფლექსიური ტიპის

ენებისთვის, როგორიცაა ქართული, ლექსიკონის გამოყენება ასეთი ამოცანისთვის

გარკვეულ სირთულესთან არის დაკავშირებული. აგლუტინაციურ ენებში1 სიტყვა

მორფემებად/აფიქსებად იშლება და თითოეული აფიქსი, ჩვეულებრივ გამოხატავს

ერთ გრამატიკულ მნიშვნელობას, მაშინ როდესაც ფლექსიურ ენებში2 შესაძლებელია

ფუძის შერწყმა, რის გამოც ფუძის დაშლა ძნელი ხდება.

ზმნური ფორმები ხშირად მნიშვნელოვნად განსხვავდება მათი ლემებისგან ანუ იმ

ძირითადი ფორმებისგან, რომლებიცლექსიკონებში გვხვდება. დამატებით, ქართული

ენა შეიცავს მრავალ არაწესიერ ზმნას. უღლებისას შეიძლება შეიცვალოს ზმნის

როგორც საწყისი, ასევე ბოლო ნაწილი. ენის შემსწავლელებს ქართული გრამატიკის

ღრმა ცოდნა სჭირდებათ იმისთვის, რომ ზმნის ნაუღლები ფორმიდან მისი ლემა

ამოიღონ. ზმნების ლემატიზაცია ქართულ ლექსიკონებში კვლავ წარმოადგენს

გამოწვევას (Gippert, 2016; Margalitadze, 2020). ბევრი ლექსიკონი ზმნებისთვის

ლემად იყენებს სახელზმნას - ფორმას, რომელსაც ერთდროულად აქვს როგორც

არსებითი სახელის, ისე ზმნის ნიშნები. ქართულში არ არსებობს ზმნის საწყისი

ფორმა, ე.წ. ინფინიტივი ისეთი სახით, როგორიც ინგლისურ ენაშია. დონალდ

რეიფლდის “ყოვლისმომცველ ქართულ-ინგლისურ ლექსიკონში” (Rayfield et al., 2006)

ზმნის მოსაძებნად სახელზმნის გარდა მესამე პირის მხოლობითი რიცხვის აწმყო

და მომავალი დროის ფორმებიც გამოიყენება, კიტა ჩხენკელის ქართული-გერმანულ

ლექსიკონში (Tschenkéli, Marchev, & Flury, 1965) კი საძიებო ფორმად ზმნის ძირია

გამოყენებული და ქვეშ ჩამოთვლილია მისი ყველა ქვეპარადიგმა. შესაბამისად,

არჩეული ლექსიკონის გამოსაყენებლად, მომხმარებელს შეიძლება მოუწიოს ან

სახელზმნის (ე.წ. „ქართული ინფინიტივის“) ან მესამე პირის აწმყო დროის ან

მესამე პირის მომავალი დროის ან ზმნის ძირის გამორკვევა. მაგალითად, ნაუღლები
1აგლუტინაციური ენებია იბერიულ-კავკასიური, ფინურ-უნგრული, ზოგიერთი აფრიკული და

ამერიკის ინდიელთა ენები და სხვ.
2ფლექსიურია ენებია ინდოევროპული და სემიტური ენები.
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ფორმიდან - როგორიცაა “მექირავა”, ლექსიკონის ლემა შეიძლება იყოს “ქირაობა”

(სახელზმნა), “ქირაობს” (მესამე პირი, ახლანდელი დრო), “ვიქირავებ” (პირველი პირი,

მომავალი დრო) ან “ქირა” (ზმნის ძირი). ეს მაგალითი შედარებით “მარტივი” ზმნის

მაგალითს წარმოადგენს ქართულში.

შევნიშნავთ, რომ ციფრულ სისტემებში ხშირად არ არსებობს პირდაპირი,

სტანდარტიზებული კავშირი ნაუღლებ ფორმასა და მის კანონიკურ ლემას

შორის, რის შედეგადაც იქმნება „ინფორმაციული გათიშულობა“ ლინგვისტურ

რესურსებს შორის. ზმნის ლემატიზაციის სტანდარტის არარსებობა ზღუდავს

მონაცემთა ურთიერთთავსებადობასა და რესურსებს შორის ავტომატური

გამოყენების შესაძლებლობას, აგრეთვე ამცირებს ფორმა-ლემის იდენტიფიკაციის

სიზუსტეს როგორც ადამიანებისთვის, ისე კომპიუტერული სისტემებისთვის.

შედეგად, ქართული ზმნის ციფრული რესურსები ხშირად ფრაგმენტულია,

ურთიერთშეუთავსებელი და რთულად ინტეგრირებადი ერთიან ენობრივ

ეკოსისტემაში, რაც საბოლოოდ აფერხებს ინფორმაციულ ძიებას, მანქანურ თარგმანსა

და ტექსტების ავტომატურ ანალიზს.

ამგვარად, პრობლემა ცხადყოფს სისტემური მიდგომის საჭიროებას: ზმნის

ნაუღლები ფორმების, მათი მორფოლოგიური ატრიბუტებისა და ლემების ერთიანი

სტანდარტით დაკავშირებას ისე, რომ რესურსები გახდეს ურთიერთთავსებადი და

მზა ხელახალი გამოყენებისთვის. აღნიშნული ამოცანა მოითხოვს ისეთ მიდგომას,

რომელიც ერთდროულად გადაჭრის პრობლემებს, რომელიც უკავშირდება:

• ლემატიზაციის არაერთგვაროვნებას ლექსიკოგრაფიულ წყაროებში

• რესურსებს შორის “ინფორმაციულ გათიშულობას”

• მასშტაბური ტექსტური დამუშავების გამოთვლით ხარჯს

სწორედ ამ კონტექსტში ქვემოთ განვიხილავთ ქართული ენის დამუშავების

არსებულ მდგომარეობას (State of the Art), ჩამოვაყალიბებთ ძირითად საკვლევ

საკითხებს და მეთოდოლოგიურ ჩარჩოს.

1.2 არსებული მდგომარეობის მიმოხილვა (State of the Art)

დღესდღეისობით ქართული ენის დამუშავების მიმართულებით არსებობს

რამდენიმე მნიშვნელოვანი ინსტრუმენტი და რესურსი, მათ შორის ელექტრონული

ლექსიკონები, მორფოლოგიური ანალიზატორები, თარგმანის სერვისები, კორპუსზე
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დაფუძნებული რესურსები, ლექსიკონების შესაქმნელი/დასამუშავებელი სისტემები,

ორთოგრაფიული შეცდომების კორექტორები, ასევე ხმოვანი სიგნალის ტექსტად

და, პირიქით, ტექსტის ხმოვან სიგნალად გადამყვანი სისტემები. ამავდროულად

სხვადასხვა კვლევითი ჯგუფები ახორციელებენ პროექტებს, რომლებიც მიზნად

ისახავენ ქართული ენის რესურსების განვითარებას, ლინგვისტური მონაცემების

გამდიდრებასა და ენობრივი ტექნოლოგიების გაძლიერებას. მიუხედავად ამისა,

ლექსიკოგრაფიულ მონაცემებზე წვდომა და მათი ეფექტიანი გამოყენება კვლავ

გამოწვევად რჩება, განსაკუთრებით მაშინ, როდესაც მიზანი ზმნის ნაუღლები

ფორმიდან მისი ლემის სწრაფი და ერთმნიშვნელოვანი იდენტიფიკაციაა. State of the

Art (SOTA) მიდგომების საერთო სურათი შეიძლება შემდეგი ძირითადი გამოწვევების

სახით ჩამოყალიბდეს:

• ზმნური ფორმიდან ლემამდე კავშირის არარსებობა

ყველა არსებული რესურსი არ არის ორიენტირებული ზმნების ნაუღლები

ფორმების ლემებთან სისტემურ დაკავშირებაზე. მომხმარებელი ხშირად

ვერ პოულობს საჭირო ერთეულს, მიუხედავად იმისა, რომ შესაბამისი ლემა

რესურსში რეალურად არსებობს. ეს პრობლემა განსაკუთრებით მწვავედ იჩენს

თავს მაშინ, როცა ზმნა არაწესიერია ან ფორმას აქვს ცვალებადი ფუძე და მისი

“გამოცნობა” წინასწარი გრამატიკული ცოდნის გარეშე თითქმის შეუძლებელია.

• ლემისა და მისი თარგმანის ერთდროულად არარსებობა

პრაქტიკულად არცერთი არსებული გადაწყვეტა არ გვთავაზობს ერთიან

გარემოში როგორც ქართული ზმნის ლემას, ისე მის თარგმანს (ან

თარგმნისთვის საჭირო პირდაპირ კავშირებს). ეს ქმნის ხარვეზს როგორც ენის

შემსწავლელებისთვის (რადგან მათ ხშირად ერთდროულად სჭირდებათ ლემა

და მნიშვნელობა/თარგმანი), ისე ბუნებრივი ენის დამუშავების მრავალენოვანი

ამოცანებისთვის (მანქანური თარგმანი, bilingual lexicon induction და სხვ.).

• არათავსებადობა (No interoperability)

SOTA გადაწყვეტილებები ხშირად იყენებენ მონაცემთა განსხვავებულ

ფორმატებსა და აღწერის პრინციპებს (ლემატიზაციის წესებს, ატრიბუტების

კოდირებას, ტეგების სისტემებს და სხვ.), რის გამოც რთულდება მონაცემთა

გაზიარება, რესურსების ინტეგრაცია და ხელახალი გამოყენება სხვადასხვა

პროექტსა და აპლიკაციას შორის. ასეთ პირობებში ციფრული რესურსები

ხშირად რჩება იზოლირებული და ვერ ყალიბდება ერთიანი სემანტიკური

ქსელი.
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• წესებზე დაფუძნებული მოდელების დომინირება

სისტემების უმეტესობა ეყრდნობა წინასწარ გაწერილ მორფოლოგიურ წესებს. ეს

მიდგომა ეფექტიანია სტანდარტულ შემთხვევებში, თუმცა ხშირად რთულდება

ახალი სიტყვების, ახალი გამოყენებითიფორმების ანდიალექტური ვარიანტების

დინამიური დამუშავება. შედეგად, სისტემის განახლება/გაფართოება მოითხოვს

ხელით წესების დამატებას, რაც მასშტაბურ გარემოში დიდ რესურსს საჭიროებს.

• UTF-8 კოდირების სისტემაში წარმოდგენილი ტექსტის დამუშავების

არაეფექტიანობა

ბუნებრივი ენის დამუშავების ამოცანების სტანდარტულ პრაქტიკაში ფართოდ

გამოიყენება დიდი ზომის ტექსტური ფაილები, რომლებიც მოიცავს წიგნების,

სტატიების, ვებ-საიტებისა და სხვა წერილობითი წყაროების მონაცემებს.

ასეთი მასალების დამუშავება ხშირად განმეორებად ციკლებში მიმდინარეობს,

რაც დროისა და რესურსების მნიშვნელოვან დანახარჯს იწვევს. ქართული

ენის შემთხვევაში ეს პრობლემა დამატებით მძაფრდება UTF-8 კოდირების

სპეციფიკის გამო: ქართული ასოები, როგორც წესი, 3 ბაიტს იკავებს, მაშინ როცა

ბაზური ლათინური ASCII სიმბოლოები მხოლოდ 1 ბაიტს. შესაბამისად, ერთსა

და იმავე მოცულობის ტექსტზე ოპერაციების შესრულებისას ქართულისთვის

ხშირად საჭიროა მეტი მეხსიერება და უფრო დიდი დრო, რაც სისტემის საერთო

ეფექტიანობას ამცირებს.

ნაშრომში შემოთავაზებულია სწორედ ზემოაღნიშნული პრობლემების გადაჭრა

დაკავშირებული მონაცემების (Linked Data, LD) სემანტიკური მოდელირების,

ბიექციური ტრანსლიტერაციის შემოღებით და მანქანური სწავლების (Machine

Learning, ML) კომბინაციით. შემოთავაზებული მიდგომა ორიენტირებულია

რესურსების სტანდარტიზაციაზე, ერთმანეთთან დაკავშირებაზე და ავტომატური

დამუშავების ეფექტიანობის ზრდაზე, რათა ქართული ზმნების ლემატიზაცია და

მასთან დაკავშირებული ბუნებრივი ენის დამუშავების ამოცანები გახდეს უფრო

ზუსტი, ინტეგრირებადი და პრაქტიკულად გამოყენებადი.

1.3 საკვლევი საკითხები, ობიექტები და მეთოდები

ნაშრომის მიზანია შეიქმნას ქართული ზმნების ლემატიზაციის ერთიანი,

დაკავშირებულ მონაცემებზე დაფუძნებული სისტემა. კვლევა პასუხობს შემდეგ

საკვლევ კითხვებს, რაც წარმოადგენს კიდეც ნაშრომის ძირითად კონტრიბუციას:
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• როგორ შეიძლება განისაზღვროს ქართული ზმნის ერთიანი საძიებო ერთეული

(ლემა), რომელიც უზრუნველყოფს განსხვავებულ ლექსიკოგრაფიულ

რესურსებში გამოყენებული ლემატიზაციის პრაქტიკების სემანტიკურ

თანხვედრას? კერძოდ, როგორ შეიძლება შემცირდეს დამოკიდებულება

კონკრეტული ლექსიკონის წესზე (სახელზმნა, აწმყო/მომავალი დროის

ფორმა/ზმნის ძირი) და უზრუნველყოფილ იქნას ზმნის ფორმიდან ლემამდე

ერთმნიშვნელოვანი ბმა?

• რამდენად ეფექტურია დაკავშირებული მონაცემების გრაფებზე დაფუძნებული

მოდელი (RDF/URI) ქართული ზმნის მორფოლოგიური ატრიბუტებისა და

ლემების ურთიერთკავშირის დასამყარებლად?

• უზრუნველყოფს თუ არა ეს მიდგომა მონაცემთა სტრუქტურირებულ

წარმოდგენას, მრავალმხრივ ნავიგაციას (ფორმა ↔ ლემა ↔ პარადიგმა;

ატრიბუტი ↔ შესაბამისი ფორმები) და რესურსების ინტეგრირებადობას სხვა

სისტემებთან?

• რამდენადზუსტად შეიძლება აღდგესდეფიციტური მახასიათებლები მანქანური

სწავლების მოდელით და როგორ შევამოწმოთ, თუ როგორია მიღებული

შედეგების სანდოობა?

• როგორ შეიძლება დიდი მოცულობის ქართულენოვანი ტექსტების დამუშავების

ოპტიმიზაცია ისე, რომ შემცირდეს გამოთვლითი რესურსების ხარჯი და

დამუშავების დრო, ხოლო მონაცემთა ხარისხი და მთლიანობა არ დაირღვეს?

ზემოაღნიშნულსაკვლევ კითხვებზე პასუხის გასაცემადშემუშავდადაკავშირებულ

ღია მონაცემებზე3 (Linked Open Data, LOD) დაფუძნებული მოდელი და მის

საფუძველზე შეიქმნა პირველი ქართული ლექსიკოგრაფიული სემანტიკური

რესურსი - KARTUVERBS. დამატებით, სისტემის მონაცემთა ხარისხისა და სანდოობის

უზრუნველსაყოფად დაინერგა მანქანურ სწავლებაზე დაფუძნებული ვალიდაციის

მოდული და შემუშავდა ბიექციური ტრანსლიტერაციის სისტემა. კვლევაში

გამოყენებული მეთოდოლოგია ეფუძნება სამი ურთიერთდაკავშირებული მიდგომის

სინთეზს, რაც განაპირობებს მის კომპლექსურ და მასშტაბირებად ხასიათს. ეს

მიდგომებია:

1. მანქანური სწავლება მონაცემთა სრულყოფისთვის და აღდგენილი მონაცემების

ვალიდაცია
3https://www.w3.org/DesignIssues/LinkedData.html
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საწყისი მონაცემები, რომლის ბაზაზეც განხორციელდა კვლევა შეიცავდა

გარკვეული ტიპის უზუსტობებს, ფრაგმენტულად გამოტოვებულ მონაცემებს

და ჩვენი ამოცანისათვის ზედმეტ ატრიბუტებს. მონაცემები გაიფილტრა

დასმული ამოცანის მოთხოვნილებების შესაბამისად, ხოლო საწყის ბაზაში

არსებული დეფიციტის შესავსებად გამოყენებული იქნა გადაწყვეტილების

ხის (Decision Tree, DT) ალგორითმი. მიღებული მოდელის ვალიდაცია

განხორციელდა ქართულ ეროვნულ კორპუსთან (GNC) შედარებით, რამაც აჩვენა

მაღალი თავსებადობა. ასევე, დაინერგა ექსპერტული გადამოწმების შრე, რათა

მინიმუმამდე დასულიყო მანქანური სწავლებისას დაშვებული ცდომილებები.

2. დაკავშირებული მონაცემები და სემანტიკური მოდელირება (RDF/URI, SPARQL)

ლინგვისტური ერთეულები (ზმნური ფორმა, ლემა, მორფოლოგიური

ატრიბუტები და კატეგორიები) წარმოდგენილ იქნა სემანტიკური ვების

პრინციპების გათვალისტინებით: RDF გრაფით და URI-ით იდენტიფიცირებად

რესურსებით. ამან საშუალება მოგვცა SPARQL მოთხოვნების მეშვეობით

გვეპოვა კავშირი ნებისმიერ ნაუღლებ ფორმასა და მის შესაბამის ლემას

შორის მიუხედავად იმისა, თუ რომელი ლექსიკონით იყო ის წარმოდგენილი.

შესაბამისად, მონაცემების აღნიშნულ ფორმატში ჩაწერა ამჟამად უკვე

უზრუნველყოფს მათ სტანდარტიზებულ წარმოდგენას.

3. ბიექციური ტრანსლიტერაცია (შექცევადი შესაბამისობა)

UTF-8 კოდირებაში ქართული სიმბოლოების ჭარბბაიტიანობა (1 სიმბოლო - 3

ბაიტი) ზრდის მონაცემთა მოცულობასადადამუშავების ხარჯს, განსაკუთრებით

ტექსტზე განმეორებით ოპერაციებში. რადგან წარმოდგენილი კვლევა სწორედ

ასეთ პრობლემას უკავშირდება, შევიმუშავეთ და გამოვიყენეთ ბიექციური

ტრანსლიტერაციის მიდგომა, რომელიც უზრუნველყოფს ქართული და

ლათინური გრაფემების ერთმნიშვნელოვან, შექცევად შესაბამისობას. კერძოდ,

აღნიშნული ოპტიმიზაციის მეთოდი 3-ბაიტიან სიმბოლოებს გარდაქმნის1-

ბაიტიან ექვივალენტებად, რაც აჩქარებს დამუშავების პროცესს ინფორმაციის

დაკარგვის გარეშე. ექსპერიმენტულად დადასტურდა, რომ ტექსტის

დამუშავების სიჩქარე მნიშვნელოვნად იზრდება, ხოლო ფაილის მოცულობა

მცირდება, რაც კრიტიკულია დიდი მონაცემების (Big Data) ანალიზისას.

7



1.4 ძირითადი კონტრიბუცია

სადისერტაციო ნაშრომის ფარგლებში მიღწეულია შემდეგი ძირითადი სამეცნიეროდა

ტექნიკური შედეგები:

1. შემუშავებულია ქართული ზმნის ლემის ერთიანი აბსტრაქცია, რომელიც

დამოუკიდებელია კონკრეტული ლექსიკოგრაფიული ტრადიციისგან

(სახელზმნა, აწმყო/მომავალი დროის ფორმა, ზმნის ძირი) და უზრუნველყოფს

ნაუღლები ფორმებიდან ლემამდე ერთმნიშვნელოვან ბმას;

2. შექმნილია ქართულიზმნის მორფოლოგიისფორმალური სემანტიკური მოდელი

RDF/URI-ზე დაფუძნებით, რომლის ფარგლებში ზმნური ფორმები, ლემები

და მორფოლოგიური ატრიბუტები წარმოდგენილია როგორც დამოუკიდებელი,

ურთიერთდაკავშირებული სემანტიკური ერთეულები;

3. შემუშავებულია ბიექციური ტრანსლიტერაციის ალგორითმი, რომელიც

უზრუნველყოფს ქართული და ლათინური სიმბოლოების შექცევად

შესაბამისობას და მნიშვნელოვნად ამცირებს გამოთვლით ხარჯს

დიდმასშტაბიანი ტექსტური დამუშავებისას;

4. დანერგილია მანქანურ სწავლებაზე დაფუძნებული მიდგომა ლინგვისტურ

მონაცემებში გამოტოვებული მორფოლოგიური ატრიბუტების აღსადგენად,

რომელმაც მაღალი სიზუსტე აჩვენა როგორც შიდა ვალიდაციაში, ისე გარე

კორპუსთან შედარებისას;

5. შექმნილია დაკავშირებულ მონაცემებზე დაფუძნებული ქართული

ზმნების ლემატიზაციის ერთიანი სისტემა - KARTUVERBS, რომელიც

წარმოადგენს მასშტაბირებად და ხელახალი გამოყენებისთვის მზა ციფრულ

ინფრასტრუქტურას ბუნებრივი ენის დამუშავების ამოცანებისთვის.

აღნიშნული კონტრიბუციები ქმნის საფუძველს ქართული ენის ტექნოლოგიური

რესურსების სტანდარტიზაციისა და მათი ინტეგრაციისთვის სემანტიკური ვების

ეკოსისტემაში.

ნაშრომის მომდევნო სტრუქტურა შემდეგია: მე-2 თავში წარმოდგენილია

სამეცნიერო ლიტერატურის მიმოხილვა: გამოქვეყნებული სტატიები, წიგნები,

სადისერტაციო ნაშრომები და სხვა სახის მასალები. მე-3 თავში აღნიშნულია რა

არის კვლევის შინაარსი და აღწერილია კვლევების განხორციელების ეტაპები და
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ის მეთოდოლოგია, რაც გამოყენებული იქნა საწყის მონაცემებში გამოტოვებული

ინფორმაციის აღსადგენად და ქართული სიმბოლოებისთვის დამუშავებისთვის. 3.3

ქვეთავში მოცემულია KARTUVERBS-ის შექმნის ყოველი ეტაპი. მე-4 თავში დეტალურადაა

აღწერილი ჩატარებული ექსპერიმენტები, როგორც მანქანური სწავლების მოდელის

გაწვრთნა (4.1 ქვეთავი), ისე ტრანსლიტერაციის ექსპერიმენტი სხვადასხვა ზომის

ფაილებზე (4.3 ქვეთავი), ხოლო4.2 ქვეთავში აღწერილია ექსპერიმენტულივალიდაცია

და ქრაუდსორსინგის სისტემა, რომლითაც შესაძლებელია დარგის ექსპერტების

ჩართულობა. მე-5 თავში წარმოდგენილია მიღებული შედეგები და მეცნიერული

სიახლე. ასევე, სამომავლო განვითარები გეგმები. წარმოდგენილი დისერტაცია

მთავრდება მე-6 თავში წარმოდგენილი დასკვნით.

2 სამეცნიერო ლიტერატურის მიმოხილვა

ქართული ზმნების ლემატიზაციის პრობლემა ბუნებრივი ენის დამუშავების

(Natural Language Processing, NLP) იმ ამოცანებს მიეკუთვნება, რომელთა

თანამედროვე გადაწყვეტები სულ უფრო მეტად ეყრდნობა ხელოვნური ინტელექტის,

განსაკუთრებით კი მანქანური სწავლების მეთოდებს. ტერმინი “მანქანური სწავლება”

პირველად 1959 წელს არტურ სამუელმა გამოიყენა თავის სტატიაში „Some Studies

in Machine Learning Using the Game of Checkers“ (Samuel, 1959). ტრადიციული

პროგრამირებისგან განსხვავებით, სადაც ამოცანის გადაწყვეტის წესები წინასწარ

განისაზღვრება პროგრამისტის მიერ, მანქანური სწავლება იყენებს მონაცემებსროგორც

შემავალ ინფორმაციას და მათზე დაყრდნობით აგებს გადაწყვეტილების მიმღებ

მოდელებს. ასეთი მოდელები გადაწყვეტილებას იღებენ სტატისტიკური მეთოდებით

მონაცემებს შორის ურთიერთდამოკიდებულებების შესწავლის შედეგად, რის

გამოც შედეგი მნიშვნელოვნად დამოკიდებულია შემავალი მონაცემების ხარისხზე,

მოცულობაზედა წარმოდგენისფორმაზე, და არა მხოლოდწინასწარ გაწერილწესებზე.

ამ პროცესში ადამიანის (მკვლევრის/პროგრამისტის) პასუხისმგებლობაა შესაბამისი

მონაცემების შერჩევა, ალგორითმის არჩევა და მოდელის პარამეტრების განსაზღვრა.

მანქანური სწავლების პრაქტიკული უპირატესობა არის ისიც, რომ გამოცდილებაზე

დაყრდნობით მას შეუძლია პროგნოზების გაუმჯობესება (Watt, Borhani, Katsaggelos,

& Press, 2020). შედეგად, მანქანური სწავლების მოდელები ფართოდ გამოიყენება

საძიებო სისტემებში რელევანტური ინფორმაციის აღმოჩენისთვის, თაღლითობის

გამოვლენაში, სარეკომენდაციო ძრავებში და ტექსტურ ანალიზში (Thomas &

John, 2021). ამასთან, კონკრეტული ამოცანისთვის სწორი მეთოდის შერჩევა და
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შეფასება კვლავ აქტუალურ გამოწვევად რჩება (Sarker, 2021). ბუნებრივი ენის

დამუშავება კომპიუტერული მეცნიერების მნიშვნელოვანი მიმართულებაა და ისიც

ხელოვნური ინტელექტის ქვედარგს წარმოადგენს. იგი მოიცავს ამოცანებისა და

აპლიკაციების ფართო სპექტრს, მათ შორის ტექსტის კლასიფიკაციას, სახელების

ერთეულების ამოცნობას, სენტიმენტის ანალიზს, მანქანურ თარგმანს, კითხვებზე

პასუხის გაცემას, ტექსტის შეჯამებასა და ტექსტების გენერაციას. ბუნებრივი

ენის დამუშავების თანამედროვე მიდგომები უმეტესწილად ეფუძნება მანქანური

სწავლების, განსაკუთრებით კი ღრმა დასწავლების მოდელებს, რის გამოც ეს

ორი მიმართულება პრაქტიკაში მჭიდროდ არის გადაჯაჭვული. ეს ნიშნავს,

რომ მაღალი ხარისხის შედეგის მისაღებად გადამწყვეტი ხდება არა მხოლოდ

ალგორითმი, არამედ ისიც, თუ რამდენად სტრუქტურირებულად, სტანდარტულად

და ურთიერთდაკავშირებულად არის წარმოდგენილი ენობრივი მონაცემები.

ამასთანავე, ბუნებრივი ენის დამუშავების სისტემებში მონაცემები ყოველთვის

კონკრეტულ კოდირებაში ინახება და მუშავდება; ქართული ტექსტებისთვის UTF-

8-ის მრავალბაიტიანი სტრუქტურა ზრდის როგორც მონაცემთა მოცულობას, ისე

დამუშავების გამოთვლით ხარჯს, რაც დიდი მასშტაბის ამოცანებში ოპტიმიზაციის

საჭიროებას აჩენს. სწორედ ამიტომ, კვლევის კონტექსტში მნიშვნელობას იძენს ისეთი

პრაქტიკული მექანიზმებიც, როგორიცაა ტრანსლიტერაცია, რომელიც შეიძლება

გამოყენებულ იქნას მონაცემთა მოცულობის შემცირებისა და ოპერაციების აჩქარების

მიზნით, შექცევადობის შენარჩუნებით.

ლიტერატურის მიმოხილვა აქცენტირებულია სამ მთავარ მიმართულებაზე,

რომლებიც უშუალოდ განსაზღვრავენ კვლევის მეთოდოლოგიურ ჩარჩოს და

დამატებით შეიცავს ძირითადი ცნებებისა და ინსტრუმენტების შესახებ ინფომრაციას,

რაც მნიშვნელოვანია ჩვენ მიერ განხორციელებული კვლევისათვის. ესენია:

• ქართული ზმნასთან დაკავშირებული რესურსები და ინსტრუმენტები, მათი

შესაძლებლობები და შეზღუდვები;

• სემანტიკური ვებისა და დაკავშირებული მონაცემების პრინციპები და

სტანდარტები, რომლებიც უზრუნველყოფს რესურსების ინტეგრაციას ერთიან

ცოდნის გრაფში;

• ქართული ტექსტის კოდირების სპეციფიკა და მისი გავლენა ეფექტიან

დამუშავებაზე, რაც პირდაპირ უკავშირდება კვლევაში გამოყენებულ

ოპტიმიზაციის მიდგომებს.
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2.1 ქართულ ზმნასთან დაკავშირებული რესურსები

ქართული ენის შესწავლის რესურსები უცხო ენაზე ძირითადად ბეჭდურ ფორმატშია

ხელმისაწვდომი, მაგალითად, ზმნების უღლების ცხრილების წიგნი (Chotiwari-Jünger,

Melikischwili, & Wittek, 2010), ქართული ენის სახელმძღვანელოთა სერია (Shavtvaladze,

2022) და (Rayfield et al., 2006)-ის “საყოველთაო ქართული-ინგლისური ლექსიკონი”.

ბოლო ათწლეულების განმავლობაში გაჩნდა ელექტრონული რესურსებიც,

რომლებიც ტექნოლოგიური განვითარების პარალელურად ვითარდებოდა.

დეტალური ინფორმაცია ქართული გრამატიკის შესახებ, მათ შორის თვალსაჩინო

მაგალითებით, მოცემულია რამდენიმე მნიშვნელოვან უცხოენოვან ნაშრომში, მათ

შორის:

• წიგნებში - “Modern Georgian Morphosyntax” (Cherchi, 1997), “Kartvelian

Morphosyntax. Number agreement and morphosyntactic orientation in the South

Caucasian languages” (Tuite, 1998), “Georgian: A Comprehensive Grammar” (Bolkvadze

& Kiziria, 2023), “The Georgian Verb” (Makharoblidze, 2012), “The Georgian Verb: A

Morphosyntactic Analysis” (Melikishvili, Humphries, & Kupunia, 2010);

• სადისერტაციო ნაშრომებში - “Constructional Morphology: The Georgian

Version” (Gurevich, 2006), “Les verbes intransitifs primaires et dérivés en Géorgien:

Description morphosyntaxique, sémantique et dérivationnelle” (Gérardin, 2016);

• სამეცნიერო სტატიებში - (Carmack, 1997), (Gautier, 2014), (Makharoblidze

& Leonard, 2022). (Daraselia & Sharoff, 2016) კვლევა პირველი მცდელობაა,

წამოადგინოს კორპუსზე დაფუძნებული ლექსიკონის საძიებო სიტყვები და

მაგალითები თანამედროვე ქართული ენის ვებ-კორპუსიდან.

თანამედროვე ციფრული სივრცე უკვე სთავაზობს მომხმარებლებს ქართულ

ენასთან დაკავშირებული სხვადასხვა ტიპის რესურსებს სხვადასხვა მიზნისათვის

გამოსაყენებლად.

ელექტრონული ლექსიკონების თვალსაზრისით, უცხოელებისთვის

ხელმისაწვდომია რამდენიმე საშუალება, რომლებიც ეხმარება მათ ქართული ზმნების

სხვა ენებზე თარგმნაში, ძირითადად ინგლისურ ენაზე იქნება ეს საქართველოს

პარლამენტის ეროვნული ბიბლიოთეკის დიდი ქართულ-ინგლისური ლექსიკონი4

(NPLG) თუ დონალდ რეიფილდის ლექსიკონის ონლაინ ვერსია5 (DRD). ეს
4http://www.nplg.gov.ge/gwdict
5http://www.translate.ge
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ლექსიკონები შეიცავენ მრავალ ზმნას, ხოლო ლემად წარმოდგენილია სახელზმნა

ან/და ნაუღლები ფორმა მესამე პირში აწმყო დროში და პირველ პირში მომავალ

დროში.

Glosbe6 არის მასშტაბური მრავალენოვანი ლექსიკონი, რომელიც იქმნება

ძირითადად ღია თარგმანების ავტომატური აგრეგაციითა და მომხმარებლების

თანამონაწილეობით. Glosbe არის ონლაინ ლექსიკონი, რომელიც მომხმარებლებს

სხვადასხვა ენაზე სთავაზობს განმარტებებს, თარგმანებს და გამოყენების მაგალითებს.

ქართულ ზმნებთან მიმართებით Glosbe საშუალებას აძლევს მომხმარებელს ლემად

გამოიყენოს ზმნის ნებისმიერი ნაუღლები ფორმა, თუმცა ხშირ შემთხვევაში უზუსტო

შედეგს იძლება.

თარგმანის ერთ-ერთი ყველაზე ცნობილი სერვისი - Google Translate7

თარგმნისთვის იღებს ქართული ზმნების ნაუღლებ მრავალ ფორმას, თუმცა ის

სადღეისოდ ვერ ფარავს ყველა ზმნას, ვერც ყველა ნაუღლებ ფორმას.

ზემოხსენებული ლექსიკონების გარდა, არსებობს მრავალი სხვა ზოგადი ან

სპეციალიზებული დანიშნულების ლექსიკონი, მაგალითად Margaliti8, თუმცა

თითოეული მათგანი მოცემული განხილვის ფარგლებს სცდება, რადგან ძირითადად

ორიენტირებულია უცხოური ენებიდან (ძირითადად ინგლისურიდან) ქართულად

თარგმანზე და არა პირიქით.

კლასიკური ელექტრონული ლექსიკონების გარდა, არსებობს ასევე კორპუსზე

დაფუძნებული რესურსებიც ქართული ენისათვის. ქართული ენის ეროვნული

კორპუსი9 (ქეეკ, GNC) ერთ-ერთი ყველაზე სრულყოფილი რესურსია, რომელიც

აერთიანებს ქართული ენის როგორც წერილობით, ისე ზეპირმეტყველების

ნიმუშებს. იგი მოიცავს ქართული ენის განვითარების სამივე საფეხურს და

შედგება ძველი ქართულის, საშუალი ქართულის და ახალი ქართული ენის

ტექსტების ქვეკორპუსებისაგან. ტექსტები სრულად ანოტირებულია გრამატიკული

ინფორმაციით და უზრუნველყოფს წინადადებების სრულ ანალიზს. კიდევ ერთი

რესურსია CLARINO Bergen Centre - ნორვეგიის ინფრასტრუქტურა სინტაქსისა და

სემანტიკის კვლევისთვის10 (INESS), რომელიც იძლევა წვდომას ე.წ. treebanks-ებზე

- სინტაქსურად და სემანტიკურად ანოტირებული წინადადებების ბაზებზე (Rosén,

Smedt, Meurer, & Dyvi, 2012). ეს პლატფორმა ღია და ინტერაქტიული სივრცეა
6https://ka.glosbe.com/
7https://translate.google.com/
8https://margaliti.com
9http://gnc.gov.ge

10https://clarino.uib.no/iness/xle-web
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როგორც ლინგვისტური კვლევებისათვის, ასევე ენობრივი ტექნოლოგიების

განვითარებისათვის. INESS-ზე განთავსებულია მრავალი ენის treebank-ები, მათ

შორის ქართულიც. როგორც ქეეკ-ის მონაცემთა ბაზა, ისე INESS-ის ქართული

ნაწილი შექმნილია პოლ მოირერის ჩართულობით (Meurer, 2007) და ორივე კორპუსის

ინსტრუმენტი სასარგებლოა მრავალფეროვანი ლინგვისტური მიზნებისათვის. ეს

რესურსები ძირითადად ლინგვისტებზეა ორიენტირებული, მაგრამ მომხმარებლები

ხშირადლინგვისტები სულაც არ არიან. უცხოელთათვის ხშირადრთულია სხვადასხვა

ქართული ნაუღლები ფორმის მნიშვნელობების გაგება უცხო ენაზე.

საქართველოს სხვადასხვა კვლევითი ჯგუფის მიერ შექმნილია რესურესები,

რომლებიც შეიძლება დაეხმაროს ქართული ენის შემსწავლელებს ზმნის ნაუღლები

ფორმების ლემების იდენტიფიცირებაში ან ამ ფორმების პირდაპირ თარგმანის

მიღებაში. მაგალითად, ივანე ჯავახიშვილის სახელობის თბილისის სახელმწიფო

უნივერსიტეტის (თსუ) არნოლდ ჩიქობავას სახელობის ენათმეცნიერების ინსტიტუტი

სთავაზობს მრავალფეროვან ქართულ ლექსიკონებს11, მათ შორის ბიბლიოგრაფიულს,

განმარტებითს, დარგობრივს, დიალექტურს, თარგმანითს, ორთოგრაფიულსა და

ტერმინოლოგიურს. ქართული ენიდან თარგმანები ხელმისაწვდომია მხოლოდ

რუსულ, აფხაზურ და რამდენიმე სხვა ჩრდილოკავკასიურ ენაზე. ინსტიტუტი ასევე

მოიცავსდიდქართულდიალექტურბაზასდა ქართულიდიალექტების ელექტრონულ

ატლასს12.

ილიას სახელმწიფო უნივერსიტეტის ლინგვისტურ კვლევათა ცენტრში შექმნილი

კორპუსი13 მოიცავს მონოლინგვურ და ბილინგვურ ბლოკებს, როგორც თანამედროვე,

ისე ძველი და საშუალო ქართული ენისათვის. აქ წარმოდგენილია ქართული ენის

მორფოლოგიური ანალიზატორი - QartNLP. ლემატიზატორი ზმნის ლემად აწმყო

დროის მესამე პირის მხოლობითი რიცხვში ნაუღლებ ფორმას იძლება.

საქართველოს ტექნიკურ უნივერსიტეტში (GTU) შექმნილია ქართული ენის

ლინგვისტური პატარა კორპუსი14, სადაც მომხმარებელს შეუძლია მოძებნოს

წინადადებები მასში გამოყენებული სიტყვების მიხედვით. GTU-ს საქართველოს

სახელმწიფო ენების კულტურული დაცვისა და ტექნოლოგიური განვითარების

სამეცნიერო-კვლევითი ინსტიტუტში15 მიმდინარეობს სხვადასხვა რესურსის შექმნა.

უკვე დაწყებულია სოციალური პროექტების საცდელ-სამომხმარებლო დანერგვა
11https://ice.tsu.ge/liv/
12http://www.corpora.co
13http://corpora.iliauni.edu.ge
14http://geocorpora.gtu.ge
15https://geoanbani.com/
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საინტერნეტო სივრცეში შშმ პირებისა და არამხოლოდ შშმ პირების უფრო მეტი და

უფრო თავისუფალი ჩართულობის უზრუნველყოფის მიზნით.

ლექსიკოგრაფიისა და ლინგვისტური ანალიზისათვის შემუშავებულია სხვადასხვა

პროგრამული უზრუნველყოფა, სადაც მხარდაჭერილია ქართული ენაც. #LancsBox

X16 პროგრამა, რომელიც შექმნილია ლანკასტერის უნივერსიტეტში, განკუთვნილია

ენის შესწავლისა და ანალიზისათვის კორპუსების გამოყენებით. #LancsBox X-ში

ქართული ენაზე მეტყველების ნაწილების მონიშვნის (POS tagging) მხარდაჭერა

განხორციელდა (Daraselia, 2019)-ის სადისერტაციო თემის ფარგლებში. კიდევ

ერთი ინსტრუმენტი, Sketch Engine17, უზრუნველყოფს კორპუსის ანალიზის

გაღრმავებულ შესაძლებლობებს, რაც ეხმარება ლინგვისტებსა და ლექსიკოგრაფებს

დიდი მოცულობის ტექსტებში სიტყვის გამოყენების შესწავლაში. Unitex/GramaLab18

პროგრამული უზრუნველყოფა ასევე ფართოდ გამოიყენება ლინგვისტურ კვლევებში,

ტექსტების ანალიზისა და ლექსიკონების შექმნისთვის.

არსებობს, აგრეთვე, რამდენიმე სამეცნიერო პროექტი, რომელთა მიზანია ქართული

ენისთვის სხვადასხვა ინსტრუმენტებისა და რესურსების შექმნა. შემუშავებულია

სხვადასხვა მიდგომაზე დაფუძნებული ავტომატური სინტაქსური ანალიზატორები,

ასევე მორფოლოგიური ანალიზატორი, რომელიც დამოკიდებულებით გრამატიკაზე

(dependency grammar) არის დაფუძნებული (Lortkipanidze, Amirezashvili, Chutkerashvili,

Javashvili, & Samsonadze, 2017). შემუშავებულია კონტექსტისგან თავისუფალი

გრამატიკა (Context-Free Grammar, CFG) და ლექსიკონი, რომელიც დაფუძნებულია

ხელით ანოტირებულ 300 წინადადებაზე, რის საფუძველზეც აგებულია ალბათური

ანალიზატორი (Probabilistic Context-Free Grammar, PCFG) (Kapanadze, Kotzé,

& Hanneforth, 2022). სოხუმის სახელმწიფო უნივერსიტეტისა (SSU) და ადამ

მიცკევიჩის სახელობის პოზნანის უნივერსიტეტის (AMU) თანამშრომლობით

შექმნილია ქართული სიტყვების კომპიუტერული დამუშავების პროგრამა,

რომელიც უზრუნველყოფს ერთის მხრივ მორფოლოგიურ სინთეზს (უცვლელი

ძირიდან/ფუძიდან გრამატიკულად სწორი სიტყვაფორმების გენერაციას, ან

კონკრეტული კატეგორიებით ფორმის აგებას) და მეორეს მხრივ მორფოლოგიურ

ანალიზს (სიტყვაფორმის მორფემებად დაშლას და გრამატიკული კატეგორიების

ამოცნობას) (Kardava, Gulua, Antidze, Toklikishvili, & Kvaratskhelia, 2022).

მორფოლოგიაზე დაფუძნებული მიდგომები, განსაკუთრებით ზმნის ფესვის

წინასწარი იდენტიფიკაციის შემთხვევაში, მნიშვნელოვნად აუმჯობესებს NLP
16http://corpora.lancs.ac.uk/
17https://www.sketchengine.eu/
18https://unitexgramlab.org
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ამოცანების შედეგებს მწირრესურსიანი და რთული გრამატიკის მქონე ენებისთვის,

როგორიცაა ქართული. (Kardava, 2026). პოლისემიისა და განსაკუთრებით მდიდარი

მორფოლოგიის პირობებში ქართულში ინფორმაციის მოძიების სირთულის

გადასაჭრელად შემოთავაზებულია სემანტიკურ სტრუქტურირებაზე დაფუძნებული

ქართული ენის ტექსტის დამუშავების ხელსაწყო (Georgian Text Processing Toolkit),

რომელიც მიზნად ისახავს ტექსტის სემანტიკურ სტანდარტიზებულ დამუშავებას

და ლექსიკური ერთეულების უფრო მდგრად იდენტიფიკაციას (Tsintsadze,

Khachidze, & Archuadze, 2022). მანქანური სწავლების სხვადასხვა მოდელებზე და

ტრანსფორმერებზე დაყრდნობით შექმნილია რესურსები, რომლებიც ქართულენოვან

ტექსტებში სენტიმენტის ანალიზს ახორციელებს (Stefanovitch, Piskorski, & Kharazi,

2022). ასევე, შექმნილია ტოქსიკური კომენტარების ამომცნობი მოდელი ქართულ

ონლაინ დისკუსიებში, რაც ტექსტის კლასიფიკაციის მიმართულებით ერთ-ერთ

პრაქტიკულ გამოყენებას წარმოადგენს (Lashkarashvili & Tsintsadze, 2022). ქართული

ხელნაწერი სიმბოლოების ამოცნობისთვის (Handwritten OCR) შემუშავებულია

მიდგომა და შექმნილია ვებ-სერვისი, რომლის საშუალებით შესაძლებელია

მოკლე ხელნაწერი ტექსტის ციფრულ ტექსტად გადაყვანა (Soselia et al., 2018).

თანამედროვე დიდი ენობრივი მოდელების (LLM) - Gemini 2.5 Flash, DeepSeek-V3,

Grok-3, GPT-4o - შეფასებისთვის შემუშავებულია ბენჩმარკი GeoLogicQA, რომელიც

ქართულ ენაზე წარმოდგენილ 100 ლოგიკურ ამოცანას მოიცავს. აღნიშნული

ბენჩმარკის საშუალებით, zero-shot რეჟიმში, შეფასდა მოდელების ლოგიკური

დასკვნის უნარი. მიღებული შედეგების მიხედვით მოდელებმა აჩვენეს 64–83%

სიზუსტე, რაც აღემატება ადამიანის მაჩვენებელს (47%). ამასთანავე, შეცდომების

ანალიზი მიუთითებს, რომ მოდელებისთვის განსაკუთრებით პრობლემურია

მრავალსაფეხურიანი კომბინატორული ამოცანები, აგრეთვე მრავალრიცხოვანი

შემზღუდავი პირობების მქონე ამოცანები, სადაც დასკვნის მისაღებად აუცილებელია

რამდენიმე ურთიერთდაკავშირებული ლოგიკური ბიჯის თანმიმდევრული

შესრულება (Koberidze, Elizbarashvili, & Tsintsadze, 2025).

“ენაგრამი”19 (Enagram) არის ენობრივი ტექნოლოგიების პლატფორმა, რომელიც

ხელოვნური ინტელექტის დახმარებით ავითარებს და ქმნის ენობრივ ხელსაწყოებს

ქართულსა და სხვა ენებზე. ენაგრამის გუნდის მისიაა ხელოვნური ინტელექტის

საშუალებით დაეხმაროს მწირერესურსიან ენებზე მოსაუბრე ადამიანებს, ციფრული

ტექნოლოგიების გამოყენებით შეძლონ წერა, საუბარი, მოსმენა და გახმოვანება

მშობლიურ ენაზე. შექმნილია რამდენიმე პროდუქტი: მართლმწერი - ტექსტებში
19https://enagram.ai
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აღმოაჩენს ბეჭდვით და ორთოგრაფიულ შეცდომებს და შესწორებულ ვერსიებს

სთავაზობს მომხმარებელს. ეს მართლმწერი შესაძლებელია დაემატოს სხვადასხვა

პროგრამებს: Google Chrome, Misrosoft Word, Google Docs, Microsoft Edge;

ამლაპარაკებელი - საშუალებას იძლევა გახმოვანდეს შეტანილი ტექსტი; საუბარმწერი

- პირიქით, შეტანილ ხმას გადააქცევს ტექსტად. ასევე, შესაძლებელია pdf ფაილების

ტექსტად გარდაქმნა.

ქართული ენის ენთუზიასტების ჯგუფმა (“მცდარბეჭდილმძებნი” (MBM) შექმნეს

ვებ-აპლიკაცია20, რომელიც აღმოაჩენს ბეჭდვით შეცდომებს და ასწორებს მათ.

საქართველოში კორპუსის ლინგვისტიკის, როგორც ახალი ინტერდისციპლინური

მიმართულების განვითარების ისტორია

დიგიტალური ქართველოლოგიის განვითარების ისტორია და პერსპექტივები,

დიგიტალური კვლევის ძირითადი პრინციპები და კორპუსლინგვისტური კვლევის

მეთოდები, ქართველოლოგიის დიდ მონაცემთა ბაზები, მათი შექმნის ისტორია და

მნიშვნელობა ვრცლადაა მიმოხილული ნაშრომებში (Tandashvili & Kamarauli, 2021),

(Kentchiashvili, 2020).

არსებული რესურსები და პროექტები, ერთობლივად, მიზნად ისახავს

ქართულ ენასთან დაკავშირებული სრულყოფილი ლინგვისტური მონაცემების,

ინსტრუმენტებისა და ლექსიკონების უზრუნველყოფას, რაც ხელს უწყობს

ლინგვისტურ კვლევებს, ენის ტექნოლოგიების განვითარებას და ენის

ანალიზისა და თარგმნის შესაძლებლობების გაუმჯობესებას. მიუხედავად

ზემოხსენებული რესურსებისა, ლექსიკოგრაფიულ მონაცემებზე წვდომა ჩვენი

სამიზნე მომხმარებლებისთვის კვლავ გამოწვევად რჩება რიგი მიზეზების გამო,

რომელთა შორის აუცილებლად უნდა აღინიშნოს ის, რომ ყველა რესურსი არ არის

ორიენტირებული ზმნების ნაუღლები ფორმების ლემების იდენტიფიცირებაზე და

რაც, მთავარია ჩამოთვლილირესურსებიდან არცერთი არ გვთავაზობს ერთდროულად

ქართულ ზმნების ლემასა და მათ თარგმანს.

უნდა შევნიშნოთ, რომ სხვა უცხო ენებსაც ახასიათებს ფლექსია

(სიტყვათცვლილება) და მათთვის შემუშავებულია აპლიკაციები, რომლებიც ეხმარება

ენის შემსწავლელებს ზმნური ფორმების გაგება/ფორმირებაში. ასეთია სერბული

ენისათვის Serboverbs (Marjanović, 2023), რომელიც სერბული ზმნის უღლებას

უზრუნველყოფს, ხოლო პოლონური ენისთვის არსებობს ზმნური ფრაზების უღლების

ლექსიკონი - Verbel (Czerepowicka, 2021).

ერთენოვან ლექსიკონებში მნიშვნელოვანია დაემატოს რაც შეიძლება მეტი
20https://spellchecker.ge
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მორფოლოგიური ინფორმაცია იმიტომ, რომ მომხმარებლებს შესაძლებელია

არ ჰქონდეთ უღლების წესების საკმარისი ცოდნა და წარმოებულმა სიტყვებმა

მცირე ნიუანსის გამო შეიძლება სულ სხვა მნიშვნელობა შეიძინოს (DeCesaris, 2021;

De Schryver, Chishman, & Da Silva, 2019).

აგრეთვე, მიიჩნევა, რომ ორიგინალი და ტრანსლიტერირებული ფორმების

ერთდროული წარმოდგენა მნიშვნელოვანად ეხმარება მომხმარებლებს ფორმების

გაგებაში (Marjanović, 2023).

მიუხედავად ზემოთ ჩამოთვლილი რესურსებისა და ინსტრუმენტების

არსებობისა, არცერთი არსებული გადაწყვეტა არ უზრუნველყოფს ქართული ზმნის

ნაუღლები ფორმების, მათი ლემებისა და მორფოლოგიური ატრიბუტების ერთიან,

სტანდარტიზებულ და მანქანურად ინტერპრეტირებად წარმოდგენასა და თარგმნას.

განსაკუთრებით პრობლემურია ლემატიზაციის პრაქტიკების ჰეტეროგენულობა, რაც

ზღუდავს რესურსებს შორის ავტომატურ დაკავშირებას. აღნიშნული ხარვეზი

ცხადყოფს ერთიანი, სემანტიკურად ფორმალიზებული ინფრასტრუქტურის

საჭიროებას.

2.2 დაკავშირებული მონაცემების შესახებ

ლექსიკოგრაფიული პრაქტიკის ევროპული რუკა (Tiberius, Kallas, Koeva, Langemets,

& Kosem, 2023) აგებულია სამ საერთაშორისო კვლევაზე დაფუძნებით და აჩვენებს,

რომ მიუხედავად იმისა, რომ თანამედროვე ლექსიკოგრაფიაში სტრუქტურირებული

მონაცემების ფორმატები ფართოდ გამოიყენება, ეს არ ნიშნავს, რომ ყველა ლექსიკონი

ერთსა და იმავე სტანდარტს მისდევს. სტანდარტიზაციის არარსებობა ართულებს

მონაცემთა გაზიარებას სხვადასხვა პროექტსა და აპლიკაციებს შორის. ეს კვლევები

ასევე ხაზს უსვამს API-ით წვდომის მზარდ საჭიროებას ლექსიკოგრაფიულ

ინსტრუმენტებსა და რესურსებზე.

გამოსავალი დაკავშირებულ ღია მონაცემების პრინციპებზე დაფუძნებული

სისტემებია. ეს მიდგომა ხელს უწყობს აღმოიფხვრას ციფრულ რესურსებში

სტანდარტიზაციისა და ურთიერთთავსებადობის დეფიციტი. ამავდროულად,

სხვადასხვა რესურსის ინტეგრირების, ხელმისაწვდომობისა და თავსებადობის

წყალობით, შესაძლებელია მონაცემის ნებისმიერ ელემენტზე წვდომა განსხვავებული

წყაროებიდან (Tittel, 2023). არსებობს სხვადასხვა მეთოდოლოგია, თუ როგორ

შეიძლება გამოყენებულ იქნას დაკავშირებული მონაცემების პრინციპები ენის

რესურსების მოდელირებაში ლინგვისტური მონაცემების ანოტაციისთვის (Cimiano,
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Reference/Designatum
(კონცეპტი, აზრი)

Symbol/Word
(სიტყვა, ნიშანი)

Referent/Denotatum
(რეალური საგანი, დენოტატი)

გამოიხატება /
აღინიშნება როგორც

მიუთითებს /
ეხება

პირდაპირი კავშირი არ არსებობს

სურათი 1: სემიოტიკური სამკუთხედი

Chiarcos, McCrae, & Gracia, 2020). აღსანიშნავია, რომ ბუნებრივი ენის დამუშავებისა

და ელეტრონული ლექსიკოგრაფიისთვის ძალზედ მნიშვნელოვანია სხვადასხვა

მიდგომის არსებობა მრავალი ენის სიტყვების მნიშვნელობების ერთმანეთთან

მისადაგებისას (Ahmadi et al., 2020).

ნავარაუდევია, რომ მომავალილექსიკონები დაფუძნებული იქნება დაკავშირებულ

მონაცემებზე. შესაბამისად,ლექსიკოგრაფიის ასეთი განვითარება ბუნებრივ მომდევნო

საფეხურად მოიაზრება. ამ ტიპის ლექსიკონების შიდა სტრუქტურა აგებული იქნება

გრაფებით, რომლის წვეროები არ დაექვემდებარება შიდა იერარქიას და უნიკალურად

იდენტიფიცირებადები იქნება ვებ-სივრცის მასშტაბით (Gracia, Kernerman, & Bosque-

Gil, 2017).

თანამედროვე ვების არქიტექტურა სამი ძირითადი ტექნოლოგიის

ერთობლიობას ეყრდნობა21: URL, HTTP[S] და HTML. URL განსაზღვრავს რესურსის

ადგილმდებარეობას, HTTP უზრუნველყოფს სერვერთან დამაკავშირებელი

საკომუნიკაციო პროტოკოლს, ხოლო HTML მონიშვნების ენაზე წარმოდგენილი

კონტენტის ვიზუალურ წარმოდგენაა.

აღსანიშნავია, რომ HTML განსაზღვრავს კონტენტის სტრუქტურას და არა მის

მნიშვნელობას. შესაბამისად, ვებზე არსებული ინფორმაციის სემანტიკური გაგება

მხოლოდ ბუნებრივი ენის ინტერპრეტაციაზეა დამოკიდებული. ბუნებრივ ენაში

ინფორმაცია აღიწერება სემანტიკის22, სინტაქსისა23 და პრაგმატიკის24 ერთობლიობით,

რაც უზრუნველყოფს ადამიანებს შორის შეთანხმებულ გაგებას კონტექსტის

გათვალისწინებით.
21https://www.w3.org/TR/WD-html40-970708/htmlweb.html
22სემანტიკა ენათმეცნიერების დარგია, რომელიც შეისწავლის ენობრივ მნიშვნელობას (შინაარსს).
23სინტაქსი არეგულირებს თუ როგორ უნდა შეიქმნას წინადადებები სიტყვების შერწყმით.
24პრაგმატიკა ენათმეცნიერების განხრაა, რომელიც ინტერესდება მეტყველების ისეთი ელემენტებით,

რომელთა მნიშვნელობის გაგება მხოლოდ კონტექსტის მიხედვითაა შესაძლებელი

18

https://www.w3.org/TR/WD-html40-970708/htmlweb.html


სწორედ ამ პრინციპებზეა დაფუძნებული სემიოტიკური სამკუთხედი, როგორც

მოდელი, რომელიც გამოყოფს სიმბოლოს (Symbol), კონცეფტს (Reference/Designatum)

და რეალურ ობიექტს (Referent/Denotatum). პირველად ის ჩარლზ ოგდენმა

და აივორ რიჩარდსმა (Charles Ogden, Ivor Richards) შემოიღეს თავიანთ წიგნში

„მნიშვნელობის მნიშვნელობა“ (Ogden & Richards, 1989). სემიოტიკური სამკუთხედის

გამოყენებით პოლისემიური ობიექტის გაგება შეიძლება არაორაზროვნად.

სემიოტიკურ სამკუთხედში ცალსახად იგულისხმება, რომ გამგზავნი და მიმღები

ამ კონცეფციას ერთნაირად აღიქვამს და იგებს. სიმბოლო, სიტყვა, ნიშანი (Symbol),

რომლითაც არის წარმოდგენილი რეალურ სამყაროში არსებული საგანი (დენოტატი,

Referent/Denotatum), პირდაპირ არ აღნიშნავს ამ საგანს, არამედ ამ საგანზე გადის

გარკვეული შუამავალი კონცეპტის, აზრის (Reference/Designatum) გავლით (იხილეთ

1-ელი სურათი). სიტყვის მნიშვნელობა არ იქმნება საგანზე სახელის მიცემით ანუ

სახელდებით (ამიტომ არის წყვეტილი ხაზით დაკავშირებული სიტყვა საგანთან),

არამედ მნიშვნელობა იქმნება კონცეპტით ანუ იმ ცნებით, რომელიც ეხება ამ საგანს.

სწორედ კონცეპტი არის ცნება, რომელიც მიუთითებს საგანზე. თანამედროვე

ვების გარემოში, სადაც ინფორმაცია პოლისემიურია, კონტექსტზე დამოკიდებული

და ხშირ შემთხვევაში დანაწევრებული, ადამიანურის ჩართულობა სწორი

ინტერპრეტაციისთვის ხშირად არის აუცილებელი. მაგალითად, პოლისემიური

ტერმინის (“წელი”) მოძებნისას სისტემა ვერ ახერხებს კონკრეტული მნიშვნელობის

არჩევას დამატებითი ცოდნის გარეშე (“წელი”, როგორც წელიწადი თუ “წელი”,

როგორც ადამიანის სხეულის ნაწილი). ასევე, ძიების პროცესში ხშირია ინფორმაციის

ამოღების სხვადასხვა სირთულეები: syntactic და semantic link-ის შეუთავსებლობა და

პერსონალიზაციით გამოწვეული ცდომილებები.

აღნიშნული გამოწვევების საპასუხოდ ჩამოყალიბდა სემანტიკური ვების

(Semantic Web) კონცეფცია - WWW-ის შემქმნელის, ტიმ ბერნერს-ლის ხედვა,

რომლის მიხედვითაც ინტერნეტ-სივრცე უნდა გარდაიქმნას გარემოდ, სადაც

ინფორმაცია წარმოდგენილია ცხადად აღწერილი მნიშვნელობებით. ეს მიდგომა

მონაცემთა გაგებისა და დამუშავების შესაძლებლობას არა მხოლოდ ადამიანებს,

არამედ გამოთვლით მანქანებსაც აძლევს (Berners-Lee, Hendler, & Lassila, 2001).

ტრადიციული, ადამიანზე ორიენტირებული ტექსტური განმარტებების ნაცვლად,

ინფორმაცია აღიწერება ფორმალური, ლოგიკაზე დაფუძნებული მოდელებით, რაც

უზრუნველყოფს ავტომატური დასკვნების, ცოდნის გაზიარების და ინტერპრეტაციის

უნარს.

ციფრულ სივრცეში ინფორმაციის ავტომატიზებული მოპოვება ორ ძირითად
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სურათი 2: URI-ს ნიმუში

გზას ეფუძნება: ან ბუნებრივი ენის დამუშავების ტექნოლოგიებს ანდა ჰიბრიდულ

მიდგომას, რაც ბუნებრივი ენის დამუშავების ტექნოლოგიებისა და სემანტიკური

მეტამონაცემების კომბინირებულ გამოყენებას გულისხმობს. ამ შემთხვევაში,

ბუნებრივი ენის დამუშავების მეშვეობით მიღებული შედეგები, რომლებიც შესაძლოა

ყოველთვის მაღალი სიზუსტით არ გამოირჩეოდეს, მყარდება და მოწმდება წინასწარ

განსაზღვრული სემანტიკური ანოტაციებით, რაც მნიშვნელოვნად ზრდის მონაცემთა

ვალიდურობას

სემანტიკური ვები წარმოადგენს W3C კონსორციუმის მიერ განვითარებულ

არსებული ვებ-გარემოს გაფართოებას, სადაც მონაცემები სტრუქტურირებულია

მკაფიო კონტექსტითა და მნიშვნელობით. ცოდნის ასეთი წარმოდგენა ეფუძნება

ფორმალურ და სტანდარტიზებულ მოდელს - ონტოლოგიას. ონტოლოგიების

მეშვეობით კომპიუტერულ სისტემებს შესწევთ უნარი, განახორციელონ

შინაარსობრივი ინტერპრეტაციები ადამიანური შემეცნების მსგავსად.

სემანტიკურ ვებს ხშირად მოიხსენიებენ, როგორც “მონაცემთა ვებს” (Web of Data)

და არა “დოკუმენტების ვებს”, რადგან მისი ფუნდამენტია რესურსების აღწერის ჩარჩო

(Resource Description Framework, RDF). ეს არის მონაცემთა მოდელი, რომელიც

ნებისმიერ ინფორმაციას აღწერს ლოგიკური სამეულების (Triples: სუბიექტი–

პრედიკატი–ობიექტი) სახით, რაც ქმნის ურთიერთდაკავშირებული მონაცემების

გლობალურ გრაფს.

RDF-ში რესურსი შეიძლება იყოს ყველაფერი, რისი ცალსახა იდენტიფიკაციაც

შეიძლება. ის უნდა იყოს ჩაწერილი URI-ს საშუალებით. URI (Uniform Resource

Identifier) აიდენტიფიცირებს რესურსს. იდენტიფიკაცია შეიძლება მოხდეს მისი

ლოკაციით ან სახელით. ვების მომხმარებლები ძირითადად იყენებენ ხოლმე ერთიანი

რესურსების ლოკაციას (Uniform Resource Locator, URL), რომელიც განსაზღვრავს,

თუ სადაა რესურსი განთავსებული და იმ მექანიზმს, თუ როგორ შეიძლება

რესურსზე წვდომა, ხოლო ერთიანი რესურსის სახელი (Uniform Resource Name, URN)
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განსაზღვრავს მხოლოდ რესურსის სახელს და არა ლოკაციას. არსებობს, აგრეთვე,

საერთაშორისო რესურსის იდენტიფიკატორი (Internationalized Resource Identifier,

IRI). IRI იგივე URI-ია, სადაც ასო-ნიშნები უნიკოდის ცხრილიდანაც შეიძლება იყოს

წარმოდგენილი ანუ ლათინური ასოების გარდა, არალათინური ასოების გამოყენებაც

შეიძლება. URI-ის ნიმუში მოცემულია მე-2 სურათზე. IRI მოიცავს URI-ს, URI მოიცავს

URL-ს, URI მოიცავს URN-საც და ამავდროულად, URL-სა და URN-ს თანაკვეთა არ

აქვთ.

IRI ⊃ URI, URI ⊃ URL, URI ⊃ URN, URL ∩ URN = ∅

რესურსს უნდა გააჩნდეს ვების მისამართი. ის ბევში უნდა იყოს

იდენტიფიცირებადი. რესურსების აღწერისას წარმოჩინდება მათი მახასიათებლები

და დამოკიდებულებები სხვა რესურსებთან. როდესაც სემანტიკური ვების ჩარჩოზეა

საუბარი, მასში იგულისხმება ვებში არსებული პროტოკოლების ერთობლიობა,

როგორიცაა URI, HTTP, XML, JSON, Turtle და ა.შ. და რომლებიც ფორმალურ მოდელზე

- სემანტიკაზე არის დაფუძნებული. ცოდნა RDF-ში გამოსახულია ცნობებითდა ყველა

ეს ცნობა სქემითაა მოცემული.

რესურსი შეიძლება იყოს ნებისმიერი ობიექტი ცხადი იდენტობით. URI-

ის საშუალებით არამხოლოდ ვებ-გვერდის იდენტიფიკაცია შეიძლება, არამედ

წიგნის, ადგილმდებარეობის, პიროვნების, ობიექტებს შორის დამოკიდებულების,

აბსტრაქტული კონცეფციის და ა.შ. URI-ის კონცეფცია უკვე არსებობს სხვადასხვა

დარგებში. ასე მაგალითად, ვებში URI არის URL, წიგნისა და პუბლიკაციის

გამომცემლობაში - ISBN/ISSN, ციფრული ობიექტის იდენტიფიკაციისთვის - DOI. URI

გლობალური იდენტიფიკატორია რესურსებისთვის. ის განსაზღვრავს არა მხოლოდ

ვებში არსებულ რესურსებს, არამედ სამყაროში არსებულ რესურსებს. მაგალითად

შეიძლება ნებისმიერი სუბიექტის თუ ობიექტის შესახებ ფაქტები RDF ფორმატში

ჩაიწეროს და ეს რესურსი უკვე იარსებებს.

სემანტიკური ვების არქიტექტურა წარმოდგენილია ე.წ. სემანტიკური ვების

სტეკით (Semantic Web Stack) (Berners-Lee, 1998; Horrocks, Parsia, Patel-Schneider, &

Hendler, 2005), რომელიც ნათლად აჩვენებს იმ შრეებს, ენებსა და ტექნოლოგიებს,

რომლებიც ერთმანეთთან ურთიერთქმედებენ, რათა ვებზე არსებული ინფორმაცია

გახდეს მანქანისთვის გაგებადი (machine-readable) და ლოგიკურად დასკვნადი.

იხილეთმე-3 სურათი. მასში მოცემულია ყველა ის ენებიდატექნოლოგიები, რომელიც

გამოიყენება სემანტიკურ ვების შესაქმნელად. სემანტიკური ვებ აპლიკაციების
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SPARQL

Ontologies:
OWL

Rules:
RIF/SWRL

Taxonomies: RDFS

Data interchange: RDF

Syntax: XML

Identifiers: URI Character Set : UNICODE

სურათი 3: სემანტიკური ვების სტეკი

შესაქმნელად სტეკის ყველი შრე გამოიყენება. ყოველი შრე იყენებს მის ქვევით მყოფი

შრეების შესაძლებლობებს.

• URI - იდენტიფიკაციის შრე.

ყველაზე ქვედა დონეს წარმოადგენს Uniform Resource Identifier (URI),

რომელიც ვებ-რესურსების უნიკალური იდენტიფიკაციის საშუალებაა. URI

უზრუნველყოფს ნებისმიერ ობიექტზე ცალსახა მითითებას - იქნება ეს

დოკუმენტი, ადამიანი, ადგილი, ცნება თუ აბსტრაქტული კონცეფცია. სწორედ

URI ქმნის საერთო სახელთა სივრცეს, რომელიც აუცილებელია უფრო მაღალი

შრეების ფუნქციონირებისთვის.

• XML - მონაცემთა სტრუქტურირების შრე.

შემდეგი შრეა Extensible Markup Language (XML), რომელიც სტრუქტურირებული

ტექსტური მონაცემების ჩანაწერს უზრუნველყოფს. XML ადამიანისთვისაც

და მანქანისთვისაც მარტივად წასაკითხია, რაც მას უნივერსალურ ფორმატად

აქცევს სხვადასხვა სისტემებს შორის მონაცემთა გაცვლის დროს. XML მხოლოდ

სინტაქსს განსაზღვრავს და არ მოიცავს მონაცემთა სემანტიკურ აღწერას.
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• RDF - მონაცემთა აღწერის მოდელი.

Resource Description Framework (RDF) წარმოადგენს სემანტიკური ვების

საძირკველს. იგი აღწერს, თუ როგორ შეიძლება ცოდნა გამოიხატოს სამეულების

(subject–predicate–object) სახით: სუბიექტი (subject) - ვისზეა საუბარი, პრეტიკატი

(predicate) - რა თვისება ან ურთიერთობაა აღწერილი და ობიექტი (object) - ამ

თვისების მნიშვნელობა. RDF არის მოდელი და არა კონკრეტული ფორმატი.

მისი სინტაქსები შეიძლება იყოს RDF/XML, Turtle, N-Triples, JSON-LD და სხვ.

RDF-ის მთავარი ფუნქციაა რესურსებს შორის სემანტიკური ურთიერთობების

ფორმალური წარმოდგენა, რათა კომპიუტერმა შეძლოს ამ ურთიერთობების

დამუშავება.

• RDFS - RDF ქსემა.

RDF Schema (RDFS) ამდიდრებს RDF მონაცემებს კლასების, თვისებებისა და

მემკვიდრეობითი ურთიერთობების განსაზღვრით. RDFS უზრუნველყოფს

ელემენტარულ ტაქსონომიურ სტრუქტურას, რაც RDF ფაქტებს უფრო ღრმა

მნიშვნელობას ანიჭებს.

• OWL - ონტოლოგიის ენა.

Web Ontology Language (OWL) წარმოადგენს ლოგიკაზე დაფუძნებულ ენას,

რომელიც RDFS-ზე გაცილებით მდიდარი გამოხატვით ხასიათდება. OWL

საშუალებას იძლევა განისაზღვროს რთული კლასობრივი სტრუქტურები,

შეზღუდვები, კარდინალურობა, ობიექტებს შორის რთული ურთიერთობები და

ფორმალური წესები. OWL reasoner-ებს (Hermit, Pellet, FaCT++) შეუძლიათ OWL

ონტოლოგიებიდან ახალი დასკვნების გამოტანა, რაც სემანტიკურ ვებს ცოდნის

ავტომატური გენერირების შესაძლებლობას აძლევს.

• Rule - RIF (Rule Interchange Format) შრე.

Rule შრე საშუალებას აძლევს სისტემებს განსაზღვრონ და გაცვალონ ლოგიკური

წესები, რითაც შესაძლებელია ავტომატური დასკვნების გამოტანა RDF/OWL

მონაცემებზე. ამ შრეში გამოიყენება RIF (Rule Interchange Format) - ენა, რომელიც

სხვადასხვა სისტემას აძლევს საშუალებას გაუზიარონ წესები საერთოფორმატში.

• uNifying Logic, Proof და Trust შრეები.

ზედა შრებები სემანტიკური ვების არქიტექტურაში განიხილება როგორც

მომავალი ეტაპი, რომლებიც მიზნად ისახავს OWL-ის შესაძლებლობების

გაზრდასა და უფრო უნივერსალური ლოგიკური ჩარჩოს შექმნას (uNifying Logic
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/ N3 Logic), ავტომატური დასკვნების დასაბუთების მექანიზმების შემუშავებას

(Proof Layer) და ვებ-ცოდნის სანდოობის, ავთენტურობისა და წარმომავლობის

უზრუნველყოფას (Trust Layer). აღნიშნული შრეები ჯერ კიდევ კვლევის და

განვითარების პროცესშია. სხვა შრეებისგან განსხვავებით, ისინი არ წარმოადგენს

ოფიციალურად დამტკიცებულ W3C სტანდარტებს, არამედ კონცეპტუალური

მიმართულებებია, რომლის სრული სტანდარტიზაცია მომავლის ამოცანად

რჩება.

სემანტიკური ვების სტეკი ქმნის ფუნდამენტურ ჩარჩოს, რომლის მეშვეობითაც

ვები გადადის დოკუმენტების ვებიდან მნიშვნელობების და ცოდნის ვებში, რომლის

უპირატესობები ცხადადაა წარმოდგენილი სხვადასხვა რესურსებში (Allemang &

Hendler, 2008; Heath & Bizer, 2011).

მიუხედავად იმისა, რომ დაკავშირებული მონაცემები სემანტიკური ვების

არსებით ნაწილად მიიჩნევა, იგი წარმოადგენს ცალკე, მკაფიოდ განსაზღვრულ

კონცეფციას, რომელიც მიმართულია ცოდნის გახსნილი, ურთიერთდაკავშირებული

და ინტერნეტზე ხელმისაწვდომი სტრუქტურით წარმოდგენისკენ. ეს კონცეფცია

ემყარება ტიმ ბერნერს-ლის მიერ ჩამოყალიბებულ ოთხ ძირითად პრინციპს,

რომლებიც განსაზღვრავს, როგორ უნდა გამოქვეყნდეს და გაიცვალოს მონაცემები

გლობალურ ქსელში:

1. რესურსების სახელდებისთვის უნდა იქნას გამოყენებული URI. მათი

იდენტიფიცირება უნიკალური URI-ის საშუალებით უზრუნველყოფს ვებში

მათ ცალსახა მითითებას.

2. URI უნდა იყოს დაფუძნებული HTTP(S)-ზე, რომ მომხმარებლებმა და მანქანებმა

წვდომა შეძლონ ვებ-პროტოკოლების საშუალებით.

3. URI-ზე მიმართვა უნდა აბრუნებდეს სტრუქტურირებულ, მანქანისთვის გასაგებ

მონაცემს (RDF), რაც უზრუნველყოფს ინფორმაციის ავტომატური დამუშავების

შესაძლებლობას.

4. რესურსები უნდა უკავშირდებოდეს სხვა რესურსებს. დაკავშირებული

მონაცემების არსებითი მახასიათებელია რესურსებს შორის სემანტიკური

ბმულების (links) შექმნა. თითოეული მონაცემი უნდა მიუთითებდეს სხვა

დაკავშირებულ მონაცემებზე, რაც ქმნის ინტეგრირებულ, გლობალურად

დაკავშირებულ ცოდნის ქსელს. სწორედ ეს “დაკავშირება” განასხვავებს

დაკავშირებულმონაცემებს ჩვეულებრივი სტრუქტურირებული მონაცემებისგან.
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თუ სემანტიკური ვები წარმოადგენს კონცეპტუალურ და ტექნოლოგიურ ჩარჩოს

ცოდნის ფორმალური აღწერისთვის, დაკავშირებული მონაცემები უზრუნველყოფს

ამ ჩარჩოს პრაქტიკულ განხორციელებას ვებზე, ხოლო Open Data ყურადღებას

ამახვილებს მონაცემების გახსნილობასა და ხელმისაწვდომობაზე, მათ სამართლებრივ

და ინსტიტუციურ ასპექტებთან ერთად.

ტიმ ბერნერს-ლის მიერ ასევე ჩამოყალიბებულია 5 ვარსკვლავიანი სისტემა

დაკავშირებულ ღია მონაცემების სისტემებისთვის (Berners-Lee, 2010):

⋆⋆⋆⋆⋆ მონაცემები ხელმისაწვდომია ღია ლიცენციით;

⋆⋆⋆⋆⋆ მონაცემები არის მანქანის მიერ წაკითხვადი;

⋆⋆⋆⋆⋆ მონაცემების წარმოდგენის ფორმატიც ღიაა;

⋆⋆⋆⋆⋆ გამოყენებულია W3C-ის ღია სტანდარტები (RDF, SPARQL);

⋆⋆⋆⋆⋆ მონაცემები დაკავშირებულია სხვა მონაცემებთან (Linked Open Data).

RDF მოდელში ცოდნა წამოდგენილია სამეულით (subject–predicate–object),

რაც მას სძენს მიმართული ცოდნის გრაფის განზომილებას: subject წარმოადგენს

გრაფის წვეროს, predicate - ორი წვეროს დამაკავშირებელ მონიშნულ (labeled)

წიბოს, object - მეორე წვეროს, ან მნიშვნელობას. ამ სტრუქტურის წყალობით

RDF იქცევა განსაკუთრებით მოქნილ მოდელად, რომელიც მხარდაჭერილია გრაფთა

ალგორითმებით (W3C, 2014).

RDF-ს პრაქტიკულად გამოყენებადს ხდის SPARQL - RDF მონაცემთა გამოთხოვის

ოფიციალური ენა (W3C Recommendation 202525). რეალური სისტემები RDF გრაფებთან

სწორედ SPARQL-ის მეშვეობით ურთიერთობენ, იქნება ეს SELECT მოთხოვნები,

გრაფის კონსტრუქცია (CONSTRUCT), აღწერის გენერაცია (DESCRIBE), თუ მონაცემთა

მოდიფიკაცია SPARQL Update-ით. SPARQL-ის მნიშვნელობა სემანტიკური ვების

ეკოსისტემაში იმდენად დიდია, რომ სემანტიკური ვების გამოყენებადობის

მინიმუმ 50% SPARQL-ზეა დაფუძნებული. SPARQL endpoint-ების შექმნა და RDF

მონაცემთა შენახვა ხდება სპეციალიზებული triple store-ებისა და SPARQL სერვერების

გამოყენებით, რომლებიც უზრუნველყოფენ მონაცემთა ინდექსაციასა, reasoning-სა

(ახალი ფაქტების ავტომატურად მიღება, რომლებიც პირდაპირ არ იყო ჩაწერილი,

მაგრამ ლოგიკურად გამომდინარეობს) და მასშტაბურობას. ხშირად გამოყენებული

სისტემებია: Apache Jena Fuseki26 ღია კოდის SPARQL სერვერი, Virtuoso Universal
25https://www.w3.org/TR/sparql12-query/
26https://jena.apache.org/documentation/fuseki2/
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Server27, Blazegraph (BigData)28 მაღალი წარმადობის triple store, რომელიც გამოიყენება

Wikidata Query Service-ის იმპლემენტაციაში და სხვა.

სემანტიკური ვებისა და დაკავშირებული მონაცემების ტექნოლოგიების

ლინგვისტურ რესურსებზე გავრცელებას მრავალმხრივი კვლევები უძღვის წინ.

ლინგვისტური მონაცემების ჰეტეროგენულობა და ურთიერთთავსებადობის

პრობლემა ერთ-ერთ ცენტრალურ გამოწვევად რჩება. ენათმეცნიერებაში არსებული

მრავალფეროვანი რესურსები - კორპუსები, ლექსიკონები, ბიბლიოგრაფიული

მონაცემები - სტრუქტურულად და სემანტიკურად ერთმანეთისგან განსხვავდება,

რის გამოც ინტეგრაცია რთულდება, თუმცა არსებობს დაკავშირებული მონაცემების

გამოყენების პრინციპები (სტანდარტიზებულიRDF/OWLონტოლოგიები), რომლებსაც

ეფუძნება ლინგვისტური ცოდნის გრაფები (Chiarcos, McCrae, & Hellmann, 2012).

OntoLex Community Group-ის ანგარიშში (Cimiano, McCrae, Buitelaar, & Chiarcos,

2016) შემუშავებულიაOntoLex-Lemon მოდელი, რომლის კომპონენტები აუცილებელია

მრავალენოვანი ლექსიკონების, WordNet-ტიპის რესურსების, ტერმინოლოგიური

მონაცემთა ბაზების და სინტაქს-სემანტიკური შესაბამისობების მოდელირებისთვის.

მოდელი მნიშვნელოვანია იმით, რომ ის ქმნის ერთიან სქემას ლექსიკური რესურსების

RDF გრაფებად გარდასაქმნელად და სადღეისოდ დეფაქტო სტანდარტია ლექსიკური

მონაცემების სემანტიკური წარმოდგენისთვის.

გლობალური დაკავშირებული ლინგვისტური ღია მონაცემების (Linguistic Linked

Open Data, LLOD) ინფრასტრუქტურის განვითარებაზე მნიშვნელოვანი ხედვა

წარმოდგენილია “Prêt-à-LLOD” პროექტში (Declerck et al., 2020), რომლის მიზანია

მრავალენოვანი ენობრივი რესურსების ავტომატური აღმოჩენის, ტრანსფორმაციის,

დაკავშირებისა და ლიცენზირების სტანდარტიზაცია. კვლევა ხაზს უსვამს ისეთი

ინსტრუმენტებისადა პროტოკოლების საჭიროებას, რომლებიც RDF/OWL მონაცემების

წარმოებასა და განაწილებას ეფექტიანად ხდის, განსაკუთრებით მაშინ, როდესაც

საჭირო ხდება ენობრივი რესურსების ფართომასშტაბიანი ინტეგრაცია.

RDF-ში წარმოდგენილი ბიბლიოგრაფიული ცოდნის გრაფების ერთ-ერთი

მნიშვნელოვანი მაგალითია LexBib (Lindemann, Klaes, & Zumstein, 2019). პროექტი

გულისხმობს ლექსიკოგრაფიულ კვლევებზე ორიენტირებული მასშტაბური

ბიბლიოგრაფიული მონაცემთა ბაზის შექმნასა და მის RDF/LD გრაფად

გარდაქმნას. ავტორები იყენებენ ტექსტ მაინინგის ტექნოლოგიებს, რათა

გამოავლინონ ურთიერთკავშირები კვლევებს შორის, და ამგვარად უზრუნველყონ
27https://virtuoso.openlinksw.com/
28https://github.com/blazegraph/database

26

https://virtuoso.openlinksw.com/
https://github.com/blazegraph/database


ბიბლიოგრაფიული მონაცემების ინტეგრირებული, მანქანებისთვის გასაგები

წარმოდგენა.

ლინგვისტური რესურსების სტანდარტიზებულ URI-ებზე გარდაქმნის საკითხი

განსაკუთრებულად მნიშვნელოვანი გახდა WordNet-ის შემთხვევაში. Princeton

WordNet-ის ტრანსფორმაცია კანონიკურ URI სივრცეში შესაძლებელს ხდის WordNet-

ის ჩართვას როგორც სემანტიკური ვების ფართო ეკოსისტემაში, ისე Linguistic Linked

Open Data Cloud-ში. შესაბამისად, WordNet რესურსი იდენტიფიცირებადი და

დაკავშირებადი ხდება მრავალ სხვა ლექსიკურ და სემანტიკურ მონაცემთან (McCrae,

Fellbaum, Vossen, et al., 2014).

2.3 კოდირება ქართული ენისთვის

წერის აქტი მეტყველების ჩაწერისა და გადაცემის ფუნდამენტურ ინსტრუმენტს

წარმოადგენს, რომელიც იყენებს გლიფების სახელით ცნობილ გრაფიკულ ნიშნებს

(Strizver, 2011). ციფრული ტექსტების დამუშავებისას გამოყენებული ტერმინოლოგია

და მათი სწორი გაგება მნიშვნელოვანია პროცესების სიღრმისეული გააზრებისთვის.

ასო-ნიშანი (character), როგორც უმცირესი სემანტიკური ერთეული, შეიძლება

მოიცავდეს ასოებს, რიცხვებს, სასვენ ნიშნებს ან მათემატიკურ სიმბოლოებს. ასო-

ნიშანთა ნაკრები (character set) წარმოადგენს აბსტრაქტულ ერთეულებს და მოიცავს

ორ კომპონენტს - რეპერტუარსა და მის რიცხვით შესაბამისობას. კოდირებული

ასო-ნიშანთა ნაკრები ამ აბსტრაქციას კიდევ უფრო აკონკრეტებს და თითოეულ

სიმბოლოს განსაზღვრულ რიცხვით მნიშვნელობას ანიჭებს, რომელსაც კოდის

წერტილი (code point) ეწოდება. კოდის წერტილი მნიშვნელოვანი ცნებაა კოდის

სივრცის (code space) გასაგებად. კოდის სივრცე არის რიცხვითი მნიშვნელობების

ის დიაპაზონი, რომელიც სიმბოლოთა კოდირებაში გამოიყენება. თავის მხრივ,

სიმბოლოთა რეპერტუარი აბსტრაქტული ერთობლიობაა, რომელზეც რიცხვითი

შესაბამისობა არის გასაკეთებელი.

სიმბოლოების რიცხვითი მნიშვნელობებით ერთი-ერთთან შესაბამისობა (mapping),

სიმბოლოების კოდირების მნიშვნელოვანი ასპექტია (Mackenzie, 1980). თავად

კოდირება არის მექანიზმი, რომლის მეშვეობითაც კოდის წერტილები გარდაიქმნება

ოქტეტების (რვაბიტიანი ერთეული) თანმიმდევრობად ინფორმაციულ სისტემებში.

ამ პროცესში ცენტრალური მნიშვნელობა ენიჭება კოდირების ერთეულს (code unit),

რომლის სიგრძეც შესაძლოა განსხვავებული იყოს. გავრცელებულია 7-ბიტიანი, 8-

ბიტიანი და 16-ბიტიანი ერთეულები. ზოგ კოდირების სქემაში ცალკეული სიმბოლოს

27



წამოდგენისას კოდირების მუდმივი სიგრძის ერთეული გამოიყენება, ხოლო ზოგში

სიმბოლოს წარმოდგენა ცვლადი სიგრძის ერთეულებით ხდება.

გრაფემა დამწერლობის ძირითადი ერთეულია (Kohrt, 1986). ანბანურ

დამწერლობაში ერთი გრაფემა ერთ ფონემას შეესაბამება. გრაფემის კონცეფცია

დისკუსიას ენობრივ განზომილებას მატებს, ხოლო გლიფი, ასოს კონკრეტული

ვიზუალური წარმოდგენა, ვიზუალურ განზომილებას წარმოადგენს. ერთ

სიმბოლოსთან დაკავშირებული გლიფების მრავალფეროვნება, რომელიც სხვადასხვა

შრიფტით არის წარმოდგენილი, ვიზუალური წარმოდგენის სირთულეს უსვამს ხაზს,

და ბოლოს, ლიგატურები, რომლებიც იქმნება რამდენიმე ასოსა და ნიშნის შერწყმით,

კიდევ ერთ საფეხურს ამატებს სიმბოლოთა წარმოდგენას, რადგან ერთ ვიზუალურ

ერთეულში ერთდროულად მრავალ ბგერას ასახავენ.

ციფრული კომუნიკაციისა და ინფორმაციის დამუშავების პროცესის ცენტრში

დგას სიმბოლოთა კოდირება - მექანიზმი, რომელიც კოდის წერტილებს გარდაქმნის

ოქტეტთა მიმდევრობებად (რვაბიტიან ერთეულებად, რომლებიც კომპიუტერულ

სისტემებში მონაცემთა სტანდარტულ საზომს წარმოადგენს) და უზრუნველყოფს

ასოთა და სიმბოლოთა კომპიუტერის მეხსიერებაში განთავსებას (Consortium, 2024;

Kozierok, 2005).

ამ ტერმინოლოგიებისა და კონცეფციის გაგება მნიშვნელოვანია კოდირების

სირთულისა და მისი როლის გასაგებად ინფორმაციის დამუშავების პროცესში

7-ბიტიანი ASCII სტანდარტიდან დაწყებული Unicode-ისა და ISO/IEC 10646-ის

უნივერსალურ სტანდარტებამდე დამთავრებული (ISO/IEC, 2020).

თანამედროვე ციფრულ სივრცეში Unicode უნივერსალურ სტანდარტად იქცა. მისი

მიმდინარე ბოლო ვერსია (Version 17.0.0)29 მოიცავს 159 801 სიმბოლოს, მათ შორის

ქართული ენის სრულ მხარდაჭერას. მსოფლიოში არსებული დამწერლობითი

სისტემებიდან30 (როგორც თანამედროვე, ისე ისტორიული), იგი მოიცავს 172

დამწერლობითი სისტემის ასო-ნიშნებს, რაც Unicode-ს გადამწყვეტ როლს ანიჭებს

მრავალ ენებსა და დამწერლობებს შორის კომუნიკაციის უზრუნველყოფაში. როდესაც

ციფრული ტექსტები კომპიუტერულ სისტემებში ინახება, მათ წარმოდგენას

სხვადასხვა კოდირების სქემა უზრუნველყოფს, რომლებიც სიმბოლოთა კოდის

წერტილებს ბინარულ ჩანაწერებად გარდაქმნიან. კოდირების სქემებში გამოყენებული

სიგრძეები განსხვავდება, თუმცა განსაკუთრებით აღსანიშნავია 8-ბიტიანი კოდირების

სქემების გავრცელება, რომლებიც ეფექტიანად ახერხებენ მსოფლიო დამწერლობათა
29https://www.unicode.org/versions/
30https://www.worldswritingsystems.org/
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მრავალფეროვნების დაფარვას. ფართოდ ცნობილი მაგალითებია ASCII-თან

თავსებადი კოდირებები (Mackenzie, 1980), ასევე ცვლადი სიგრძის ერთეულებზე

დაფუძნებული კოდირებები, როგორიცაა UTF-8, UTF-16 და GB18030.

რაც შეეხება UTF-8 კოდირებას, ის გარდაქმნის Unicode-ის ქართული სიმბოლოს

ორბაიტიან ჩანაწერს სამბაიტიან წარმოდგენაში შემდეგი წესის შესაბამისად:

1st Byte 2nd Byte 3rd Byte 4th Byte N. of Free Bits Max Exp. Unicode Value

0xxxxxxx 7 007F hex (127)

110xxxxx 10xxxxxx (5+6)=11 07FF hex (2047)

1110xxxx 10xxxxxx 10xxxxxx (4+6+6)=16 FFFF hex (65535)

11110xxx 10xxxxxx 10xxxxxx 10xxxxxx (3+6+6+6)=21 10FFFF hex (1,114,111)

მაგალითად, Unicode-ში ქართული ასოს “ა” (U+10D0) თექვსმეტობითი თვლის

სისტემის მნიშვნელობაა “10D0”, ხოლო ორობითში - “00010000 11010000”. როდესაც

იგი გარდაიქმნება UTF-8 კოდირებაში, შესაბამისი წესების მიხედვით მიიღება

11100001 10000011 10010000. პრაქტიკულ დონეზე, ფაილი რომ შეიქმნას და მაში

მხოლოდ ქართული ასო“ა” ჩაიწეროს, ფაილის შიგთავსის ბინარული წარმოდგენა

ზუსტად დაემთხვევა თანმიმდევრობას 11100001 10000011 10010000.

UTF-8 კოდირება შეუცვლელი ინსტრუმენტია ქართული ენისთვის. მიუხედავად

იმისა, რომ თითოეული ქართული სიმბოლოს წარმოდგენას დამატებითი ბაიტი

ესაჭიროება შენახვისას, სისტემა მაინც უზრუნველყოფს სტანდარტიზებულ და

საიმედო მეთოდს ტექსტური ინფორმაციის შენახვისა და გადაცემისთვის.

ციფრული გარემოს უწყვეტი ევოლუციისადა გლობალური კომუნიკაციის მზარდი

მრავალფეროვნების პირობებში, UTF-8-ის მსგავსი ძლიერი და მოქნილი კოდირების

სისტემა უზრუნველყოფს ქართული ენისა და კულტურის სწორ და ეფექტიან

წარმოდგენას ციფრულ სივრცეში.

აღსანიშნავია, რომ UTF-8 კოდირებისას ქართული დამწერლობის სამივე

ანბანის თითოეული ასო მეხსიერებაში 3 ბაიტს იკავებს (Unicode Consortium, 2023).

მრავალბაიტიანი სიმბოლოები, როგორც წესი, უფრო მეტ რესურსს მოითხოვენ

ერთბაიტიან სიმბოლოებთან შედარებით. შენახვის თვალსაზრისით, თითოეული

ასეთი სიმბოლო ერთზე მეტ ბაიტს საჭიროებს, რაც მეტ მეხსიერებით სივრცეს იკავებს.

დამუშავებისას პროცესორს უწევს თითოეული სიმბოლოს კოდირების დადგენა

მისი სწორი ინტერპრეტაციისათვის. მრავალბაიტიანი სიმბოლოების შემთხვევაში

ეს გულისხმობს რამდენიმე ბაიტის შემოწმებას, რაც შედარებით მეტ გამოთვლით

სიმძლავრეს მოითხოვს. მეხსიერების თვალსაზრისით, როდესაც აპლიკაცია მეტ
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მრავალბაიტიან სიმბოლოს ამუშავებს, შესაძლოა საჭირო გახდეს დამატებითი

მეხსიერების გამოყოფა დროებითი მონაცემთა სტრუქტურებისა თუ შუალედური

შედეგებისათვის. ქეშირების პროცესი ასევე ზრდის მეხსიერების მოხმარებას,

განსაკუთრებით დიდი მოცულობის მრავალბაიტიანი ტექსტების შემთხვევაში.

ასეთი ტექსტების ეფექტიანი დამუშავებისთვის ტრანსლიტერაცია წარმოადგენს

პერსპექტიულ გადაწყვეტილებას დიდ მონაცემთა დამუშავების ოპტიმიზაციისა და

სხვადასხვა ენაზე ბუნებრივი ენის დამუშავებასთან დაკავშირებული გამოწვევების

გადაჭრისთვის (Bashe, Buchholz, & Rochester, 1954; Jennings, 2023).

ქართულიტექსტებისდამუშავებისას ხშირია როგორც ქართული, ასეველათინური

ან სხვა უცხო სიმბოლოების ერთდროული არსებობა. ეს ვითარება ერთბაიტიანი და

მრავალბაიტიანი სიმბოლოების ერთობლივ მართვას მოითხოვს.

ქართული სიმბოლოები ერთ ბაიტში რომ იყოს კოდირებული, ასეთ ტექსტთან

მუშაობა მნიშვნელოვნად ნაკლები რესურსი იქნებოდა საჭირო. ამის მისაღწევად

საჭიროა სპეციალური ტრანსლიტერაციის წესების (Mammadzade, 2018) შემოღება და

ადაპტაცია როგორც ქართული, ისე ლათინური სიმბოლოებისთვის. საქართველოს

სახელმწიფო ენის დეპარტამენტში შემუშავებულია რეკომენდაციები ქართული ენის

ბგერითი სისტემის ლათინურ სიმბოლოებად ტრანსლიტერაციისათვის31 თუმცა, ეს

წესი არ უზრუნველყოფს ბიექციურ ტრანსლიტერაციას, რაც იმას ნიშნავს, რომ

ერთხელ ლათინურად გარდაქმნილი ქართული ტექსტის ზუსტი, ერთ-ერთზე უკან

გადმოყვანა ქართულში შეუძლებელია. გარდა ამისა, თუ ორიგინალურ ქართულ

ტექსტში ლათინური სიმბოლოებიც შედის, ისინი ორმაგი ტრანსლიტერაციის შემდეგ

სრულად იკარგება.

3 კვლევის შინაარსი, კვლევების განხორციელების ეტაპები

და მეთოდოლოგია

კვლევის შინაარსი მოიცავს რამდენიმე ურთიერთდაკავშირებულ საკითხს, რომელთა

საერთო მიზანი არის ქართული ზმნის ნაუღლები ფორმებიდან მისი ლემის

იდენტიფიკაციის პროცესის გამარტივება, სტანდარტიზება და ტექნოლოგიურად

გამართვა.
31https :// enadep .gov .ge / uploads / Guidelines _for _Latin _Transliteration _of _the _Sound

_System_of_the_Georgian_Language_.pdf
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ნაუღლები ფორმა “გააადამიანებს” კონტაქტის თემის ნიშანი “-”

დრო მყოფადი
ვნებითი გვარის/

თემის ნიშანი
“ებ”

პირი მე-3 ჩხენკელის კლასი T1

რიცხვი მხოლობითი მორფოლოგიის ტიპი აქტიური

სახელზმნა “*ადამიანება” ზმნის ID 1

ზმნისწინი (3 ვარიანტი) “-”, “გა”, “-” საერთო ძირის ID 4

ძირი “ადამიან”

ცხრილი 1: “გააადამიანებს’ ზმნის ზიგიერთი ატრიბუტი საწყის მონაცემებში.

3.1 საწყისი მონაცემები

სისტემის საწყისი მონაცემების საფუძველს წარმოადგენს პოლ მოირერის მიერ

Clarino INESS-ის ფარგლებში დამუშავებული მონაცემთა ბაზა (Meurer, 2007).

თავად ეს მონაცემები დაფუძნებულია კიტა ჩხენკელის “ქართულ–გერმანულ

ლექსიკონზე” (Tschenkéli et al., 1965). საწყისი მონაცემები ორგანიზებულია ხისებრი

იერარქიით და ინდექსირებულია ზმნის საერთო ძირის მიხედვით, რაც ართულებს

ინფორმაციის მოძიებას კონკრეტული ნაუღლები ფორმისთვის. მონაცემთა ნაკრებში

თითოეული ზმნა ნაუღლებია 11 დროსა და 6 გრამატიკულ პირში და ყოველი

ზმნისთვის იგი მოიცავს 60-ზე მეტ მახასიათებელს, ატრიბუტს, რომელთაგან ზოგი

მიეკუთვნება თავად ზმნის ნაუღლებ ფორმას, ზოგი კი ზმნის პარადიგმას. ზოგი

ატრიბუტი მოძველებულია და შემორჩენილია ისტორიული მიზეზების გამო.

1-ელ ცხრილში ნაჩვენებია ზმნის ნიმუში და მისი ატრიბუტები საწყისი

მონაცემიდან. “გააადამიანებს” ფორმა ჩაწერილია მყოფად (მომავალ) დროში, მესამე

პირსადა მხოლობითრიცხვში; სახელზმნაა “*ადამიანება”; ზმნისწინის ვარიანტებიდან

გამოყენებულია “გა”; ძირია “ადამიან”; ვნებითი გვარის/თემის ნიშანია “ებ”; კონტაქტია

ნიშანი არ არის წარმოდგენილი მოცემულ ნაუღლებ ფორმაში; ჩხენკელის კლასია T1;

მორფოლოგიის ტიპი - აქტიური. იერარქიაში ეს არის მეოთხე საერთო ძირის (საერთო

ძირის ID=4) ქვეშ შემავალი პირველი ზმნა (ზმნის ID = 1).

საწყის მონაცემში ყველა ატრიბუტი სისტემატურად არ არის წარმოდგენილი

ყოველი ზმნისთვის. მაგალითად, სახელზმნა ცხადი ფორმით არ არის

დოკუმენტირებული ყველა ზმნისთვის. აღსანიშნავია, რომ ტექსტური მონაცემები

კომპაქტურად არის ჩაწერილი და ყველა პირობითი ფორმა ერთ ველშია მოცემული.
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ზმნების რაოდენობა (რამდენი საერთო ძირი რამდენ ზმნას აერთიანებს)

სურათი 4: ერთი საერთო ძირი აერთიანებს რამდენიმე ზმნას, ყველაზე მეტი 153-ს,

ხოლო საშუალოდ 9-ს.

აგრეთვე, გამოტოვებულია გარკვეული მონაცემები. დაახლოებით 600 000-ზე მეტი

ზმნური ფორმა (სრული მონაცემების 8%) რომელიც შეესაბამება 4 640 სხვადასხვა

ზმნას, არ რის დოკუმენტირებული შესაბამისი სახელზმნით. მიუხედავად ამისა, ეს

ინფორმაცია შესაძლოა არსებულ ჩანაწერებში მაინც იყოს მოცემული არაცხადი სახით.

მე-4 სურათზე ნაჩვენებია, რომ ერთი საერთო ძირი მრავალ ზმნას შეიძლება

აერთიანებდეს. შევნიშნავთ, რომ მხოლოდ 670 საერთო ძირის მივყავართ მხოლოდ

ერთ ზმნამდე, მაშინ როცა უკიდურეს შემთხვევაში ერთი საერთო ძირი 153

განსხვავებულ ზმნას შეესაბამება. საშუალოდ, ერთი საერთო ძირი 9 განსხვავებულ

ზმნას უკავშირდება. მიუხედავად იმისა, რომ საერთო ძირიდან მიღებული ყველა ზმნა

ყოველთვის ერთსა და იმავე სახელზმნას არ შეიცავს, ძირი გადამწყვეტია სახელზმნის

აგების პროცესში. აღსანიშნავია, რომ საწყის მონაცემში მხოლოდ ერთი საერთო ძირი

არსებობს ისეთი, რომლის შესახებაც არ გვაქვს ინფორმაცია სახელზმნის შესახებ.

ზმნის მნიშვნელობის გასაგებად მნიშვნელოვანია, რომ სახელზმნა შეიცავდეს

ზმნისწინს. მე-2 ცხრილში ნაჩვენებია, რომ საწყის მონაცემებში სახელზმნის ველი

პირდაპირ არ შეიცავს ზმნისწინს, რადგან ლინგვისტებს შეუძლიათ მარტივად

მიხვდნენ რა არის სახელზმნის სრული ფორმა.

კვლევის ჰიპოთეზა არის ის, რომ საწყისი მონაცემთა ნაკრები საკმარის

ინფორმაციას შეიცავს იმისთვის, რომ მანქანური სწავლების გამოყენებით

შესაძლებელი იყოს გამოტოვებული სახელზმნების გამოცნობა. დაშვების მიხედვით

ყველა გამოტოვებული სახელზმნა მიეკუთვნება ისეთ საერთო ძირის ჯგუფებს,

რომლებიც ასევე წარმოდგენილია საწვრთნელ მონაცემებში, რაც იმას ნიშნავს, რომ
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Clarino

... aorist preverb verbal noun ...

... 1sg ვაადამიანე, გავაადამიანე გა *ადამიანება ...

... ... ... ... ...

KARTUVERBS (CSV)

form tense person number full verbal noun ...

ვაადამიანე aorist 1 sg გაადამიანება ...

გავაადამიანე aorist 1 sg გაადამიანება ...

... ... ... ... ... ...

ცხრილი 2: ჩანაწერის ნიმუში საწყის მონაცემებსა და KARTUVERBS-ში: ნაუღლები ფორმა

წარსული დროის პირველი პირის მხოლობითი რიცხვში.

ანალოგიური სახელზმნების ნიმუშები, რომლებიც შეესაბამება იმავე საერთო ძირებს,

ხელმისაწვდომია დასწავლისათვის.

კვლევის ერთ-ერთ ლიმიტაციას წარმოადგენს მახასიათებლების შერჩევა: საწყისი

მონაცემთა ნაკრებში თითო ზმნის ფორმა აღწერილია 60-ზე მეტი ატრიბუტით,

თუმცა მანქანური სწავლების მოდელის გაწვრთნისათვის გამოყენებულია მხოლოდ

14 მახასიათებელი. ეს გადაწყვეტილება მიღებულია მონაცემთა ერთგვაროვნების,

გამოთვლითი ეფექტიანობისა და გადამეტებული ხმაურის შემცირების მიზნით,

თუმცა ის ზღუდავს მოდელის განზოგადების “ძალას” და შესაძლოა ვერ ასახავდეს

ყველა იმ ლინგვისტურ ნიუანსს, რომელიც სრული ატრიბუტების შემთხვევაშია

წარმოდგენილი. შესაბამისად, დეფიციტური სახელზმნების აღდგენის სიზუსტე

დამოკიდებულია იმაზე, რამდენად საკმარისად “ინფორმაციულია” შერჩეული 14

მახასიათებელი, ხოლო იმ შემთხვევებში, როდესაც გამოტოვებული სახელზმნის

დადგენა უფრო სპეციფიკურ ატრიბუტებზეა დამოკიდებული, შეცდომის რისკი

შეიძლება გაიზარდოს.

ამავდროულად, თუ საწვრთნელ მონაცემებში არ არის წარმოდგენილი ის საერთო

ძირები და მორფოლოგიური შაბლონები, რომლებსაც მიეკუთვნება გამოტოვებული

სახელზმნა, მაშინ მოდელის განზოგადების უნარი ბუნებრივად იზღუდება. კერძოდ,

რადგან კვლევის ჰიპოთეზა ეყრდნობა დაშვებას, რომ ყველა “გამოტოვებული”
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სახელზმნა ეკუთვნის ისეთ საერთო ძირის ჯგუფებს, რომლებიც უკვე გვხვდება

საწვრთნელ ნაკრებში, რეალურ მონაცემებში ახალი პარადიგმების გამოვლენის

შემთხვევაში კლასიფიკატორმა შესაძლოა ვერ იპოვოს საკმარისი ანალოგიური ნიმუში

და სიზუსტე შემცირდეს. ამის გამო მიღებული შედეგი უპირველესად უნდა

განიმარტოს როგორც მაღალი ხარისხის პროგნოზი იმ შემთხვევებისთვის, რომლებიც

გამოსაცნობი მონაცემი საწვრთნელი მონაცემების “დაფარვის არეალში” ხვდება.

ქვემოთ აღწერილია პროცესი, რომლის მეშვეობითაც სტრუქტურირებული

ტექსტური მონაცემები გარდაიქმნება სემანტიკურად დაკავშირებულ მონაცემებად

და მასთან დაკავშირებული სხვა საკითხები. პროცესში თანმიმდევრულად

არის გამოყენებული მონაცემების გაუმჯობესების ინსტრუმენტები. კვლევაში

გამოყენებული ჩვენ მიერ შექმნილი ყველა პროგრამა32 და სკრიპტი33 თავისუფლადაა

ხელმისაწვდომი, რომლებიც შეიძლება გამოყენებულ იქნას და მოერგოს სხვა

ამოცანებს სხვადასხვა მიზნებისთვის.

აღნიშნული ინტეგრაციით რთული ლინგვისტური მონაცემთა ნაკრები

გარდაიქმნება ხელმისაწვდომ სასწავლო ინსტრუმენტად, რაც სპეციალიზებულ

აკადემიურ კვლევასდა ენის ათვისების ყოველდღიურრუტინას მარტივად აკავშირებს

ერთმანეთთან. შესაბამისად, პედაგოგიური მიზნებისთვის მონაცემების ადაპტირებით

უფრო ვრცელ აუდიტორიას ეძლევა საშუალება შეისწავლოს ქართული ზმნა.

3.2 მანქანური სწავლება გამოტოვებული ველების აღსადგენად

როგორც წინა თავში აღვნიშნეთ, ჩვენი მიზანია საწყის მონაცემებში გამოტოვებული

ველების, კერძოდ, სახელზმნების გამოცნობა.

600 000-ზე მეტი ზმნური ფორმა, რომელიც შეესაბამება 4 640 სხვადასხვა ზმნას,

არ რის დოკუმენტირებული შესაბამისი სახელზმნით. ამიტომ, ამ გამოტოვებული

ინფორმაციის შევსებას დიდი მნიშვნელობა ენიჭება.

3.2.1 მანქანური სწავლების მოდელის გაწვრთნა

მანქანური სწავლების მოდელის გაწვრთნისას, თავდაპირველად მოდელში შედის

მონიშნული მონაცემები (მოდელის ნაცვლად ხშირად იყენებენ ხოლმე ტერმინს

- ქსელი). ქსელში შემავალი ინფორმაცია წინასწარ უნდა იქნას გაწმენდილი და

ისე სტრუქტურირებული, რომ მანქანისათვის უკეთ აღსაქმელი იყოს. შემდეგ,

ქსელი იღებს შესასვლელებზე დამუშავებულ მონაცემების ერთობლიობას და
32https://github.com/aelizbarashvili/KartuVerbs/
33https://github.com/aelizbarashvili/Ka2Lat2Ka/
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სატესტო
მონაცემები

მონაცემების
შეყვანა

მონაცემების
გაწმენდა

მოდელის
გაწვრთვნა

მოდელის
ტესტირება

მოდელის
ჩაშვება

სურათი 5: მანქანური მოდელის გაწვრთნის პროცესი

ცნობილიარაა მათი შესაბამისი გამოსასვლელებისზუსტი მნიშვნელობები, მიმდინარე

გამოსასვლელის მნიშვნელობებთან მათი შედარებით ქსელის ალგორითმი სწავლობს.

სწორედ ასე ასწორებს შეცდომებს და ცვლის საკუთარი ალგორითმის პარამეტრებს

ქსელი. ასეთია მოდელის სწავლების, გაწვრთნის პროცესი.

მას შემდეგ რაც მოხდება შემავალი მონაცემების გაწმენდა/დაფორმატება, გაიყოფა

საწვრთნელ მონაცემებად (training data) და მონაცემებად (test data). დაყოფის მიზანია,

რომ მოდელმა ისწავლოს საწვრთნელ მონაცემებზე დაყრდნობით, ხოლო შემდეგ

შემოწმდეს მისი მუშაობის სისწორე სატესტო მონაცემებზე. მოდელის საბოლოო

წარმადობის შეფასება სწორედ სატესტო მონაცემებზე ხდება. ამ ეტაპის გავლის

შემდეგ ქსელის პარამეტრები აღარ უნდა შეიცვალოს. მანქანური სწავლების პროცესი

მოცემულია მე-5 სურათზე.

მოდელის გაწვრთნისას გასათვალისწინებელია დისპერსია-გადახრის კომპრომისი

(Bias-Variance Trade-Off). გაწვრთნისას ხმაური ნელ-ნელა შეტანით მოდელის

შეცდომები მართალია შემცირდება, მაგრამ რაღაც წერტილის შემდეგ, შემოწმებისას,

სატესტო მონაცემებზე გამოცნობის პროგნოზში შეცდომებიც გაიზრდება. ეს ნიშნავს,

რომ მოდელი ზედმეტად კარგად მოერგო (Overfit) საწვრთნელ მონაცემებს და სხვა

მონაცემებზე ის კარგი გამოცნობის პროგნოზს ვეღარ იძლება. იმ წერტილს, საიდანაც

გამოცნობის პროგნოზის გაუარესება იწყება დისპერსია-გადახრის კომპრომისის

წერტილს ეძახიან. თუკი მოდელი საწვრთნელ მონაცემებსაც ვერ მოერგო კარგად

(Underfitting) ეს უკვე იმის გარანტიაა, რომ კომპლექსური ამოცანის სატესტო

მონაცემებზე კარგი გამოცნობის პროგნოზს ვერ მიიღწევა. ამიტომ ახალ მონაცემებზე

კარგი გამოცნობის პროგნოზის მისაღწევად ბალანსი უნდა იქნას დაჭერილიზერელედ

მორგებასა და ზედმეტად მორგებას შორის.
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მაღალი დისპერსია 

High Variance 

მაღალი გადახრა 

High Bias 

დაბალი გადახრა, დაბალი დისპერსია 

Low Bias, Low Variance 

ზედმეტად მორგება 

Overfitting 

ზერელედ მორგება 

Underfitting 

კარგი ბალანსი 

Good Balance 

სურათი 6: დისპერსია-გადახრის სხვადასხვა შემთხვევა.

მნიშვნელოვანია, რომ დაბალანსდეს როგორც გადახრა, ასევე დისპერსია და

მიღებულ იქნას კომპრომისული ვარიანტი. დისპერსია-გადახრის დაბალანსების

ამოცანა (Bias-Variance Tradeoff) ერთ-ერთ გამოწვევაა მასწავლებლიან მანქანურ

მოდელებში (Briscoe & Feldman, 2011; Tsintsadze & Elizbarashvili, 2023). მოდელმა

ერთის მხრივ კარგად უნდა ისწავლოს საწვრთნელ მონაცემებზე და მეორეს მხრივ,

ასევე კარგად უნდა განაზოგადოს ეს ცოდნა ახალ მონაცემებზე. ამის ერთდროულად

მიღწევა რთულია. ამიტომ საჭიროა მოდელმა არც ზერელედ ისწავლოს სატესტო

მონაცემებზე, რომ არ მივიღოთ ე.წ. Underfitting და არც ზედმეტად მოვარგოთ

საწვრთნელ მონაცემებს, რომ სხვა მონაცემებზე ვეღარ შეძლოს სწორი გამოცნობის

პროგნოზის გაკეთება და არ მოხდეს ე.წ. Overfitting. იხილეთ მე-6 სურათი.

მოდელის გამოცნობის პროგნოზის გადაცდომა/შეცდომა შეიძლება სამ ნაწილად

ჩაიშალოს: გადახრის შეცდომა (Bias Error), დისპერსიის შეცდომა (Variance Error) და

ე.წ. შეუმცირებელი შეცდომა (Irreducible Error).

როგორც ტერმინი მიუთითებს, შეუმცირებელი შეცდომა წარმოადგენს შეცდომის

ისეთ კომპონენტს, რომლის შემცირებაც თეორიულად შეუძლებელია ნებისმიერი

ალგორითმით. ეს შეცდომა გამოწვეულია მონაცემების ბუნებრივი ხმაურით ან

ამოცანის თანდაყოლილი სტრუქტურით, მათ შორის უცნობი ცვლადებით, რომლებიც

გავლენას ახდენენ სამიზნე ფუნქციაზე. ის წარმოადგენს თეორიულ ქვედა ზღვარს

პროგნოზირების შეცდომისთვის.

გადახრის შეცდომა (Bias Error) - გადახრა (Bias) არის განსხვავება ჩვენი

მოდელის პროგნოზების საშუალო მნიშვნელობასა და სამიზნე ფუნქციის სწორ

მნიშვნელობას შორის. მაღალი გადახრა მიუთითებს იმაზე, რომ მოდელი ზედმეტად

გამარტივებულია (Underfitting). ის ძალიან მცირე ყურადღებას აქცევს საწვრთნელ

მონაცემებში არსებულ რთულ შაბლონებს და გულისხმობს სამიზნე ფუნქციის

ფორმის შესახებ ძლიერ ვარაუდებს. მაღალი გადახრის მქონე მოდელები დიდ
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შეცდომებს იძლევა როგორც საწვრთნელ, ისე სატესტო მონაცემებზე (წრფივი

რეგრესია (Linear Regression) და ლოგისტიკური რეგრესია (Logistic Regression)),

რომლებიც პარამეტრული ალგორითმებია. დაბალი გადახრა ნიშნავს, რომ მოდელი

ნაკლებ ვარაუდს გვთავაზობს სამიზნე ფუნქციის ფორმის შესახებ, რაც საშუალებას

აძლევს მას უკეთ მოერგოს მონაცემებს (გადაწყვეტილების ხეები (Decision Trees) და K

უახლოესი მეზობლები (K-Nearest Neighbors - KNN).

დისპერსიის შეცდომა (Variance Error) - დისპერსია (Variance) არის მოდელის

პროგნოზების ცვალებადობის საზომი, როდესაც ის გაწვრთნილია სხვადასხვა

საწვრთნელ მონაცემთა ნაკრებზე. მაღალი დისპერსია ნიშნავს, რომ მოდელი

ზედმეტად კარგად ერგება (Overfitting) კონკრეტულ საწვრთნელ მონაცემებს, მათ

შორის ხმაურსაც. ასეთი მოდელი კარგად მუშაობს საწვრთნელ მონაცემებზე,

მაგრამ კარგავს განზოგადების უნარს და აქვს მაღალი შეცდომის მაჩვენებელი

სატესტო მონაცემებზე. მაღალი დისპერსია გულისხმობს მცირე ცვლილებებს სამიზნე

ფუნქციის შეფასებაში საწვრთნელ მონაცემთა ნაკრების მცირე ცვლილებებთან ერთად

(არაპარამეტრული ალგორითმები - გადაწყვეტილების ხეები (როდესაც ღრმაა) და K

უახლოესი მეზობლები (როდესაც K მცირეა)). დაბალი დისპერსია ვარაუდობს მცირე

ცვლილებებს პროგნოზირებაში საწვრთნელ მონაცემთა ნაკრების ცვლილებებთან

ერთად (წრფივი რეგრესია და ლოგისტიკური რეგრესია).

მოდელის კომპლექსურობის გაზრდა (მაგალითად, პარამეტრების გაზრდა ან

უფრო მოქნილი ალგორითმის გამოყენება) ხშირად ამცირებს გადახრას, მაგრამ

ზრდის დისპერსიას. მოდელის გამარტივება (მაგალითად, რეგულარიზაცია -

რეგულარიზაციის გზით ხდება მოდელის მოქნილობის შეზღუდვა, რათა მან უკეთ

გამოიყენოს ძირითადი, ფართო შაბლონები და არ მიყვეს ხმაურს, რითაც ამცირებს

დისპერსიას) ხშირად ამცირებს დისპერსიას, მაგრამ ზრდის გადახრას. ოპტიმალური

მოდელი არის ისეთი მოდელი, რომელიც აღწევს ბალანსს გადახრასა და დისპერსიას

შორის, რითაც მინიმუმამდე დაჰყავს საერთო პროგნოზირების შეცდომა სატესტო

მონაცემებზე.

მანქანური სწავლების ალგორითმების სწორი შერჩევა მნიშვნელოვნად

განაპირობებს გადახრა-დისპერსიის ბალანსს. პარამეტრულ ან წრფივ ალგორითმებს

(როგორიცაა წრფივი რეგრესია) ხშირად აქვთ მაღალი გადახრა (მოდელი ზედმეტად

მარტივია, Underfitting) და დაბალი დისპერსია (მოდელი სტაბილურია სხვადასხვა

მონაცემთა ნაკრებზე). არაპარამეტრულ ან არაწრფივ ალგორითმებს (როგორიცაა

გადაწყვეტილების ხეები) ხშირად აქვთ დაბალი გადახრა (კარგად ერგება საწვრთნელ

მონაცემებს) და მაღალი დისპერსია (მოდელი არასტაბილურია, Overfitting). იხილეთ
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სურათი 7: მაღალი/დაბალი გადახრა/დისპერსია.

მე-7 სურათი.

მანქანურ სწავლებაში, ალგორითმის პარამეტრიზაცია (ანუ ჰიპერპარამეტრების

დარეგულირება) პირდაპირ იწვევს გადახრა-დისპერსიის ბალანსის მართვის ამოცანას.

K უახლოესი მეზობლის ალგორითმი (K-Nearest Neighbors, KNN), როგორც

არაპარამეტრული მოდელი, საწყის ეტაპზე ხასიათდება დაბალი გადახრითა და

მაღალი დისპერსიით (განსაკუთრებით, როდესაც K=1 ან მცირეა). ამ ბალანსის მართვა

შესაძლებელია K პარამეტრის გაზრდით. K-ს გაზრდა ნიშნავს, რომ პროგნოზის

გაკეთებისას მხედველობაში მიიღება მეტი მეზობლის ხმა, რაც მოდელს ამარტივებს

(არბილებს საზღვრებს). ეს იწვევს გადახრის ზრდას და, ამავე დროს, დისპერსიის

შემცირებას, რაც მოდელს უფრო სტაბილურს ხდის.

საყრდენი ვექტორების მანქანა (Support Vector Machine, SVM) ასევე ხასიათდება

დაბალი გადახრითა და მაღალი დისპერსიით, განსაკუთრებით მაშინ, როდესაც ის

იყენებს ბირთვის ფუნქციებს (Kernel Functions). ამ ბალანსის მართვა ხორციელდება
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სურათი 8: გადაწყვეტილების ხის სტრუქტურის ნიმუში.

C პარამეტრის რეგულირებით. C პარამეტრი არის რეგულარიზაციის ერთგვარი

კონტროლერი. C პარამეტრის შემცირება ნიშნავს, რომ მოდელი ნებას რთავს

საწვრთნელ მონაცემებში საზღვრის დარღვევას (Margin Violations). ეს ამცირებს

მოდელის კომპლექსურობას და მის მორგებას კონკრეტულ წერტილებზე, რაც ზრდის

გადახრას და ამცირებს დისპერსიას.

გადაწყვეტილების ხეები საწყის ეტაპზე (როდესაც მათ შეზღუდვა არ აქვთ)

მიდრეკილია დაბალი გადახრისა და მაღალი დისპერსიისკენ, რადგან მათ შეუძლიათ

ზედმეტად “ღრმად” ისწავლონ საწვრთნელი მონაცემები, მათ შორის ხმაური. ამ

ბალანსის მართვა ხდება ხის გასხვლით/მოჭრით (Pruning) ან ჰიპერპარამეტრების

გამოყენებით: მაქსიმალური სიღრმე (max_depth): ხის მაქსიმალური სიღრმის

შეზღუდვა და მინიმალური ნიმუშები ფოთოლზე (min_samples_leaf): თითოეულ

ფოთოლ კვანძში საჭირო ნიმუშების მინიმალური რაოდენობის დადგენა. ამ

პარამეტრების შეზღუდვა (ან გაზრდა) ხდის ხეს ნაკლებად კომპლექსურს და უფრო

მეტად განზოგადებადს. ეს პროცესი ზრდის გადახრას (მოდელი უფრო მეტ ვარაუდს

იყენებს) და ამცირებს დისპერსიას (მოდელი უფრო სტაბილური ხდება სხვადასხვა

მონაცემთა ნაკრებზე).

მოდელის სტრუქტურის ნიმუში ნაჩვენებია მე-8 სურათზე. ეს მოდელი

მიეკუთვნება მასწავლებლიანი მანქანური სწავლების კლასს (supervised learning)
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და ძირითადად გამოიყენება კლასიფიკაციის ამოცანების გადასაჭრელად, თუმცა

შესაძლებელია მისი გამოყენება როგორც კლასიფიკაციის, ასევე რეგრესიის

შემთხვევაში. გადაწყვეტილების ხის ალგორითმის სტრუქტურა შედგება საწყისი

კვანძისგან, შიდა კვანძისგან და ფოთლებისგან. ზოგადად, ხე არის ერთ-ერთი

ყველაზე მნიშვნელოვანი და გამოყენებადი გრაფის ფორმა. კერძოდ, ხე არის ბმული

აციკლური გრაფი. ხეში ნებისმიერ ორ წვეროს შორის არის ზუსტად ერთი გზა. ასევე,

ცნობილია, რომ n ≥ 1 წვეროიან ხეს აქვს n−1 წიბო, და ხეში არის ორი ფოთოლი მაინც.

ალგორითმის მუშაობის პრინციპი შემდეგია: პროცესი იწყება ფესვი კვანძიდან,

რომელიც მთლიან მონაცემთა ნაკრებს შეესაბამება. შემდეგ, მონაცემთა ნაკრები

ეტაპობრივად იყოფა ქვეჯგუფებად ისე, რომ მიღებული ქვეჯგუფები მაქსიმალურად

ერთგვაროვანი გახდეს მიზნობრივი ცვლადის (კლასის) მიმართ. ხის აგების

ალგორითმები, როგორც წესი, მუშაობს ზემოდან ქვემოთ (top-down) და თითოეულ

ეტაპზე ირჩევს იმ ატრიბუტს (მახასიათებელს) და დაყოფის წესს, რომელიც

მოცემულ კვანძში ყველაზე მეტად ამცირებს მონაცემთა “გაურკვევლობას” (impurity).

საბოლოოდ, ფოთლის კვანძი წარმოადგენს გადაწყვეტილებას: კლასიფიკაციის

შემთხვევაში - კლასს, ხოლო რეგრესიაში - რიცხვით პროგნოზს.

გადაწყვეტილების ხის აგების ცნობილი ალგორითმებია ID3, C4.5, C5.0 და

CART. ID3 (Iterative Dichotomiser 3) 1986 წელს შეიმუშავა როს ქვინლენმა (Ross

Quinlan). ID3 ქმნის მრავალგანშტოებიან (multi-way) ხეს და თითოეულ კვანძში

ხარბი (greedy) ალგორითმის სტრატეგიით ირჩევს იმ კატეგორიულ ატრიბუტს,

რომელიც მაქსიმალურად ზრდის ინფორმაციის მოგებას (Information Gain). C4.5

არის ID3-ის მემკვიდრე, სადაც ამოღებულია გარკვეული შეზღუდვები. კერძოდ,

უწყვეტ მნიშვნელობებს ავტომატურად ყოფს დანაყოფებად და იყენებს, როგორც

კატეგორიულცვლადებს. ის უკეთ მუშაობს გამოტოვებული (missing) მნიშვნელობების

პირობებში. C4.5 ალგორითმი გარდაქმნის გაწვრთნილ ხეებს if-then ტიპის წესების

ერთობლიობად. პრაქტიკაშიC4.5 ხშირადიყენებს არა მხოლოდინფორმაციის მოგებას,

არამედ მის ნორმალიზებულ ვარიანტს - Gain Ratio-ს, რათა თავიდან აიცილოს

მრავალი განსხვავებული მნიშვნელობის მქონე ატრიბუტების არამართლზომიერი

უპირატესობა. C5.0 წარმოადგენს ქვინლენის უფრო ახალ ვერსიას (მესაკუთრეობრივი

ლიცენზიით), რომელიც, როგორც წესი, უფრო ეფექტიანად იყენებს რესურსებს

და ხშირად იძლევა უფრო კომპაქტურ და ზუსტ მოდელებს. CART (Classification

and Regression Trees) აგებს ბინარულ (binary) ხეებს: კლასიფიკაციაში ფართოდ

იყენებს ჯინის ინდექსს, ხოლო რეგრესიაში - შეცდომის/ვარიაციის შემცირებაზე

დაფუძნებულ კრიტერიუმებს (მაგალითად, MSE). თითოეულ კვანძზე ის არჩევს იმ
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ატრიბუტსა და ზღვარს, რომელიც მაქსიმალურად ამცირებს არაერთგვაროვნებას

impurity-ს (კლასიფიკაციაში Gini/Entropy), ანუ იძლევა საუკეთესო დაყოფას მოცემულ

კრიტერიუმზე. CART-ით მიღებული ხე მარტივად გარდაიქმნება ინტერპრეტირებად

წესებად.

დაყოფის ალგორითმი იყენებს სხვადასხვა მეტრიკას “საუკეთესო” გადაწყვეტის

გასაზომად. დაყოფისას გამოიყენება შემდეგი მათემატიკური აპარატი:

• გაურკვევლობის საზომები (Impurity Measures)

გადაწყვეტილების ხის აგებისას, ყველაზე მნიშვნელოვანი ნაბიჯია

იმ ატრიბუტის (მახასიათებლის) შერჩევა, რომელიც დაყოფის შემდეგ

მაქსიმალურად ამცირებს მონაცემთა არაერთგვაროვნებას. ამისთვის გამოიყენება

ე.წ. არაერთგვაროვნების საზომები, რომელთაგან ყველაზე გავრცელებულია

ჯინის ინდექსი (Gini Index)34 და ენტროპია.

– ჯინის ინდექსი ზომავს მონაცემთა არაერთგვაროვნებას და გამოითვლება

შემდეგი ფორმულით:

Gini(D) = 1−
m∑
i=1

p2i ,

სადაც D არის მონაცემთა ნაკრები, m - კლასების რაოდენობა, ხოლო pi

- იმის ალბათობა, რომ შემთხვევით შერჩეული ობიექტი ეკუთვნის i-ურ

კლასს (pi =
|Di|
|D|

). ჯინის ინდექსის მნიშვნელობა მერყეობს შუალედში

[0, 1 − 1

m
]. თუ Gini(D) = 0, ეს ნიშნავს, რომ მონაცემთა ნაკრები

სრულიად ერთგვაროვანია (ყველა ობიექტი ერთ კლასს ეკუთვნის), ხოლო

მაქსიმალური მნიშვნელობა მიიღება მაშინ, როცა კლასები თანაბრადაა

განაწილებული.

– ენტროპია (Entropy) ზომავს გაურკვევლობას იგივე “ინფორმაციულ

შინაარსს” მონაცემთა ნაკრებში. რაც უფრო მაღალია ენტროპია, მით

უფრო არაერთგვაროვანია მონაცემები. ენტროპია გამოითვლება შემდეგი

ფორმულით:

Entropy(D) = −
m∑
i=1

pi log2(pi).

თუ Entropy(D) = 0, მონაცემთა ნაკრები სრულად ერთგვაროვანია.
34ჯინის ინდექსი/კოეფიციენტი დაერქვა იტალიელი მეცნიერის, კორადო ჯინის საპატივცემულოდ.
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ენტროპიის მაქსიმალური მნიშვნელობა - log2(m) მიიღწევა მაშინ, როცა

კლასები თანაბრადაა განაწილებული.

• მოგების საზომები (Split Criteria / Gains)

საწყისი გაურკვევლობის გამოთვლის შემდეგ საჭიროა განისაზღვროს, რომელი

ატრიბუტი ახდენს ყველაზე ეფექტიან დაყოფას. ამისთვის გამოიყენება

“მოგების” შემდეგი საზომები:

– ინფორმაციის მოგება (Information Gain)

ინფორმაციის მოგება მიუთითებს, რამდენად შემცირდა ენტროპია A

ატრიბუტის მიხედვით დაყოფის შედეგად:

IG(D,A) = Entropy(D)−
∑

v∈V alues(A)

|Dv|
|D|

Entropy(Dv),

სადაც Entropy(D) არის საწყისი ენტროპია, V alues(A) არის A ატრიბუტის

შესაძლო მნიშვნელობების სიმრავლე, ხოლოDv არის ქვეჯგუფი, რომელშიც

A = v.
|Dv|
|D|

არის Dv ქვეჯგუფის წონა მთლიან მონაცემთა ნაკრებში.

გადაწყვეტილების ხე ყოველი კვანძისთვის ირჩევს იმ ატრიბუტს, რომელსაც

აქვს ყველაზე მაღალი ინფორმაციის მოგება.

– ჯინის მოგება (Gini Gain)

ანალოგიურად, ჯინის მოგება ზომავს, რამდენად შემცირდა ჯინის ინდექსი

დაყოფის შემდეგ:

GG(D,A) = Gini(D)−
∑

v∈V alues(A)

|Dv|
|D|

Gini(Dv).

ამ შემთხვევაშიც, ხე ირჩევს იმ ატრიბუტს, რომელსაც აქვს ყველაზე მაღალი

ჯინის მოგება.

– Gain Ratio (C4.5-ში გავრცელებული)

ინფორმაციის მოგება შეიძლება “მიკერძოებული” იყოს ისეთი ატრიბუტების

მიმართ, რომლებიც ძალიან ბევრ განსხვავებულ მნიშვნელობას იღებენ.

ამ ეფექტის შესასუსტებლად C4.5 ხშირად იყენებს Gain Ratio-ს, რომელიც

ინფორმაციის მოგების (IG) ნორმალიზებას ახდენს ატრიბუტის დაყოფის

შესახებ “ინფორმაციაზე” (Split Information) დაყრდნობით.
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გადაწყვეტილების ხის აგების პროცესი (მაგალითად, ID3/C4.5/CART

ალგორითმებით) რეალურად წარმოადგენს ზემოთ მოცემული საზომების

რეკურსიულ გამოყენებას:

1. დაწყება: ხის ფესვი წარმოადგენს მთელ მონაცემთა ნაკრებს D.

2. გაურკვევლობის გამოთვლა: გამოითვლება Entropy(D) ანGini(D) (რეგრესიაში -

შეცდომის საზომი, მაგალითად, MSE) საწყისი მონაცემთა ნაკრებისთვის.

3. საუკეთესო დაყოფის შერჩევა: თითოეული ატრიბუტისთვის გამოითვლება

შესაბამისი კრიტერიუმი (IG/GG/Gain Ratio და სხვ.) და აირჩევა საუკეთესო.

4. კვანძის შექმნა: შეიქმნება ახალი კვანძი შერჩეული ატრიბუტისთვის (დაუწყვეტი

ატრიბუტების შემთხვევაში - ზღვარით).

5. რეკურსიული დაყოფა: მონაცემები იყოფა ქვეჯგუფებად და ნაბიჯები მეორდება

თითოეულ ქვეჯგუფზე, სანამ შესრულდება შეწყვეტის ერთ-ერთი პირობა:

• ქვეჯგუფი სრულიად ერთგვაროვანია (გაურკვევლობა 0-ია ან

პრაქტიკულად ძალიან მცირეა);

• აღარ დარჩა ატრიბუტი;

• ქვეჯგუფის ზომა ძალიან მცირეა (მაგალითად, min_samples_leaf);

• მიღწეულია ხის მაქსიმალური სიღრმე (max_depth) ან გაუმჯობესება აღარ

ხდება (min_impurity_decrease).

6. ფოთლის კვანძი: კვანძი ხდება ფოთოლი, რომელიც წარმოადგენს საბოლოო

კლასიფიკაციას ანუ კლასიფიკაციაში მოინიშნება ყველაზე ხშირი კლასი (majority

class), რეგრესიაში - საშუალო/მედიანა ან შესაბამისი პროგნოზი.

ამგვარად, გადაწყვეტილების ხეს აქვს უნარი განსაზღვროს მონაცემთა დაყოფის

ოპტიმალური გზა. ეს ოპტიმალურობა მიიღწევა არაერთგვაროვნების საზომების

(ენტროპია, ჯინის ინდექსი) და მოგების საზომების (ინფორმაციის მოგება, ჯინის

მოგება) გამოყენებით. ეს მათემატიკური აპარატი უზრუნველყოფს, რომ ხის

ყოველი განშტოება მაქსიმალურად ამცირებს გაურკვევლობას და მიგვიყვანს ზუსტდა

ერთგვაროვან კლასიფიკაციამდე.

გადაწყვეტილების ხის უპირატესობები მდგომარეობს შემდეგში:
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• მარტივად აღქმადია: გადაწყვეტილების ხეები ინტუიციური და მარტივი

ვიზუალიზაციის საშუალებას იძლევა. ხის თითოეული გზა ფესვიდან

ფოთლამდე ინტერპრეტირდება როგორც “if-then” ტიპის წესი, რაც ამარტივებს

მოდელის ახსნას.

• მუშაობს როგორც რიცხვით, ასევე კატეგორიულ მონაცემებთან: ხეს შეუძლია

ორივე ტიპის მონაცემთან მუშაობა, რაც ამარტივებს მონაცემთა მომზადების

პროცესს.

• არ საჭიროებს მასშტაბირებას: ბევრი სხვა ალგორითმისგან

განსხვავებით, გადაწყვეტილების ხეებს, როგორც წესი, არ სჭირდებათ

ნორმალიზაცია/სტანდარტიზაცია, რადგან მნიშვნელოვანია მხოლოდ

ატრიბუტების შედარებითი მნიშვნელობა.

• მახასიათებლების ავტომატური შერჩევა: ხის აგებისას, ალგორითმი არჩევს

იმ მახასიათებლებს, რომლებიც ყველაზე მეტად ამცირებენ გაურკვევლობას

(impurity). შედეგად, მოდელი გარკვეულწილად ასრულებს “feature selection”-ის

როლსაც.

• არაწრფივი დამოკიდებულებების დაჭერა: გადაწყვეტილების ხეებს შეუძლიათ

აღწერონ არაწრფივი კავშირებიდა მახასიათებლებს შორის ურთიერთქმედებები,

რაც რეალურ ამოცანებში ხშირად მნიშვნელოვანია.

მთავარი შეზღუდვები უკავშირდება გადამეტებული მორგების (overfitting) და

არაბალანსირებულ მონაცემებზე უმცირესობის კლასის ამოცნობის გაუარესებას,

“ღერძების პარალელური” (axis-aligned) გაყოფების გამო რთული საზღვრების აღწერის

შეზღუდვას და დიდი/ღრმა ხეების შემთხვევაში ინტერპრეტაციის გართულებას.

ჩვენს ამოცანაში მონაცემების გამოსაცნობად შერჩეულ იქნა მანქანური სწავლების

მოდელი - გადაწყვეტილების ხე შემდეგი მიზეზების გამო: ეს მოდელი გამოიყენება

მრავალკლასიანი კლასიფიკაციის ამოცანების დასამუშავებლად (Bansal, Goyal, &

Choudhary, 2022). ჩვენ წინაშე დასმული ამოცანა მართლაც კლასიფიკაციის ამოცანას

წარმოადგენს, რადგან სახელზმნის გამოცნობილი მნიშვნელობა უნდა შეირჩეს იმ

სახელზმნებიდან, რომლებიც შედის შემავალი ფაილის მონაცემებში. გარდა ამისა,

გადაწყვეტილების ხეს მოდელი არის არაპარამეტრული. მოდელის გაწვრთნამდე არ

არის საჭირო წინასწარ რაიმე პარამეტრის განსაზღვრა. მოდელის ალგორითმიდაბალი

კომპლექსურობით ხასიათდება, რაც განსაკუთრებით მნიშვნელოვანია შემავალი

მონაცემების მოცულობის გათვალისწინებით. და ბოლოს, გადაწყვეტილების ხეზე
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გავლენას არ ახდენს ცვლადების ნულოვანი მნიშვნელობები. ეს მნიშვნელოვანია,

რადგან ჩვენი საწყისი მონაცემები შეიცავენ არარსებულ მნიშვნელობებს.

მიუხედავად გადაწყვეტილების ხის ალგორითმის ზემოთ აღნიშნული

ნაკლოვანებებისა, ჩვენს ამოცანაში მათი გავლენა კრიტიკული არ არის, რადგან

გადაწყვეტილების ხეს ვიყენებთ კონკრეტულად დეფიციტური ველების

აღსადგენად (კლასიფიკაციის ქვეამოცანაში) და რისკები კონტროლდება მოდელის

რეგულარიზაციით - ხის გასხვლით. საჭიროების შემთხვევაში სიღრმის/ფოთლის

მინიმალური ზომის კონტროლით, რის შედეგადაც მიიღება პრაქტიკულად

სტაბილური და საკმარისად ზუსტი გადაწყვეტა ჩვენი მონაცემთა ტიპისა და

მიზნისთვის.

მას შემდეგ, რაც მოდელიგაიწვრთნება, საჭიროა მისი ხარისხის შეფასება. მოდელის

ხარისხის შესაფასებლად გამოიყენება სხვადასხვა მეტრიკა. ერთ-ერთი მათგანია

Accuracy (აკურატულობა), რომელიც გამოითვლება შემდეგი ფორმულით:

Accuracy(ACC) =
TP + TN

TP + TN + FP + FN

სადაც,

• TP (True Positive - ჭეშმარიტი დადებითი): სწორი კლასიფიკაცია იმ

შემთხვევების, როდესაც ობიექტი რეალურად დადებით კლასს მიეკუთვნება და

მოდელმაც დადებითად შეაფასა.

• TN (True Negative - ჭეშმარიტი უარყოფითი): სწორი კლასიფიკაციაა იმ

შემთხვევების, როდესაც ობიექტი რეალურადუარყოფით კლასს მიეკუთვნებადა

მოდელმაც უარყოფითად შეაფასა.

• FP (False Positive - მცდარი დადებითი): არასწორი კლასიფიკაცია, როდესაც

ობიექტი რეალურად უარყოფით კლასს მიეკუთვნება, მაგრამ მოდელი მას

დადებითად აფასებს.

• FN (False Negative - მცდარი უარყოფითი): არასწორი კლასიფიკაცია, როდესაც

ობიექტი რეალურად დადებით კლასს მიეკუთვნება, მაგრამ მოდელი მას

უარყოფითად აფასებს.

Accuracy კარგი მახასიათებელია მოდელის შესაფასებლად, მაგრამ ეს მხოლოდ

მაშინაა საკმარისი, როდესაც სამიზნე კლასები კარგად დაბალანსებულია.

არაბალანსირებული კლასებისთვის Accuracy მეტრიკად არ გამოდგება.

კლასიფიკაციის მოდელის შესაფასებლად გამოიყენება სამი გავრცელებული მეტრიკა:
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• Precision (სიზუსტე) ან positive predictive value (PPV) - სწორად გამოცნობილი

დადებითი პროგნოზების პროცენტული წილი ყველა დადებით პროგნოზებთან

მიმართებაში. გამოითვლება შემდეგი ფორმულით: ჭეშმარიტი დადებითების

რაოდენობა გაყოფილი ჭეშმარიტი დადებითებისა და მცდარი დადებითების

ჯამზე.

Precision(PPV ) =
TP

TP + FP

Precision გვიჩვენებს, რამდენად სწორია მოდელის მიერ დადებით კლასად

კლასიფიცირებული მაგალითები.

• Recall (მგრძნობელობა) ან sensitivity ან hit rate ან true positive rate (TPR) - სწორად

გამოცნობილი დადებითი პროგნოზების პროცენტული წილი ყველა მიმდინარე

დადებითებთან მიმართებაში. გამოთვლა: ჭეშმარიტიდადებითების რაოდენობა

გაყოფილი ჭეშმარიტი დადებითებისა და მცდარი უარყოფითების ჯამზე.

Recall(TPR) =
TP

TP + FN

Recall გვიჩვენებს, რამდენად კარგად ამოიცნო მოდელმა ამ კლასში შემავალი

მონაცემები.

• F1 score (F1 მაჩვენებელი) - სიზუსტისა და მგრძნობიარობის ჰარმონიული

საშუალო.

F1 =
2 ∗ Precision ∗Recall

Precision+Recall

F1-score განსაკუთრებით გამოსადეგია მაშინ, როცა მონაცემთა განაწილება

არათანაბარია.

ჩვეულებისამებრ, Recall-სა და Precision-ის საშუალო არითმეტიკულთან

შედარებით F1 score იმითაა უკეთესი, რომ ის გამორიცხავს ექტრემალურ

მნიშვნელობებს. მაგალითად მოდელში, რომლისთვისაც Precision=1 და Recall=0,

საშუალო არითმეტიკულია 0.5, ხოლო F1 score კი 0. როდესაც საშუალო

არითმეტიკული 0.5 არის, იმის დადგენა, მოდელი წარმატებულ შედეგს იძლევა

თუ არა ნახევარი ნახევარზეა, ხოლო F1 score 0-ის შემთხვევაში ცალსახაა, რომ ეს

მოდელი არ არის ვარგისი.
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3.3 KARTUVERBS-ის შექმნის ეტაპები

KARTUVERBS-ის სისტემა აგებულია ფენობრივ არქიტექტურაზე და მოიცავს შემდეგ

ძირითად კომპონენტებს:

• ლინგვისტური მონაცემების წინასწარი დამუშავების შრეს;

• მონაცემთა გაუმჯობესებისა და ვალიდაციის შრეს (მანქანური სწავლება);

• სემანტიკური მოდელირების შრეს (RDF/URI);

• გამოყენებით შრეს, რომელიც უზრუნველყოფს ლემატიზაციას, ნავიგაციასა და

ინტეგრაციას სხვა NLP სისტემებთან.

აღნიშნული არქიტექტურა საშუალებას იძლევა ერთმანეთისგან გაიმიჯნოს

ლინგვისტური ცოდნა, გამოთვლითი ოპტიმიზაცია და გამოყენებითი ლოგიკა, რაც

ზრდის სისტემის მასშტაბირებადობასა და სხვა ტიპის ამოცანებზე მისი ადაპტაციის

პოტენციალს.

KARTUVERBS-ს პირველი ვერსია კონცეპტუალურ დონეზე შექმნა მირეი დუკასემ,

რომელიც შეიცავდა 278 ზმნას და მის ნაუღლებ ფორმებს (Ducassé, 2020). ეს

ზმნები ძირითადად აღებული იყო წიგნიდან “ბილიკი - Georgian Language for

English Speakers” (Shavtvaladze, 2022) და ფორმების ვალიდაცია ხდებოდა ქართველი

სტუდენტების მიერ (Meipariani & Asatiani, 2019).

KARTUVERBS ხელმისაწვდომია ლოგიკური საინფორმაციო სისტემა - Sparklis35-ის

მეშვეობით (Ferré, 2017). Sparklis იყენებს დაკავშირებული მონაცემების ტექნოლოგიას

და უზრუნველყოფს მონაცემებზე წვდომისა და ფართო ნავიგაციის შესაძლებლობებს.

მოირერის მონაცემების ინტეგრირება KARTUVERBS-ს ამჟამინდელ ვერსიაში არამარტო

ამდიდრებს ამ პლატფორმას, არამედ ასევე ემსახურება ლინგვისტური რესურსების

უფრო ფართო ხელმისაწვდომობას და ფართო გამოყენების ინსტრუმენტად

ჩამოყალიბებას.

KARTUVERBS-ში საჭიროა, რომ მოცემული იყოს სრული სახელზმნა. წინააღმდეგ

შემთხვევაში მომხმარებელს გაუჭირდება იპოვოს ზმნა ლექსიკონში. მაგალითად,

საწყის მონაცემთა ნაკრებში მოცემულია სახელზმნა - “*ადამიანება”, მაშინ როდესაც

სრული ფორმაა “გაადამიანება”.

გარდა ამისა, ტექსტური ინფორმაცია საწყის მონაცემში წარმოდგენილია

კომპაქტურად. მაგალითად, როგორც ნაჩვენებია მე-2 ცხრილში, მოცემული ზმნის
35http://www.irisa.fr/LIS/ferre/sparklis
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ყველა შესაძლო პირობითი ფორმა განსაზღვრულ დროსა და განსაზღვრულ პირში

მოცემულია ერთ ველში. KARTUVERBS-ის დაკავშირებული მონაცემების მიდგომა

მოითხოვს, რომ ნაუღლები ფორმების სიის ნაცვლად ყოველი პირობითი ფორმისთვის

არსებობდეს თითო ჩანაწერი და საკმარისია, ეს ჩანაწერი იძებნებოდეს ერთხელ.

ზოგი ატრიბუტის გაფილტვრისა და აღდგენის შემდეგ, ამჟამად, KARTUVERBS შეიცავს

დაახლოებით 5 მილიონ ნაუღლებ ფორმას, რომლებიც შეესაბამება 16 000-ზე მეტ

ზმნას. ყოველი ზმნა მოცემულია 11 დროში. თითოეულ ფორმას აქვს 14 ატრიბუტი-

მახასიათებელი (ზმნის ნაუღლებ ფორმასთან ერთად სულ 15), რაც მონაცემთა ბაზაში

ქმნის 80 მილიონზე მეტ კავშირს (Elizbarashvili, Ducassé, Khachidze, & Tsintsadze, 2023).

ასეთიდიდიზომის ბაზიდან ინფორმაციის გამოთხოვა სწრაფადრომ მოხდეს, საჭიროა

მონაცემების ინდექსაცია.

იმისათვის, რომ ნედლი მონაცემები გარდაქმნილიყო სემანტიკურად

დაკავშირებულ და ძიებად რესურსად ჩვენ განვახორციელეთ შემდეგი აქტივობები:

1. მონაცემთა ამოღება და ფილტრაცია: საწყისი JSON ფაილი გარდაიქმნა CSV

ფორმატში. პროცესში გაიფილტრა ჩვენი ამოცანისთვის არარელევანტური

ატრიბუტები და KARTUVERBS-ისთვის შეირჩა 14 ძირითადი მახასიათებელი.

იერარქიული სტრუქტურა შეიცვალა რელაციურით, სადაც ამოსავალი წერტილი

ნაუღლები ფორმის ნებისმიერი მახასიათებელი შეიძლება იყოს.

2. შუალედური მონაცემების გაუმჯობესება: შეიქმნა სპეციალური სკრიპტები

მონაცემთა გასუფთავებისა და შევსებისთვის:

• ზმნის ძირების დამუშავება: მოხდა ლათინური სიმბოლოების (რომლებიც

ალტერნატივებს აღნიშნავდნენ) ჩანაცვლება ან მოშორება და ზედმეტი

ვარიანტებისგან გაწმენდა;

• ზმნისწინები და სახელზმნები: განხორციელდა ზმნისწინების გამოყოფა და

მათი გაერთიანება სახელზმნის ფუძესთან სრული სახელზმნის მისაღებად

(მაგ: “გადა” + “*კეთება” = “გადაკეთება”);

• გამოტოვებული მონაცემების აღდგენა: მანქანური სწავლების ალგორითმის

(გადაწყვეტილების ხე) გამოყენებით შეივსო გამოტოვებული მონაცემები 98-

99 % სიზუსტით.

3. RDF მოდელი: საბოლოო ეტაპზე CSV მონაცემები გარდაიქმნა RDF (Turtle)

ფორმატში, რაც უზრუნველყოფს მონაცემთა თავსებადობას Sparklis-თან და

Apache Jena Fuseki-ს გამოყენებით შეიქმნა SPARQL წვდომის წერტილი.
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საწყისი მონაცემი

ნედლი მონაცემის
ამოღება

CSV ფაილი

ბლოკი 1

გაუმჯობესების
ხელსაწყოები

CSV ფაილი

გაუმჯობესებული
CSV ფაილი

ბლოკი 2

Front-end-ზე
მოსარგები ხელსაწყო

გაუმჯობესებული
CSV ფაილი

RDF მონაცემები

ბლოკი 3

სურათი 9: მონაცემთა გარდაქმნის გლობალური სტრუქტურა.

მე-9 სურათზე ნაჩვენებია, რომ საწყისი მონაცემებიდან KARTUVERBS-მდე მონაცემების

გარდაქმნისათვის გაწეული აქტივობები განაწილებულია სამ ბლოკში. შედეგად,

მიღებულია ბაზა, რომელიც შეიცავს 16 000-ზე მეტი ზმნის დაახლოებით 5 მილიონ

ნაუღლებ ფორმას და თითოეულ მათგანს გააჩნია 15 მახასიათებელი, რაც ქმნის 80

მილიონზე მეტ კავშირს.

ქვემოთ მოყვანილია თითოეული ეტაპის დეტალური აღწერა:

3.3.1 საწყისი მონაცემიდან შუალედურ CSV ფაილამდე

პირველ ეტაპზე ვებგვერდიდან ინფორმაციის ამოღების შედეგად მიღებულ იქნა 1

ხაზიანი JSONფორმატის 270 მბზომისფაილი. ამ ფაილის „pretty“ სტილში გადაყვანით

დაგენერირდა 22 მილიონი სტრიქონის მქონე 625MBზომის JSONფაილი. ამ ფორმატში

თითო სტრიქონი შეესაბამება ნაუღლები ზმნის ფორმის თითო მახასიათებელს.

პირველად მონაცემებში ინფორმაცია იერარქიული სახითაა წარმოდგენილი,

მაშინ როცა ჩვენი მიზანია რელაციური მონაცემების გენერირება, რათა ნებისმიერი

ინფორმაციის ამოღება შესაძლებელი იყოს მისი ნებისმიერი მახასიათებლის

მიხედვით, როგორც ეს შესავალშია აღწერილი.

საწყისი მონაცემთა სტრუქტურა იწყება ზმნის ძირიდან, შემდეგ მოდის ზმნა,

მაშინ როცა KARTUVERBS-ში ნაუღლები ფორმა არის ამოსავალი წერტილი სტრუქტურის

შესაქმნელად.

საწყის მონაცემებში შესაძლებელია ერთ ველში მოცემული იყოს რამდენიმე

მნიშვნელობა. ასეთ შემთხვევაში KARTUVERBS-ში გენერირდება იმდენი სტრიქონი,

რამდენიც განსხვავებული მნიშვნელობაა. თუ მოცემულ დროში ზმნის ნაუღლები
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CSV ფაილი

სპეციალური
ფილტრაცია

გაწმენდილი
CSV ფაილი

მანქანური სწავლების
ხელსაწყოები

გაწმენდილი
CSV ფაილი

გაწვრთნილი
მოდელი

ინტეგრირების
სკრიპტები

აღდგენილი
ინფორმაცია

გაუმჯოვესებული
CSV ფაილი

სურათი 10: სტრუქტურა: მანქანური სწავლების ხელსაწყოები

ფორმის n ვარიანტი არსებობდეს კონკრეტული პირისთვის, ასეთ შემთხვევაში

შეიქმნება n სტრიქონი, სადაც დრო და პირი ერთნაირი იქნება, ხოლო ფორმები -

განსხვავებული.

შემდეგ Python-ის სკრიპტის საშუალებით JSON ფაილი გარდაიქმნა CSV

ფორმატში. ამის შემდეგ გაფილტრული იქნა ის სტრიქონები, რომლებიც ცარიელ

ფორმებს შეიცავდა. საწყისი 60 მახასიათებლიდან ამოღებულ იქნა დუბლირებული

მახასიათებლები და ის მახასიათებლები, რომლებიც მოძველებულ ან არასანდო

მნიშვნელობებს შეიცავდა. შედეგად, მონაცემთა აღწერისთვის დარჩა მხოლოდ

14 მახასიათებელი. ტრანსფორმაციის პროცესში წარმოქმნილი დუბლირებული

სტრიქონები დამატებით გაიფილტრა, რის შედეგადაც მიღებულ იქნა დაახლოებით

610 MB ზომის საბოლოო ფაილი.

KARTUVERBS-ისთვის საწყისი მონაცემების გაუმჯობესების პროცესი ინკრემენტულია

როგორც ეს ნაჩვენებია მე-10 სურათზე.

3.3.2 შუალედური მონაცემების გაუმჯობესება

მონაცემების გაუმჯობესებისთვის შევქმენითრამდენიმე სკრიპტი შემდეგი ამოცანების

გადასაჭრელად:

• ძირი: ზმნის ძირი შეიძლება შეიცავდეს ლათინურ სიმბოლოებსაც ქართულთან

ერთად. ისინი აღნიშნავენ ალტერნატივებს (მაგალითად, “A” ნიშნავს ან “ა”-ს

ან არაფერს. ვAდ = ვად ან ვდ; ვIდ = ვიდ ან ვედ) ან მკაცრად არარსებობას

(მაგალითად, ნაუღლებ ფორმაში “a” მიუთითებს, რომ ამ კონკრეტულ

ფორმაში “ა” აუცილებლად არ უნდა ფიგურირებდეს, მაშინ როცა იგივე ზმნის
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შესაძლო ძირის რაოდენობა ზმნაში

სურათი 11: დაახლოებით 500-მდე ზმნაში აღინიშნება ერთზე მეტი ძირის არსებობა

უღლებისას.

სხვა ფორმებში “ა” აუცილებლად გვხვდება (თარგმaნ = თარგმნ). სკრიპტი

ალტერნატიულ ვარიანტებს ადუბლირებს ახალი ხაზების დამატებით და

ლათინურ სიმბოლოებს ან ქართულ სიმბოლოებად გარდაქმნის, ან საერთოდ

აშორებს. გარდა ამისა, სურათი მე-11 სურათზე ნაჩვენებია, რომ ზმნებს

შესაძლოა ჰქონდეთ რამდენიმე სხვადასხვა ძირი სხვადასხვა ფორმაში. მაშინ,

როცა აბსოლუტურიუმრავლესობა (3256) ზმნებისა ყველა პარადიგმაში მხოლოდ

ერთი ძირს ინარჩუნებს, 390 ზმნას 2 ძირი აქვს, 80-ს - 3, 14-ს - 4, 2-ს ან 5 ან 6

ან 7, და ერთს 8 სხვადასხვა ძირიც კი გააჩნია ზმნის სხვადასხვა ფორმებში.

მაგალითად, საერთო ძირი “მბობ” წარმოქმნის ზმნებს 7 შესაძლო სხვადასხვა

ძირით: “ამბ”, “თქ”, “თქვ”, “თხრ”, “მბობ”, “ტყ”, “უბნ”. ანალოგიურად, საერთო

ძირი “სვლ” კი წარმოქმნის ზმნებს 8 სხვადასხვა ძირით: “არ”, “დი”, “ვედ”, “ველ”,

“ვიდ”, “ვლ”, “ს”, ‘სვლ”.

ამგვარად, კონკრეტული ზმნისთვის საწყის მონაცემში მოცემულია ყველა

შესაძლო ძირი, რომელიც ერთ საერთო ძირთანაა დაკავშირებული თუმცა,

კონკრეტულ ფორმაში მხოლოდ ერთი მათგანი გამოიყენება. სკრიპტი აშორებს

ყველა არარელევანტურ ვარიანტს.

• ზმნისწინი: ზოგიერთი ზმნის ფორმა იწყება ზმნისწინით, რომელიც ცვლის

ზმნის მნიშვნელობას. ქართულში ათზე მეტი ზმნისწინია. მაგალითად, “ა”

ხშირად გადმოსცემს იმავე იდეას, რასაც ინგლისურ ენაში “up”. ეს ინფორმაცია
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CSV ფაილი

form tense person number ...

ვაადამიანებ present 1 sg ...

... ... ... ... ...

RDF ტრიპლეტები

<ვაადამიანებ> <tense> <present> .

<ვაადამიანებ> <person> <1> .

<ვაადამიანებ> <number> <sg> .

...

ცხრილი 3: CSV ფაილიდან მონაცემების ამოღება და შესაბამის RDF ტრიპლეტებად

გარდაქმნა.

განსაკუთრებულ მნიშვნელობას იძენს ქართული ზმნის უღლების გაგებისთვის.

საწყის მონაცემებშიზმნისწინი წარმოდგენილია სამი სხვადასხვა მახასიათებლის

მნიშვნელობებში. სკრიპტი ირჩევს იმ მახასიათებელს, რომელის მნიშვნელობაც

არის მოცემული კონკრეტულ ფორმაში.

• სახელზმნა: 3.3 ქვეთავის დასაწყისში განმარტებულია, თუ რატომ არის

საჭირო საწყისი მონაცემებიდან მიღებული სახელზმნის ტრანსფორმაცია სრული

სახელზმნის მისაღებად. როდესაც სახელზმნის მნიშვნელობა ხელმისაწვდომია,

სკრიპტი მას აერთიანებს ზმნისწინთან. მაგალითად, ფორმაში “გადა-ვა-კეთ-ეთ”

ზმნისწინია “გადა”, სახელზმნაა “*კეთება”, ხოლო მიღებული სრული სახელზმნა

არის “გადაკეთება”.

3.3.3 CSV-დან ლოგიკურ საინფორმაციო სისტემამდე

KARTUVERBS-დან ინფორმაციის გამოთხოვა, როგორც ზემოთ აღვნიშნეთ, ხდება

ლოგიკური საინფორმაციო სისტემის, Sparklis-ის, მეშვეობით, რომელიც იყენებს

დაკავშირებულიმონაცემებისტექნოლოგიასდაუზრუნველყოფს მონაცემებზეფართო

წვდომისა და ნავიგაციის შესაძლებლობებს. Sparklis-თან თავსებადი დაკავშირებული

მონაცემების შესაქმნელად დაწერილია ახალი Python კრიპტი, რომელიც CSV-ს
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მონაცემებს გარდაქმნის RDF ფორმატის მონაცემებში, კერძოდ Turtle36 (.ttl) ფორმატში.

მე-3 ცხრილში ნაჩვენებია CSV ფაილის სტრიქონის ფრაგმენტი და შესაბამისი RDF

სამეულების (ტრიპლეტების) ჩანაწერები. არსებითად, CSV ფაილის ერთი სტრიქონი,

რომელიც შეიცავს n სვეტს, გარდაიქმნება n − 1 ტრიპლეტად შემდეგი ფორმით:

Subjecti1 Predicate1j Objectij ., სადაც Subjecti1 აღნიშნავს i-ური სტრიქონის

პირველი სვეტის მნიშვნელობას, Predicate1j - j-ური სვეტის სათაურს, ხოლო Objectij

- i-ური სტრიქონის j-ური სვეტის მნიშვნელობას.

მონაცემთა ორენოვანი ფორმით წარმოდგენისათვის, სკრიპტი ასევე ამატებს

ქართული ასოების ლათინურ ტრანსლიტერირებულ ვერსიას. შედეგად მიიღება 3.2 გბ

ზომის .ttl (Turtle) ფაილი, რომლის ნიმუში მოცემული სურათზე 12.

ფაილის დასაწყისში განსაზღვრულია რამდენიმე სახელთა სივრცე (@prefix). ეს

სახელთა სივრცე გამოიყენება კონკრეტულად ამ რესურსისათვის განსაზღვრული

ცნებებისა და თვისებების უნიკალური იდენტიფიკაციისთვის (URI-ების სახით).

ასევე გამოყენებულია სტანდარტული სემანტიკური ვებ-ის ლექსიკონები, როგორიცაა

rdf, rdfs, owl და xsd, რომლებიც უზრუნველყოფენ კლასების, თვისებებისა და

მონაცემთა ტიპების ფორმალურ აღწერას. დამატებით დეკლარირებულია ზოგადი

დანიშნულების ონტოლოგიები (FOAF), რომლებიც უზრუნველყოფს გაფართოების

შესაძლებლობას. მოცემული დეკლარაცია განსაზღვრავს inflected_verb კლასს,

რომელიც წარმოადგენს ქართული ზმნის ნაუღლებ ფორმას როგორც აბსტრაქტულ

ლინგვისტურ ერთეულს. აღწერილია რიგი RDF თვისებები (rdf:Property), რომლებიც

გამოიყენება inflected_verb კლასის ობიექტების მახასიათებლების ასახვისათვის

(person, number...)

RDF ფაილების ჩატვირთვა, შენახვა და მათზე მოთხოვნების (queries) შესრულება

SPARQL ენის გამოყენებით შესაძლებელია Apache Fuseki სერვერის საშუალებით.

შედეგად იქმნება HTTP-ზე დაფუძნებული RESTful ვებ-სერვისი (SPARQL endpoint),

რომელიც უზრუნველყოფს RDF მონაცემებზე წვდომას როგორც ლოკალური, ისე

დისტანციური კლიენტებიდან.

მონაცემთა დიდი მოცულობის პირობებში კრიტიკულად მნიშვნელოვანია, რომ

RDF მონაცემები იყოს ინდექსირებული. ინდექსაცია უზრუნველყოფს SPARQL

მოთხოვნების სწრაფ შესრულებას, განსაკუთრებით მაშინ, როცა მონაცემთა ბაზაში

ასობით ათასი ან მილიონობით სამეულია. ამასთან ინდექსირებული ბაზა სრულად
36TTL (Turtle), Terse RDF Triple Language არის ფაილის ფორმატი, რომელიც გამოიყენება RDF (Resource

Description Framework) მონაცემთა გამოსახატავად. TTL ფართოდ გავრცელებულიფორმატია. მის გარდა
არსებობს სხვა ალტერნატივებიც: N-Triples, JSON-LD და XML ფორმატები.
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@prefix : <http://www.irisa.fr/LIS/sewelis/store18f252/#> .

@prefix xml: <xml#> .

@prefix xsd: <http://www.w3.org/2001/XMLSchema#> .

@prefix rdf: <http://www.w3.org/1999/02/22-rdf-syntax-ns#> .

@prefix rdfs: <http://www.w3.org/2000/01/rdf-schema#> .

@prefix owl: <http://www.w3.org/2002/07/owl#> .

@prefix foaf: <http://xmlns.com/foaf/0.1/> .

@prefix strdf: <http://strdf.di.uoa.gr/ontology#> .

@prefix term: <http://www.irisa.fr/LIS/ferre/RDFS/term#> .

@prefix lisql: <http://www.irisa.fr/LIS/ferre/RDFS/lisql#> .

@prefix file: <http://www.irisa.fr/LIS/ferre/RDFS/file#> .

<inflected_verb> rdf:type rdfs:Class .

<tense> rdf:type rdf:Property .

<surface_form> rdf:type rdf:Property .

<person> rdf:type rdf:Property .

<number> rdf:type rdf:Property .

<root> rdf:type rdf:Property .

...

<inflected_verb> rdfs:label "Inflected verb"@en .

<inflected_verb> rdfs:label "ნაუღლები ზმნა"@ka .

<tense> rdfs:label "Tense"@en .

<tense> rdfs:label "დრო"@ka .

...

<gavaadamianebt > rdfs:label "გავაადამიანებთ"@ka .

<gavaadamianebt > rdfs:label "gavaadamianebt"@en .

<s1023> rdf:type <inflected_verb> .

<s1023> <tense> <future> .

<s1023> <person> <1> .

<s1023> <number> <pl> .

...

სურათი 12: KARTUVERBS-ის ttl ფაილის ნიმუში.
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შესაბამისობაში უნდა იყოს ACID37 პრინციპებთან. ეს ნიშნავს, რომ ის ზუსტად იცავს

იმ ოთხ პრინციპს, რაც სანდო მონაცემთა ბაზას უნდა ახასიათებდეს:

• ატომურობა (Atomicity).

TDB-ში ყოველი ტრანზაქცია (მაგალითად, .ttl ფაილის დამატება ან RDF

რესურსის შეცვლა) ან მთლიანად სრულდება ან საერთოდ არ სრულდება. თუ

სისტემამ შეცდომა დააფიქსირა, TDB ავტომატურად აბრუნებს ცვლილებებს წინა

მდგომარეობაში (rollback).

• თანმიმდევრულობა (Consistency).

TDB უზრუნველყოფს, რომ RDF მონაცემები მუდამ იყოს ლოგიკურად

თანმიმდევრული ანუ, თუ გრაფში არსებობს ურთიერთდამოკიდებულება,

მონაცემთა ცვლილება არ არღვევს RDF Schema-ს ან OWL ონტოლოგიის წესებს.

• იზოლირება (Isolation).

თუ ორი მომხმარებელი ერთდროულად მუშაობს Fuseki-ზე (მაგალითად.,

ერთი ტვირთავს ახალ მონაცემებს, მეორე უშვებს SPARQL მოთხოვნას), მათი

ტრანზაქციები ერთმანეთზე გავლენას არ ახდენს. Fuseki უზრუნველყოფს, რომ

თითოეულ მომხმარებელს ჰქონდეს თავისი გარემო.

• მდგრადობა (Durability).

როგორც კი ტრანზაქცია წარმატებით დასრულდება, ინფორმაცია ჩაიწერება

დისკზე და ინახება მუდმივად. თუ Fuseki სერვერი გაითიშა ან სისტემა

გადაიტვირთა, მონაცემები არ იკარგება.

3.4 ქართული სიმბოლოების დამუშავება

დიდ ტექსტებში ქართული სიმბოლოების ზომასთან დაკავშირებული პრობლემის

გადასაჭრელად ჩვენ მიერ შემოთავაზებულია ტექსტში არაქართული ნაწილების

იზოლირება და ტრანსლიტერაციის განხორციელება მხოლოდ ქართულ

ფრაგმენტებზე, მაშინ როდესაც დანარჩენი უცვლელად რჩება. ამისთვის

გამოყენებულია სპეციალურად შექმნილი ტრანსლიტერაციის შესაბამისობის ცხრილი

და მარკირების სისტემა.

თანამედროვე ქართულში 33 ასოა. შესაბამისად, ჩვენ მიერ შემოთავაზებულ

ტრანსლიტერაციის ცხრილში თითოეულ მათგანს შეესაბამება ლათინური ანბანის

ერთი ასო-ნიშანი - პატარა ან დიდი. ცხრილის გამოყენებამდე, მარკირების
37Atomicity, Consistency, Isolation, Durability
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მეშვეობით მოინიშნება ტექსტის ის ნიმუშები, რომლებიც შეიცავს იმ ბაზურლათინურ

სიმბოლოებს, რაც წარმოდგენილია ტრანსლიტერაციის ცხრილში. ჩვენი ჰიპოთეზაა,

რომ მარკირების სიმბოლო თავდაპირველ ტექსტში არ უნდა გვხვდებოდეს. ამის

შემოწმება მარტივია.

ეს მიდგომა უზრუნველყოფს, რომ ტექსტში არსებული არაქართული სიმბოლოები

უცვლელად შენარჩუნდეს, ხოლო ტრანსლიტერაცია და დეტრანსლიტერაცია

განხორციელდეს მხოლოდ არამონიშნულ სეგმენტებზე. დეტრანსლიტერაცია

ტექნიკურად იგივე ტრანსლიტერაციის ფორმაა - ეს არის საპირისპირო პროცესი,

რომლისდროსაც ტრანსლიტერირებულიტექსტი ხელახლა გარდაიქმნება პირვანდელ

ასო-ნიშანთა სისტემაში. ერთი ქართული სიმბოლოს ერთ უნიკალურ ლათინურ

სიმბოლოზე შესაბამებით (და პირიქით) უზრუნველყოფილია ბიექციური გარდაქმნა.

განსხვავებით აღმოსავლური ენებისგან როგორიცაა იაპონური, კორეული, ჩინური

და ტაივანური, რომლებიც ცვლადი სიგრძის კოდირებას იყენებენ (Spencer, 2001),

ქართულს ახასიათებს ფიქსირებული სიგრძის კოდირების სქემა. ეს გარემოება

შემოთავაზებულ გარდაქმნის მეთოდს უფრო რეალისტურსა და ეფექტიანს ხდის.

მრავალსიმბოლოიანი შერეული ტექსტების დამუშავებისას განსაკუთრებული

მნიშვნელობა ენიჭება ტრანსლიტერაციისა და დეტრანსლიტერაციის ისეთი

ხელსაწყოების გამოყენებას, რომლებიც დროში ეფექტიანია და მინიმალურ

გამოთვლით რესურსს მოითხოვს. ოპტიმალური გადაწყვეტის მისაღებად ჩვენი

მიზანია გარდაქმნის სხვადასხვა მიდგომის შემუშავება, მათი გამოცდა სხვადასხვა

მოცულობის ფაილებზედა მუშაობისას წარმადობის შედარებითი ანალიზის გაკეთება.

ეს მიდგომებია - სიმბოლოებზე დაფუძნებული, სტრიქონებზე დაფუძნებული და

ბუფერზე დაფუძნებული (Elizbarashvili, Tsintsadze, & Khachidze, 2024).

სიმბოლო-სიმბოლოდ ტრანსლიტერაციისთვის შესაძლებელია სხვადასხვა

პროგრამირების ენაზე შესაბამისი სკრიპტის ან პროგრამის შექმნა; ჩვენს შემთხვევაში

არჩეული იქნა Python. სტრიქონული ტრანსლიტერაციისთვის გამოყენებულია Shell-

ის ბრძანება sed, რომელიც განსაკუთრებით ეფექტიანია ტექსტის სტრიქონებად

დამუშავებისთვის. sed-ს ასევე ეძახიან ნაკადების რედაქტორს, სადაც ხდება

ტექსტის ძებნა, ჩანაცვლება და მანიპულაცია. ამ რედაქტორში შესაძლებელია

ტრანსლიტერაციის განხორციელება რეგულარული გამოსახულებებისა და

შესაბამისი ჩანაცვლების ნიმუშების გამოყენებით. ბუფერზე დაფუძნებული

ტრანსლიტერაციისთვის შერჩეულია vim ტექსტური რედაქტორი, რომელსაც შეუძლია

ტექსტის დამუშავება მთლიან ბუფერებში. Vim-ის ex ბრძანებები გვთავაზობს ძლიერ

შესაძლებლობებს ტექსტის მრავალფეროვანი ტრანსფორმაციისთვის, მათ შორის

56



ტრანსლიტერაციისთვისაც.

მიუხედავად იმისა, რომ Shell-ში tr ბრძანება უშუალოდ ტრანსლიტერაციისთვის

არის შექმნილი, მისი გამოყენება ჩვენ შემთხვევაში არამიზანშეწონილია, რადგან ის

არის ბაიტზე ორიენტირებული (byte-oriented) და არა სიმბოლოზე ორიენტირებული

(character-oriented) ბრძანება. შესაბამისად, UTF-8 კოდირებაში ჩაწერილ ტექსტებთან

მუშაობისას tr ბრძანება იწვევს არასასურველ შედეგებს.

იმის დასადასტურებლად, რომ თავდაპირველი ვერსია ნამდვილად იდენტურია

ტრანსლიტერირებულ და შემდგომ დეტრანსლიტერირებულ ვერსიასთან,

გამოყენებული იქნა cmp ბრძანების GNU-ს იმპლემენტაცია, რომელიც ორი ფაილის

შიგთავსს ბაიტ-ბაიტ ადარებს ერთმანეთს. ალტერნატიულად შესაძლებელია diff

და comm ბრძანებების გამოყენებაც, რომლებიც ფაილებს სტრიქონებით ადარებენ და

აფიქსირებენ ცვლილებებს მათი არსებობის შემთხვევაში.

4 ჩატარებული ექსპერიმენტები

ზემოაღნიშნული მეთოდოლოგიის შესაბამისად ჩავატარეთ პრაქტიკული

ექსპერიმენტები, რომლებიც თემატურად დაჯგუფებულია ბლოკებად და

უკავშირდება მანქანური სწავლებისა (ქვეთავი 4.1) და კოდირების სისტემის

გარდაქმნის (ქვეთავი 4.3) საკითხებს.

4.1 გადაწყვეტილების ხის მოდელის გაწვრთნა

ექსპერიმენტები განხორციელდა Python გარემოში, კერძოდ Anaconda Navigator-ის

Jupyter Notebook პლატფორმაზე. გადაწყვეტილების ხის მოდელის აგება შესრულდა

scikit-learn ბიბლიოთეკის DecisionTreeClassifier-ის გამოყენებით. აღნიშნული

კლასიფიკატორი ეფუძნება CART მიდგომას და აგებს ბინარულ გადაწყვეტილების

ხეს, სადაც თითოეულ კვანძში მონაცემები იყოფა ორ ქვეჯგუფად (x ∈ S და

x /∈ S). CART ირჩევს ისეთ დაყოფას, რომელიც მაქსიმალურად ამცირებს

შეწონილ არაერთგვაროვნებას (impurity). ნაგულისხმევად, scikit-learn-ში

კლასიფიკაციისთვის გამოიყენება Gini impurity, ხოლო საჭიროების შემთხვევაში

შესაძლებელია კრიტერიუმის შეცვლა Entropy-ით (Information Gain).
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მონაცემთა მომზადება და მოცულობის შემცირება

მოდელის გასაწვრთნელად გამოყენებული საწყისი მონაცემები მიღებულია 3.3

ქვეთავში აღწერილი მონაცემთა გაუმჯობესების შედეგად და თავდაპირველად

შეიცავდა დაახლოებით 5 მილიონ სტრიქონს. მოცულობის გამო ექსპერიმენტების

მრავალჯერადი გაშვება დიდ დროსა და რესურსს მოითხოვდა, რამაც ბუნებრივად

წარმოშვა ქართული სიმბოლოების ოპტიმიზაციის იდეა დიდი მონაცემების

დამუშავებისას. პარალელურად, მანქანური სწავლებაზე ორიენტირებული

ექსპერიმენტებისთვის მონაცემთა ზომა დამატებით შემცირდა შემდეგი პრინციპით:

გაიფილტრა ის სტრიქონები, რომლებიც შეესაბამებოდა იმ ზმნურ ჯგუფებს, სადაც

ერთი და იგივე საერთო ძირის ქვეშ ყველა პარადიგმაში სახელზმნა სრულად იყო

წარმოდგენილი. ემპირიულად დადასტურდა, რომ ასეთი ჩანაწერები ნაკლებად

მონაწილეობს იმ სახელზმნების გამოცნობაში, რომლებიც საერთო ძირის მქონე

პარადიგმებშია მოხვედრილი. საბოლოოდ დარჩა ის შემთხვევები, სადაც საერთო

ძირის ფარგლებში პარადიგმების ნაწილს სახელზმნა აკლდა.

შემდეგ გამოეყო ქვეჯგუფი, სადაც სამიზნე ცვლადში (სახელზმნა) მნიშვნელობა

გამოტოვებული იყო, და მივიღეთ საბოლოოდასასწავლი მასალადაახლოებით 300 000

სტრიქონამდე შემცირებული მოცულობით.

Train/Test დაყოფა და სტაბილურობის შემოწმება

მონაცემები დაიყო საწვრთნელ და სატესტო ნაწილებად 80%-20% თანაფარდობით,

რაც მონაცემთა მეცნიერებაში გავრცელებული პრაქტიკაა. იმისათვის, რომ შედეგები

კონკრეტულ შემთხვევით დაყოფაზე დამოკიდებული არ ყოფილიყო, გამოყენებულ

იქნა სხვადასხვა seed პარამეტრი (10-ზე მეტი მნიშვნელობა). ყველა შემთხვევაში

შეფასების მაჩვენებლები პრაქტიკულად ერთნაირი აღმოჩნდა, რაც მიუთითებს

შედეგების სტაბილურობაზე. სატესტო ნაწილიდან რეალური სახელზმნები

გამოყოფილი იქნა შემდგომი ვერიფიკაციისთვის.

კატეგორიული და ტექსტური ველების რიცხვით წარმოდგენად გარდაქმნა

მანქანური სწავლების ალგორითმები მუშაობს რიცხვით მონაცემებზე, ხოლო ჩვენს

მონაცემებში ველების უმეტესობა სიმბოლურია. ძირითადი მახასიათებლებია 14

ველი, მათ შორის: დრო, პირი, რიცხვი, ძირი, სახელზმნა, ზმნისწინი, მარკერი-

12, ვნებითი გვარი/თემის ნიშანი, დაბოლოება, საერთო ძირის იდენტიფიკატორი,
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მორფოლოგიის ტიპი, მორფოლოგიის კლასი და კონტაქტის ნიშანი.

კატეგორიული ტიპის38 ველებისთვის (მაგალითად, დრო, პირი) განისაზღვრა

ფიქსირებული მთელი რიცხვითი კოდები (მარტივი label encoding). ტექსტური

ველები, რომლებიც შეიცავს ქართულ სიმბოლოებს (მაგალითად, ნაუღლები ფორმა,

ძირი და სხვ.), საჭიროებდა უფრო სკრუპულოზურ მიდგომას.

ქართული სიმბოლოების კომპაქტური კოდირება (I ექსპერიმენტი)

ქართული სიმბოლოები UTF-8 კოდირებაში წარმოდგენილია სამბაიტიანი

სეკვენციით. ჩვენი მიზნისთვის სიტყვების რიცხვით წარმოდგენად გარდაქმნისას

განვსაზღვრეთ ფუნქცია, რომელიც თითოეული სიმბოლოს UTF-8 წარმოდგენიდან

იღებს ბოლო ბაიტს და მის ათობით მნიშვნელობებს აჯამებს:

F (s) =
n∑

i=1

Byte(Last(UTF8(ci)))

სადაც s არის ქართული სიტყვა როგორც სტრინგი, n არის სტრინგის სიგრძე,

ci არის i-ური სიმბოლო, UTF8(ci) აღნიშნავს ci-ს UTF-8 სამბაიტიან წარმოდგენას,

Last გამოყოფს ბოლო ბაიტს, ხოლო Byte გარდაქმნის ბაიტის მნიშვნელობას ათობით

სისტემაში. მაგალითად, “გა” ⇒ “გ”+“ა” ⇒ b’\xe1\x83\x92’ + b’\xe1\x83\x90’ ⇒

b’\xe1\x83\x92’ + b’\xe1\x83\x90’⇒ value(’b\x92’) + value(’b\x90’) ⇒ 146 + 144 = 290.

ტრანსლიტერაციაზე დაფუძნებული კოდირება (II ექსპერიმენტი)

პარალელურად, მეორე ექსპერიმენტში ქართული ტექსტი ჯერ გარდაიქმნა

შემუშავებული ბიექციური ტრანსლიტერაციის ლათინურ ექვივალენტებში, შემდეგ

კი თითოეული სიტყვა კოდირდა ანალოგიურად - ლათინური ასო-ნიშნების ათობით

მნიშვნელობათა ჯამით. ორივე მიდგომამ პრაქტიკულად მსგავსი შეფასების შედეგები

აჩვენა.

კომპრომისი ანაგრამებთან და ალტერნატივებთან შედარება

აღსანიშნავია, რომ ზემოთ აღწერილი “ჯამზე” დაფუძნებული კოდირება

ანაგრამებს სრულად ვერ განასხვავებს. თუმცა ეს კომპრომისი პრაქტიკულად

გამართლებულია, რადგან ჩვენს მონაცემებში იშვიათია ისეთი სხვადასხვა ფორმები,
38Python-ის Pandas ბიბლიოთეკაში კატეგორიული ტიპის მონაცემი არის ისეთი მონაცემთა ტიპი,

რომელსაც აქვს შეზღუდული და სასრული რაოდენობის მნიშვნელობები (კატეგორიები), ხშირ
შემთხვევაში წინასწარ განსაზღვრული.
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რომლებსაც ერთსა და იმავე რიცხვით მნიშვნელობა აქვს სხვა მახასიათებლების

კომბინაციასთან ერთად. ამავდროულად, მოცემული კოდირება მნიშვნელოვნად

ნაკლებ გამოთვლით რესურსს მოითხოვს, ვიდრე, მაგალითად, One-Hot Encoding

ან სხვა მაღალი განზომილებიანობის მქონე ვექტორიზაციის მეთოდები, რომლებიც

მკვეთრადზრდის გამოთვლით ხარჯებსდა ხშირად არაპრაქტიკულია სტანდარტული

კომპიუტერული რესურსებისთვის.

სამიზნე ცვლადის (სახელზმნის) ბიექციური კოდირება

სამიზნე ცვლადისთვის (სახელზმნა) ბიექციური კოდირება კრიტიკულად

აუცილებელია, რადგან პროგნოზის შედეგად მიღებული მნიშვნელობა უნდა

გადაიყვანებოდეს ტექსტში ერთმნიშვნელოვნად, ყოველგვარი ინტერპრეტაციის

გარეშე. ამის უზრუნველსაყოფად თითოეულ სახელზმნას მიენიჭა უნიკალური

მთელრიცხვითი იდენტიფიკატორი 0-დან 6 538-ის ჩათვლით, და შეიქმნა

შესაბამისობის ცხრილი, რომელიც უზრუნველყოფს კოდირება/დეკოდირებას

ერთმნიშვნელოვნად.

ნულოვანი და გამოტოვებული მნიშვნელობები

როგორც განხილულია 3.3 ქვეთავში, მონაცემთა ნაკრებში ზოგიერთი ველი

შეიძლება შეიცავდეს ნულოვან მნიშვნელობას, ხოლო სხვა ველში მნიშვნელობა

შესაძლოა გამოტოვებული იყოს. ნულოვანი მნიშვნელობა აღნიშნავს შესაბამისი

მორფოლოგიური მახასიათებლის არყოფნას კონკრეტულ ფორმაში და იგი შეცდომად

არ განიხილება, ხოლო გამოტოვებული მნიშვნელობა ასახავს დაკარგულ მონაცემს,

რომელიც უნდა აღდგეს. შესაბამისად, ნულოვანი მნიშვნელობები საწვრთნელ

მონაცემებში შენარჩუნდა და კოდირდა როგორც “0”, ვინაიდან მახასიათებლის

არყოფნაც ინფორმაციულია და შეიძლება გავლენას ახდენდეს მოდელის სწავლებაზე.

მე-13 სურათზე ნაჩვენებია ნულოვანი მნიშვნელობების პროცენტული მაჩვენებელი

შესაბამის ველებესთვის. ველები დაბოლოება” და მაკერი-12” აგებულია საწყისი

მონაცემების საფუძველზე სპეციალური სკრიპტების გამოყენებით. აღსანიშნავია, რომ

კონტაქტის ნიშანიუმეტეს შემთხვევაში ნულოვანი მნიშვნელობისაა, რაც თავისთავად

შეცდომას არ ნიშნავს.
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სურათი 13: გამოტოვებული მნიშვნელობები შეყვანილ მონაცემებში

Precision Recall F1-score Support

Accuracy 0.99 58933

Macro avg 0.98 0.98 0.98 58933

Weighted avg 0.99 0.99 0.99 58933

ცხრილი 4: გადაწყვეტილების ხის კლასიფიკაციის რეპორტი 14 მახასიათებლით

4.1.1 მოდელის კლასიფიკაციის ანგარიში

მოდელის გაწვრთნის შემდეგ შეიქმნა კლასიფიკაციის ანგარიში (იხილეთ მე-

4 ცხრილი), რომელიც აფასებს მოდელის მიერ გამოცნობის ეფექტიანობას და

მოდელის ხარისხს. ანგარიში მოცემულია სამი მეტრიკა: Precision, Recall და F1

score. მრავალკლასიან კლასიფიკაციის ამოცანაში ეს მეტრიკები გამოითვლება სამი

სხვადასხვა მიდგომით:

• მიკრო გასაშუალება (Micro-averaging) - ყველა კლასისთვის ჯერ ჯამურად

ითვლება TP, FP, FN და შემდეგ გამოითვლება Precision, Recall და F1-score. ეს

მიდგომა კარგად მუშაობს როდესაც კლასები თანაბრადაა გადანაწილებული.

უნდა აღინიშნოს ასევე, რომ ამ დროს მცირე კლასები შესაძლოა ჩაიკარგოს.

• მაკრო გასაშუალება (Macro-averaging) - თითოეული კლასისთვის Precision,

Recall და F1-score ცალკე გამოითვლება და ბოლოს აიღება მათი საშუალო

არითმეტიკული მნიშვნელობები. Macro-გასაშუალებასას ყველა კლასი

თანაბრად ფასდება. ამ დროს support-ის მნიშვნელობები მხედველობაში

არ მიიღება და შესაბამისად, უგულებელყოფს იმ ფაქტს, რომ ზოგი კლასი
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უფრო მნიშვნელოვანია (მონაცემთა რაოდენობით). ანუ იშვიათი კლასები

ისეთივე გავლენას ახდენენ, როგორც ხშირი. Support მნიშვნელობა აღნიშნავს

სინამდვილეში არსებული ნიმუშების რაოდენობას თითოეული კლასისთვის

სატესტო მონაცემებში.

• შეწონილი გასაშუალება (Weighted averaging) - Precision, Recall, F1-score

გამოითვლება ყველა კლასის შეწონილი მნიშვნელობით, სადაც თითოეული

კლასის support არის მხედველობაში მიღებული. Weighted avg ითვლის support-

ით დაბალანსებულ საშუალო მნიშვნელობებს, რაც მნიშვნელოვანი კლასების

წონას ზრდის.

მე-4 ცხრილში Accuracy აღნიშნავს Micro-averaging მონაცემებს. Micro Precision-

ს, Micro Recall-სა და Micro F1-score-ს ყოველთვის ერთი მნიშვნელობა აქვს, რადგან

ერთნაირი მონაცემები გამოიყენება. გამოითვლება შემდეგი ფორმულით:

Accuracy F1 =
TP

TP +
1

2
(FP + FN)

თითოეული მეტრიკისთვის, რაც ახლოსაა მისი მნიშვნელობა 1-თან, მით უკეთესია

მოდელი. 1 შეესაბამება 100%-ით სწორ გამოცნობას.

მე-4 ცხრილში წარმოდგენილი ყველა მაჩვენებელი (მაკრო, მიკრო და წონიანი

საშუალოები) ასახავს 98%-99%-იან გამოცნობის სიზუსტეს. თუმცა მნიშვნელოვანია

აღინიშნოს, რომ ეს მონაცემები წარმოადგენს გასაშუალოებულ მაჩვენებლებს. მე-

5 ცხრილში მოცემულია ინდივიდუალური სახელზმნების პროგნოზირების ქულები,

რომლებიც მერყეობს დიდ ინტერვალში - 99%, 80%, 35% და ჩამოდის 27%-ზეც კი.

მე-4 ცხრილში პირველი სვეტი აღნიშნავს პროგნოზირებული სახელზმნის რიცხვით

მნიშვნელობას, ხოლო ბოლო სვეტი - “Support” მნიშვნელობას. მაგალითად, კლასი

472 შეესაბამება სახელზმნა “ძებნა”-ს და სატესტო ნაკრებში ის 6-ჯერ გვხვდება, მაშინ

როდესაც კლასი 451, რომელიც აღნიშნავს “გორაობა”-ს, წარმოდგენილია 47-ჯერ.

4.2 გამოცნობილი ველების ვალიდაცია

4.1.1 ქვეთავში აღინიშნა, რომ 599 811 ზმნის ნაუღლები ფორმისთვის სახელზმნის

გამოცნობის სიზუსტე დაახლოებით 98%-99%-ია. კლასიფიკაციის ანგარიში იძლევა

მნიშვნელოვან წარმოდგენას უმრავლესი კლასის შემთხვევაში, თუმცა კონკრეტული

ინდივიდუალური კლასების შედეგებში არსებულმა ცვალებადობამ დამატებითი

ვალიდაციის საჭიროება გამოკვეთა.
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Precision Recall F1-score Support
... ... ... ... ...

0 1.00 1.00 1.00 37

270 1.00 0.98 0.99 310

411 0.98 0.99 0.98 415

363 0.97 0.99 0.98 1416
... ... ... ... ...

159 0.83 0.77 0.80 26

139 0.92 0.71 0.80 31

402 0.64 1.00 0.78 7

365 0.90 0.69 0.78 143
... ... ... ... ...

471 0.92 0.36 0.51 101

449 0.50 0.44 0.47 32

438 0.40 0.40 0.40 5

451 0.37 0.33 0.35 47

472 0.22 0.33 0.27 6

ცხრილი 5: კლასიფიკაციის რეპორტი ინდივიდუალური სახელზმნებისთვის

თითოეული სტრიქონის ხელით გადამოწმება ძალზე რთულ ამოცანას

წარმოადგენს. შემოწმების პროცესის გასამარტივებლად შევიმუშავეთ მარტივი

ინსტრუმენტი ავტომატური ვალიდაციისათვის. მისი ძირითადი პრინციპი

მდგომარეობს იმაში, რომ გამოცნობილი სახელზმნები ეჭვქვეშ ჩაითვალოს მაშინ,

როდესაც მათთან დაკავშირებული ატრიბუტების მნიშვნელობები - მათ შორის

საერთო ძირის იდენტიფიკატორი (ID) იცვლება. კონკრეტულად, ჩვენ ვეძებთ ისეთ

შემთხვევებს, როდესაც ერთი სტრიქონისათვის ID-ისა და სახელზმნის კომბინაცია

განსხვავდება მომდევნო სტრიქონის შესაბამისი კომბინაციისგან. ამ მიდგომის

შედეგად მიღებულ იქნა დაახლოებით 6,000-7,000 სტრიქონი, რომელიც საჭიროებს

ხელით შემოწმებას. შემდგომმა შეფასებამ აჩვენა, რომ ზუსტად პროგნოზირებული

სახელზმნის მნიშვნელობები შეადგენდა მთლიანი რაოდენობის დაახლოებით 98%–

99%-ს. ეს მაღალი სიზუსტე თანხვედრაშია გაწვრთნილი გადაწყვეტილების ხის

მოდელის წარმადობასთან და ამგვარად ადასტურებს მის ეფექტიანობას.
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გამოცნობილი სახელზმნების მნიშვნელობა შეირჩა საწვრთნელი მონაცემთა

ნაკრებში არსებული ვერსიებიდან, სადაც ხშირ შემთხვევაში დასაწყისში შეიცავს

სიმბოლო ასტერისკს (*) იმის აღსანიშნავად, რომ სრული სახელზმნის მიღება

შესაძლებელია გამოცნობილი სახელზმნისა და ზმნისწინის კომბინაციით. ამ

კომბინაციის გასამარტივებლად შემუშავებულია ახალი სკრიპტი.

აღსანიშნავია, რომ ზოგიერთი სახელზმნის მნიშვნელობა არც ასტერისკით იწყება

და არც ხმოვანზე სრულდება. ასეთი სახელზმნები დამწყებთათვის შესაძლოა რთული

აღსაქმელი იყოს, მაშინ როცა ენის მცოდნეთათვის იოლად ინტერპრეტირებადია.

მაგალითად, ექსპერტი მარტივად ამოიცნობს, რომ სახელზმნა “ყივილ”) უნდა იქნეს

გაგებული როგორც “ყივილი”, ხოლო “კავშირებინება” კონტექსტის გათვალისწინებით

შეიძლება ინტერპრეტირებული იქნას როგორც “დაკავშირებინება”.

შედეგების ვალიდაციისთვის გამოცნობილი სახელზმნები შედარებულ იქნა

ქართულ ეროვნულ კორპუსში არსებულ მონაცემებთან. Clarino INESS-ის მსგავსად,

ქეეკ-ის ანალიზატორის ლექსიკური ბაზა შედეგებს უფრო ლინგვისტებისთვის

გასაგებ ფორმატში წარმოადგენს და საჭიროებს დამატებით განმარტებას რიგითი

მომხმარებლისთვის, მითუმეტეს უცხოელებისთვის.

მაგალითად, ზმნის ნაუღლები ფორმისთვის “ვაადამიანებ” ქეეკ ბაზაში მოცემული

ლემის ვერსია არის: “გა·ადამიანებ[ა]/ადამიან”’.

გარდა ამისა, ქეეკ-ში მხოლოდ ქართული ასოებით არის მოცემული მონაცემები.

KARTUVERBS-ს მონაცემთა ბაზაში არსებული თითოეული ნაუღლები ზმნური

ფორმისთვის გაიგზავნა შესაბამისი მოთხოვნა ქეეკ-ის ანალიზატორში. ამ პროცესში

გამოყენებულ იქნა Parsing API39

მაგალითად, ქეეკ-ეს ანალიზატორის მიერ მოცემული ვერსიისთვის -

“გა·ადამიანებ[ა]/ადამიან” ზმნისწინია “გა”, სახელზმნა - “ადამიანება”, ხოლო ძირი -

“ადამიან”.

დეტალური ანალიზის შედეგად გამოვლინდა, რომ ქეეკ-ის მონაცემებშიზოგიერთი

ნაუღლები ფორმისთვის საერთოდ არ არის წარმოდგენილი ლემა და აღნიშნულია “??”

სიმბოლოთი. ასეთი შემთხვევების რაოდენობა შეადგენს 183, 232-ს, რაც მთლიანი

ფორმების დაახლოებით 4%-ს უდრის. გარდა ამისა, რიგ შემთხვევებში ლემები

მცდარია და არ მისდევს ქეეკ-ის ფორმატს. კერძოდ, ლემა მოცემულია სიტყვით

რომელიც სინამდვილეში ან ზედსართავი სახელია, ან უშუალოდ იგივე ნაუღლები

ფორმა.

მაგალითად, ნაუღლები ზმნისათვის “უბალანსო” ქეეკ მონაცემთა ბაზაში
39http://gnc.gov.ge/gnc/page?page-id=parsing-api
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ფორმა პროცენტი

ქეეკ და KARTUVERBS თანხვედრაშია 552 213 92%

ქეეკ და KARTUVERBS არაა თანხვედრაში 38 303 6.5%

ქეეკ-ში არაა მოცემული 9 295 1.5%

სულ 599 811 100%

ცხრილი 6: KARTUVERBS-დან გამოცნობილი სახელზმნებისა და ქეეკ-დან ამოღებული

სახელზმნების შედარებითი ცხრილი

მოცემული ლემაა ასევე “უბალანსო”’, რაც არასწორია, ვინაიდან სწორი სახელზმნა

არის “დაბალანსება”. ანალოგიურად, ფორმისთვის “ბურდო” ქეეკ-ში წარმოდგენილი

ლემა არის ასევე “ბურდო”, მაშინ როდესაც სწორი სახელზმნაა “აბურდვა”.

ზოგ ნაუღლებ ფორმას სახელზმნა საერთოდ არ გააჩნია. მაგალითად, ფორმა

“ხამდით” ძველ ქართულში არსებული ფორმაა და თანამედროვე ქართულში ეს

მნიშვნელობა შეესაბამება ისეთ გამონათქვამებს, როგორიცაა: “შეჰფერის”, “მართებს”,

“საჭიროა” , “უნდა”.

ჩვენი გაგებით, ქეეკ-ის მონაცემთა ბაზაში გამოტოვებული სახელზმნები

აღნიშნულია დეფიზით (“-”). მაგალითად, ნაუღლები ზმნის “უდრის” სახელზმნა

KARTUVERBS-ში მოცემულია როგორც “დარება”, მაშინ როდესაც ქეეკ-ში იგი აღნიშნულია

დეფიზით (“-”).

ქეეკ-ის ლემების ზოგადი ფორმატი, როგორც წესი, ასეთ სტრუქტურას მიჰყვება:

“ზმნისწინი·სახელზმნა[ხმოვანი]/ძირი”.

ზოგიერთ ნაუღლებ ზმნურ ფორმისთვის KARTUVERBS შეიცავს სახელზმნას,

რომელსაც ბოლო ხმოვანი აკლია, როგორც ზემოთ აღვნიშნეთ. ასეთ შემთხვევაში,

შესაძლებელია გამოყენებულ იქნას ქეეკ-ის სახელზმნის ვერსია, თუ ის

წარმოდგენილია. მაგალითად, “ბაჯბაჯ” ბოლოში შეივსო ხმოვნით “ი” და მივიღეთ

“ბაჯბაჯი”. ანალოგიურად, “ბზრიალ” ასევე შეივსო ხმოვნით “ი” და გახდა “ბზრიალი”.

ასეთი შემთხვევების რაოდენობაა 9, 851 (1.6%). აღნიშნული მიდგომით შესწორდა

სახელზმნები არა მხოლოდ გამოცნობილ მონაცემთა ნაკრებში, არამედ მთელ

KARTUVERBS ბაზაშიც.

მე-6 ცხრილში ასახულია KARTUVERBS-ის მიერ გამოცნობილი სახელზმნებისა და

ქეეკ-დან ამოღებული სახელზმნების შედარების შედეგები. გადაწყვეტილების ხის

ალგორითმის გამოყენებით გამოცნობილი 599,811 სახელზმნიდან, 552,213 (92%)

დაემთხვევა ქეეკ-ის ჩანაწერებს; 38,303 (6.5%) განსხვავებულია, ხოლო9,295 (1.5%) ქეეკ-
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ში არ იძებნება. შესაბამისად, 47,598 ფორმა ავტომატურად ვერ დადასტურდა.

ამ მიდგომაში დაცულია ჰიპოთეზა, რომ იმ შემთხვევაში, როდესაც KARTUVERBS და

ქეეკ-ის მონაცემები ემთხვევა, ორივე წყაროში მოცემულია სწორი სახელზმნა. ხოლო

შეუსაბამობისას საჭიროა დამატებითი გადამოწმების მეთოდების გამოყენება.

გამოცნობილი სახელზმნების ექპერტული ვალიდაციისთვის ჩვენ ვიყენებთ

ქრაუდსორსინგ პლატფორმას, კერძოდ HEADWORK40 41-ს, რომელიც არის ღია კოდზე

დაფუძნებული აკადემიური crowdsourcing პლატფორმა. HEADWORK იყენებს დინამიკურ

მიდგომებს პროცესების განთავსების, ვალიდაციის, ოპტიმიზაციის, მონიტორინგისა

და შესრულებისთვის, რითაც მნიშვნელოვნად ზრდის სისტემის მოქნილობასა და

რეაგირების უნარს კვლევითი საჭიროებების ცვლილების პირობებში (Gross-Amblard

et al., 2024).

HEADWORK-ში შემუშავებულია KARTUVERBS-ის ვალიდაციის ამოცანა, რომლის

მიზანია, შეფასდეს ქართული ზმნის ნაუღლები ფორმების სისწორე, ბუნებრიობა

და თანამედროვე ქართულ ენაში გამოყენებადობის ხარისხი. დავალება მოიცავს სამ

ძირითად კითხვას.

1. მოცემულიზმნისფორმა ეკუთვნისთანამედროვე ქართულსთუძველქართულს?

პასუხის ვარიანტებია:

• თანამედროვე - ფორმა გამოიყენება თანამედროვე მეტყველებაში ან წერით

ფორმებში.

• ძველი - ფორმა ითვლება მოძველებულად ან გვხვდება მხოლოდ

ლიტერატურულდა ისტორიულ ტექსტებში.

2. როგორ შეაფასებდით ზმნის ფორმის სისწორესა და ბუნებრიობას?

აღნიშნული კითხვა აფასებს როგორც გრამატიკულ სისწორეს, ისე გამოყენების

ბუნებრიობას თანამედროვე ქართულში. პასუხის ვარიანტებია:

• სწორი - ფორმა გრამატიკულად სწორია და ფართოდ გამოიყენება

თანამედროვე ქართულში.

• არასწორი - ფორმა გრამატიკულად მცდარია.

• არაბუნებრივი - ფორმა გრამატიკულად სწორია, მაგრამ არაბუნებრივია,

იშვიათად გამოიყენება ან არ შეესაბამება მოსალოდნელ მნიშვნელობას.
40პლატფორმა შემუშავებულია IRISA-ში (Institut de Recherche en Informatique et Systèmes Aléatoires)

David Gross-Amblard-ის მიერ.
41https://headwork.irisa.fr/headwork/
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• მცდარი და არაბუნებრივი - ფორმა ერთდროულად გრამატიკულად

არასწორია და სემანტიკური ან სტილისტური თვალსაზრისით მიუღებელი.

3. შეესაბამება თუ არა წარმოდგენილი სახელზმნა მოცემულ ზმნის ფორმებს?

პასუხის ვარიანტებია:

• დიახ - სახელზმნა სწორად შეესაბამება ზმნის ნაუღლებ ფორმას.

• არა - სახელზმნა არ შეესაბამება ან არასწორად ასახავს ზმნის ფორმის

მნიშვნელობას.

• შესაძლებელია ახალი სახელზმნ{,ებ}ის შემოთავაზებაც.

4.3 ტრანსლიტერაციის ექსპერიმენტი

მონაცემების დამუშავების ოპტიმიზაციისათვის საჭირო გახდა ახალი კოდირების

სისტემის იმპლემენტაცია. მართალია ფილტრაციის შედეგად ჩვენი მონაცემები

საგრძნობლად შემცირდა და 5 მილიონის ნაცვლად 300 000-ზე ჩამოვიდა, დიდი

მონაცემების დამუშავებისათვის პრობლემის გადაჭრის აუცილებლობა აშკარად

გამოიკვეთა, შესაბამისად ჩავატარეთ ტრანსლიტერაციის ექსპერიმენტები სხვადასხვა

ზომის ფაილებზე: 10 MiB, 100 MiB, 1 GiB და 5 GiB (“i” სიმბოლო ზომის ერთეულში

ხაზს უსვამს, რომ ფაილის ზომის ერთეული 2-ის ხარისხებით არის მოცემული და

არა 10-ის ხარისხებით42). ეს ფაილები ძირითადად შეიცავდა ქართულ სიმბოლოებს,

პერიოდულად კი მცირე ფრაგმენტებსლათინური სიმბოლოებით. ტექსტი მოვიპოვეთ

საინფორმაციო პორტალებიდან, რაც უზრუნველყოფს ტექსტის ლიტერატურული

ენით წარმოდგენას. შემდეგ, ფაილებზე განხორციელდა ტრანსლიტერაცია

და ქართული სიმბოლოები გარდაიქმნა მათი ლათინური ეკვივალენტებით

ტრანსლიტერაციის ცხრილის მიხედვით. ტრანსლიტერირებული ლათინური

მონაკვეთები მოინიშნა წინასწარ შერჩეული მარკერით. შედეგად, თითოეული

ფაილის ტრანსლიტერირებული ვერსია დაახლოებით მესამედ ზომამდე შემცირდა.

ექსპერიმენტში მარკერებად შეირჩა ASCII კოდირების საკონტროლო სიმბოლოები.

კონკრეტულად, გამოყენებულ იქნა NULL სიმბოლო, File Separator (FS) და Record

Separator (RS). ეს ერთ ბაიტიანი სიმბოლოები აირჩა მათი უხილავი ბუნების გამო,

რათა არ შეიცვალოს ტექსტი ვიზუალურად. მნიშვნელოვანია აღინიშნოს, რომ

NULL სიმბოლოს აღქმა შესაძლოა მცირე განსხვავებებით ხდებოდეს სხვადასხვა
42IEC (International Electrotechnical Commission) სტანდარტით 1 KiB (kibibyte, კიბიბაიტი) = 1024 B

(ბაიტი), ხოლო IEEE / SI (International System of Units)-ის მიხედვით 1 KB (kilobyte, კილობაიტი) = 1000 B
(ბაიტი).
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### Variables:

export Marker='\x0' # Marker=$'\036' # Marker=$'\034'

export Ka='აბგდევზთიკლმნოპჟრსტუფქღყშჩცძწჭხჯჰ'

export Lat='abgdevzTiklmnopJrstufqRySCcZwWxjh'

### Transliteration

sed -e "s/[a-zTJRSCZW]*[a-zTJRSCZW]/${Marker}&${Marker}/g"

-e "y/$Ka/$Lat/" File > File_tr

### Detransliteration

sed "s/\(${Marker}[^${Marker}]*[^${Marker}]${Marker}\)\1*/

\n&\n /g;G;s/^/ /" File_tr |

sed -e '/^ /y/'${Lat}/${Ka}'/;/./{H;d;}'

-e 'x;s/\n \{0,1\}//g' -e "s/${Marker}//g" >File_restored

სურათი 14: sed ბრძანება ტრანსლიტერაცია/დეტრანსლიტერაციისთვის.

პლატფორმასა და დაპროგრამების ენაში. ჩვენს სკრიპტებში შესაძლებელია

ალტერნატიული მარკერების გამოყენებაც, იქნება ეს სპეციალური კონტროლის

სიმბოლოები თუ ცალკეული უხილავი თუ ხილული სიმბოლო ან მათი

თანმიმდევრობა, რომელიც კონკრეტულ შემთხვევაზე უნდა იქნას მორგებული.

ქართული ტექსტის სიმბოლო-სიმბოლოდ ტრანსლიტერაციისთვის შექმნილია

Python სკრიპტი - ka2lat.py, რომელიც იყენებს სპეციალურ ka2lat შესაბამისობის

ცხრილს, რათა ქართული სიმბოლოები გარდაიქმნას ლათინურ სიმბოლოებში.

დეტრანსლიტერაციისთვის შეიქმნა lat2kat.py სკრიპტი, რომელიც იყენებს

შებრუნებულ შესაბამისობის ცხრილს - lat2kat.

ორივე სკრიპტი გაშვებისას მოითხოვება ორი პარამეტრი: PATH_To_File, რომელიც

განსაზღვრავს შემავალი ფაილის გზას, დაMarker, რომელიც განსაზღვრავს სიმბოლოს,

რომელიც გამოიყენება შესაბამისი ლათინური ფრაგმენტების იზოლირებისთვის.

ხაზ-ხაზ ტრანსლიტერაცია/დეტრანსლიტერაციისთვის გამოყენებულ იქნა

ბრძანება sed (იხილეთ მე-14 სურათი), სადაც ფაილი File შეიცავს ქართულ და

არაქართულსიმბოლოებს ერთდროულად. ტრანსლიტერირებული ვერსია შენახულია

File_tr-ში, ხოლო აღდგენილი ვერსია შენახულია File_restored-ში.
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ბუფერზე დაფუძნებული ტრანსლიტერაცია/დეტრანსლიტერაციისთვის

გამოყენებულ იქნა vim ბრძანება ისე, როგორც ეს მოცემჯული მე-15 სურათზე.

### Variables:

export Marker=$'\036' # (Marker=$'\034')

### Transliteration

vim -c ":%s/[a-zTJRSCZW]*[a-zTJRSCZW]/$Marker&$Marker/g"

-c '%!sed "y/აბგდევზთიკლმნოპჟრსტუფქღყშჩცძწჭხჯჰ/abgdevzTik

lmnopJrstufqRySCcZwWxjh/"' -c ':wq' File

### Detransliteration

vim -S <(echo "source tr.vim") -c "%s/$Marker\zs[^$Marker]

*$Marker\|\zs[a-zTJRSCZW]/\=Translate(submatch(0))/g"

-c "%s/$Marker//g" -c 'wq' File_restored

### create a vim function in the file tr.vim

$ cat tr.vim

" translate.vim

function! Translate(char)

let charmap = {'a': 'ა', 'b': 'ბ', 'g': 'გ', 'd': 'დ', 'e':

'ე', 'v': 'ვ', 'z': 'ზ', 'T': 'თ', 'i': 'ი', 'k': 'კ', 'l':

'ლ', 'm': 'მ', 'n': 'ნ', 'o': 'ო', 'p': 'პ', 'J': 'ჟ', 'r':

'რ', 's': 'ს', 't': 'ტ', 'u': 'უ', 'f': 'ფ', 'q': 'ქ', 'R':

'ღ', 'y': 'ყ', 'S': 'შ', 'C': 'ჩ', 'c': 'ც', 'Z': 'ძ', 'w':

'წ', 'W': 'ჭ', 'x': 'ხ', 'j': 'ჯ', 'h': 'ჰ'}

return get(charmap, a:char, a:char)

endfunction

სურათი 15: vim ბრძანება ტრანსლიტერაცია/დეტრანსლიტერაციისთვის.

ეს სკრიპტები წარმატებით იქნა გამოცდილი ტრანსლიტერაციისა და

დეტრანსლიტერაციისთვის სხვადასხვა ზომის ფაილებზე: 10 MiB, 100 MiB, 1 GiB

და 5 GiB. თითოეულ შემთხვევაში, აღდგენილი ფაილები შედარებულ იქნა ორიგინალ
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ვერსიებთან cmp ბრძანების გამოყენებით და ყველა შემთხვევაში აღმოჩნდა 100%-ით

იდენტური. ეს ადასტურებს ტრანსლიტერაციისა და აღდგენის პროცესის სიზუსტეს,

რაც ამ ტრანსფორმაციების საუკეთესო ხარისხის შეფასებას წარმოადგენს. თუმცა,

ფაილების ზომის ზრდასთან ერთად, დამუშავების დრო შემზღუდველი ფაქტორი

შეიძლება გახდეს.

ექსპერიმენტში მნიშვნელობა ენიჭება დისკის ბუფერიზაციასა და ქეშ მეხსიერებას

მონაცემთა წაკითხვისა და ჩაწერის ოპტიმიზაციისთვის. გაზომვები ჩატარდა

სხვადასხვა ზომის ფაილების ქეშირებულ მონაცემებზე.

საერთო ჯამში, ამ ექსპერიმენტის მიზანია ტრანსლიტერაციისა და

დეტრანსლიტერაციის სხვადასხვა მიდგომების შედარება, პრაქტიკულობისა და

მარტივად შესრულების გამოსავლენად.

5 შედეგები და მეცნიერული სიახლე

ნაშრომში მიღებული შედეგები წარმოადგენს მეცნიერულ სიახლეს რამდენიმე

მიმართულებით. წარმოდგენილია ქართული ზმნის მორფოლოგიის

ფორმალიზებული სემანტიკური აღწერა დაკავშირებულ მონაცემებზე

დაფუძნებით. განსხვავებით არსებული ლექსიკოგრაფიული და მორფოლოგიური

ინსტრუმენტებისგან, შემოთავაზებული მიდგომა არ ეფუძნება კონკრეტულ საძიებო

ფორმას და უზრუნველყოფს ლემატიზაციის სტანდარტიზაციას რესურსებს შორის.

დისერტაციის ფარგლებში შემუშავდა ქართული ზმნის ლემატიზაციისთვის

მასშტაბური ციფრული ინფრასტრუქტურა KARTUVERBS, რომელიც აერთიანებს

დაკავშირებული ღია მონაცემების პრინციპებს, სემანტიკურ მოდელირებას (RDF/URI)

და მანქანურ სწავლებას. ზმნური ფორმა, მორფოლოგიური კომპონენტი და

გრამატიკული კატეგორია წარმოდგენილია როგორც დამოუკიდებელი სემანტიკური

ერთეულები, რაც მრავალმხრივი ნავიგაციის (ფორმა ↔ ლემა ↔ პარადიგმა;

ატრიბუტი↔ შესაბამისი ფორმები და პირიქით) შესაძლებლობას იძლება და ამცირებს

ლექსიკონის/ლემატიზაციის ერთ კონკრეტულ პრაქტიკაზე დამოკიდებულებას.

მიღებული რესურსი გამოირჩევა მოცულობითაც: მრავალსაფეხურიანი

ტრანსფორმაციის შედეგად მიღებულია 16 000-ზე მეტი ზმნის დაახლოებით 5

მილიონი ნაუღლები ფორმა და 80 მილიონზე მეტი ურთიერთკავშირი, რაც ქართული

ზმნის პარადიგმების ერთ-ერთ ყველაზე ვრცელ ციფრულ რეპოზიტორად აისახა.

დისერტაციის მეცნიერული სიახლეორი მიმართულებითაც მკაფიოდიკვეთება: (ა)

შემუშავებულია ბიექციური ტრანსლიტერაციის ალგორითმი, რომელიც ინარჩუნებს
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შექცევადობასდა ამცირებს მონაცემთაზომასდაახლოებით 3-ჯერ, ხოლოგამოთვლით

ოპერაციებს აჩქარებს დაახლოებით 18-ჯერ; (ბ) დეფიციტური მორფოლოგიური

ატრიბუტების შესავსებად გამოყენებულია გადაწყვეტილების ხის მოდელი, რომელმაც

აჩვენა 98–99% სიზუსტე და ვალიდაცია ქეეკ-სთან შედარებით.

ქვემოთ წარმოდგენილია მიღებული შედეგები დეტალურად ორ ქვეთავში:

5.1-ში განიხილება ტრანსლიტერაციის შედეგები და მისი გავლენა რესურსის

მასშტაბირებადობასა და გამოთვლით ეფექტიანობაზე, ხოლო 5.2-ში აღწერილია

“სემანტიკური ვების ბაზა - Kartuverbs” როგორც RDF/SPARQL-ზე დაფუძნებული

ცოდნის გრაფი და მისი გამოყენების სცენარები.

5.1 ტრანსლიტერაციის შედეგები

ექსპერიმენტის მსვლელობის პარალელურად შეგროვდა დეტალური ინფორმაცია

რესურსების გამოყენების შესახებ სხვადასხვა ზომის ფაილებისთვის - 10 MiB, 100

MiB, 1 GiB და 5 GiB - Python სკრიპტების, Sed და Vim ბრძანებების გამოყენებით. ამ

პროცესებზე დაკვირვებისთვის გამოყენებულ იქნა shell-ის time ბრძანება -v ოფციით,

რომელიც ზომავს შესრულების სხვადასხვა მეტრიკას და გვაწვდის ყოვლისმომცველ

ანგარიშს, მათ შორის შესრულების დროს, პროცესორის დატვირთვასა და მეხსიერების

გამოყენებას.

მე-7 ცხრილში წარმოდგენილია ტრანსლიტერაციისა და

დეტრანსლიტერაციისთვის საჭირო დროები სხვადასხვა ზომის ფაილებზე სამი

განსხვავებული მიდგომის გამოყენებით: სიმბოლო-სიმბოლო დამუშავება Python

სკრიპტებით (ka2lat.pyდა lat2ka.py), სტრიქონ-სტრიქონდამუშავება sed ბრძანებით

და ბუფერზე დაფუძნებული დამუშავება vim ბრძანებით. ეს ცხრილები იძლევა

თითოეული მიდგომის შესრულებისა და რესურსების მოხმარების სურათს.

მე-16 სურათზე მოცემული დიაგრამები ასახავს მე-7 ცხრილში წარმოდგენილ

მონაცემებს, რაც ცხადყოფს, რომ დამუშავების დროის თვალსაზრისით vim

ბრძანება აღწევს საუკეთესო შედეგს ტრანსლიტერაციისთვის, ხოლო sed ბრძანება -

დეტრანსლიტერაციისთვის.

მე-8 ცხრილი აჩვენებს მეხსიერების გამოყენებას ტრანსლიტერაციისა და

დეტრანსლიტერაციისთვის სხვადასხვა ფაილის ზომის მიხედვით, აღნიშნული

სამი განსხვავებული მიდგომის გამოყენებით: სიმბოლო-სიმბოლო დამუშავება,

სტრიქონ-სტრიქონ დამუშავება და ბუფერზე დაფუძნებული დამუშავება.

აღსანიშნავია, რომ, Python-ის სკრიპტები და sed ბრძანებები სხვადასხვა ზომის
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Python

ფაილის ზომა (MB) 10 100 1024 5120

ტრანსლიტერაციის დრო (წმ) 9 108 1167 5448

დეტრანსლიტერაციის დრო (წმ) 3.4 39.5 523 1954

Sed

ფაილის ზომა (MB) 10 100 1024 5120

ტრანსლიტერაციის დრო (წმ) 5.2 51.3 537 2683

დეტრანსლიტერაციის დრო (წმ) 0.41 4 39.5 200

Vim

ფაილის ზომა (MB) 10 100 1024 5120

ტრანსლიტერაციის დრო (წმ) 1 10 105 568

დეტრანსლიტერაციის დრო (წმ) 43 571 1140 35845

ცხრილი 7: ტრანსლიტერაციისა და დეტრანსლიტერაციის პროცესების

ხანგრძლივობა.
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სურათი 16: ტრანსლიტერაციისა და დეტრანსლიტერაციის პროცესის დეტალები.
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Python

ფაილის ზომა (MiB) 10 100 1024 5120

გამოყენებული მეხსიერება ტრანსლიტერაციისას (MiB) 10 10 11 11

გამოყენებული მეხსიერება დეტრანსლიტერაციისას (MiB) 10 11 11 11

Sed

ფაილის ზომა (MiB) 10 100 1024 5120

გამოყენებული მეხსიერება ტრანსლიტერაციისას (MiB) 3 3 3 3

გამოყენებული მეხსიერება დეტრანსლიტერაციისას (MiB) 3 3 3 3

Vim

ფაილის ზომა (MiB) 10 100 1024 5120

გამოყენებული მეხსიერება ტრანსლიტერაციისას (MiB) 44 352 3432 16507

გამოყენებული მეხსიერება დეტრანსლიტერაციისას (MiB) 34 250 2409 11460

ცხრილი 8: ტრანსლიტერაციისა და დეტრანსლიტერაციისას გამოყენებული

მეხსიერება (MB)

ფაილების დასამუშავებლად დაახლოებით იგივე მეხსიერებას იყენებს, როგორც

ტრანსლიტერაციის, ასევე დეტრანსლიტერაციისთვის. Python-ის სკრიპტებისთვის,

მეხსიერების გამოყენების უცვლელობა რამდენიმე ფაქტორით არის განპირობებული.

პირველი ესაა ფაილის შიგთავსის ნაწილ-ნაწილ კითხვა (Reading by chunks) - სკრიპტი

ამუშავებს ფაილის ნაწილს რიგრიგობით მთელი ფაილის მეხსიერებაში ერთბაშად

ჩატვირთვის ნაცვლად. ეს მიდგომა ამცირებს მეხსიერების დატვირთვას, რადგან

ფაილის მხოლოდ მცირე ნაწილი ინახება მეხსიერებაში დროის ნებისმიერ მომენტში.

მეორე, ესაა შიდა ბუფერი: Python იყენებს შიდა ბუფერის მექანიზმს ფაილის

შეტან/გამოტანის ოპერაციებისთვის. ბუფერიზაცია არ მასშტაბირდება ფაილის

ზომის პროპორციულად, რაც უზრუნველყოფს მეხსიერების დაზოგვას. მესამე

ფაქტორი დაკავშირებულია ეფექტიან შეტან/გამოტანის სისტემასთან: f.read(1)-ის

გამოყენებით ყოველ ჯერზე ერთი სიმბოლოს წაკითხვა უზრუნველყოფს იმას, რომ

მეხსიერებაში მხოლოდ მცირე რაოდენობის მონაცემები იყოს შენახული. ფაილის

შეტან/გამოტანის ოპერაციების ეს ეფექტიანი დამუშავება ხელს უწყობს მეხსიერების

სტაბილურ გამოყენებას. აგრეთვე, აღსანიშნავია მონაცემთა სტრუქტურაც: ka2lat და

lat2kaლექსიკონები შედარებით პატარა მონაცემთა სტრუქტურებია შემავალი ფაილის

ზომასთან შედარებით და მათი ზომა მნიშვნელოვნად არ მოქმედებს მეხსიერების
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საერთო გამოყენებაზე.

sed ბრძანების შესრულების დროს ოპერატიული მეხსიერების მაქსიმალური

გამოყენება არ აღემატებოდა 3 MiB-ს დასამუშავებელი ფაილის ზომის მიუხედავად.

ეს შედეგი განპირობებულია იმით, რომ sed ამუშავებს მონაცემებს ნაკადის რეჟიმში.

ფაილის მთლიანი შიგთავსის მეხსიერებაში ჩატვირთვის ნაცვლად sed კითხულობს

შემავალ ფაილს სტრიქონ-სტრიქონ ან მცირე ნაწილებად, იყენებს მითითებულ

ოპერაციებს და შედეგს წერს გამომავალ ფაილში. ეს ნიშნავს, რომ sed ბრძანება დროის

ნებისმიერ მომენტში იყენებს ფაილის მხოლოდ მცირე ნაწილს, რომელიც ინახება

მეხსიერებაში, დასამუშავებელი ფაილის ზომის მიუხედავად.

ამის საპირისპიროდ, vim ბრძანების გამოყენებისას აღინიშნება მეხსიერების

გამოყენების მნიშვნელოვანი ზრდა დასამუშავებელი ფაილის ზომის ზრდასთან

ერთად. ეს ქცევა გამოწვეულია იმით, რომ vim ფაილის მთლიან შიგთავსს ტვირთავს

მეხსიერებაში მისი შემდგომი რედაქტირებისთვის. ეს მიდგომა განსხვავდება

sed-სა და Python-ის მიდგომისგან, სადაც დროის რაღაც მომენტში ფაილის

ნაწილი მუშავდება. დიდი ფაილებისთვის vim ბრძანების გამოყენებამ შეიძლება

გამოიწვიოს მეხსიერების მნიშვნელოვანი დაკავებულობა. დამატებით, vim ინახავს

განხორციელებული ოპერაციების ისტორიას (ე.წ. undo history) და ბუფერს მთელი

ფაილისთვის, რაც ზრდის მეხსიერების გამოყენებას. ეს ფუნქცია სასარგებლოა

და საშუალებას იძლება გაუქმდეს ან დაბრუდნეს განხორციელებული მიმდინარე

ცვლილებები, მაგრამ ასევე ზრდის მეხსიერების მოხმარებას, განსაკუთრებით დიდი

ფაილებისთვის.

პროცესორის დროის მხრივ, აღსანიშნავია, რომ პროცესორის გამოყენებადობა

სამივე ბრძანების (Python, sed, vim) შემთხვევაში იყო მაღალი. პროცესორის

დატვირთვა, მრავალი ბირთვის არსებობის მიუხედავად, აღინიშნებოდა ერთ

ბირთვზე და ისიც, თითქმის 99%-ით. ეს განპირობებულია იმით, თუ როგორ

არის ეს ინსტრუმენტები შექმნილი სისტემის რესურსების მუშაობისა და გამოყენების

თვალსაზრისით. როგორც sed, ასევე vim ბრძანება მუშაობს ერთნაკადიან რეჟიმში. ეს

ნიშნავს, რომ მაშინაც კი, თუ სერვერს აქვს მრავალი ბირთვი, ეს ინსტრუმენტები

არ იყენებს პარალელურ დამუშავებას ძირითადი ოპერაციებისთვის. ისინი

ასრულებენ ამოცანებს ერთ ბირთვზე და არ ანაწილებენ სამუშაო დატვირთვას სხვა

ბირთვებზე. sed-სა და vim-ს არ აქვთ ჩაშენებული პარალელიზმი დიდი ფაილების

დასამუშავებლად. ისინი ტექსტურ ოპერაციებს თანმიმდევრულად ამუშავებს ერთ

ბირთვზე. Python-ის სკრიპტი, ასევე, არ იყენებს ნაგულისხმევი მნიშვნელობით

პარალელიზაციის მექანიზმს, ამიტომ ის ნაგულისხმევად მუშაობს ერთ ბირთვზე.
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შესრულებული ოპერაციები (ჩანაცვლება, ძიება, ტრანსლიტერაცია) ძირითადად

პროცესორის რესურსებს მოითხოვს. ისინი მოიცავს ინტენსიურ გამოთვლებს,

რომლებიც სრულდება ერთ ნაკადზე.

ძირითადი დასკვნები:

• Python სკრიპტები:

– შესრულების ეფექტიანობა: Python-ის სკრიპტების გამოყენებისას (როგორც

ტრანსლიტერაციის ka2lat.py, ასევე დეტრანსლიტერაციისას lat2ka.py)

აღინიშნა თანმიმდევრულად ზრდადი შესრულების დრო სხვადასხვა

ფაილის ზომისთვის. დამუშავების დრო წრფივად იზრდებოდა ფაილის

ზომასთან ერთად (10 MiB, 100 MiB, 1 GiB, 5 GiB), რაც მიუთითებს

ეფექტიანობასთან დაკავშირებულ პოტენციურ პრობლემებზე დიდი

ზომის მონაცემების დამუშავებისას.

– CPU-ს გამოყენება: სხვადასხვა ზომის ფაილის დამუშავებისას Python-ის

სკრიპტებმა გამოიყენეს ერთი ბირთვი, თითქმის 99%-ით. CPU-ს ასეთი

მაღალი გამოყენება ტიპურია Python-ის ერთნაკადიანი შესრულებისთვის,

რადგან ნაგულისხმევი მნიშვნელობით არ იყენებს მრავალბირთვიან

დამუშავებას.

– მეხსიერების გამოყენება: მეხსიერების გამოყენებადობა ფაილის ზომის

მიუხედავად უცვლელი დარჩა - დაახლოებით 11 MiB. მეხსიერების ეს

ეფექტიანი მართვა შეიძლება მივაწეროთ Python-ის შიდა ბუფერიზაციას და

ფაილების დამუშავებას, რაც ამცირებს მეხსიერების დატვირთვას ფაილის

სიმბოლო-სიმბოლო წაკითხვით და დამუშავებით, მთლიანი ფაილის

მეხსიერებაში ჩატვირთვის ნაცვლად.

• Sed ბრძანება:

– შესრულების ეფექტიანობა: sed ბრძანება, რომელიც ცნობილია

ნაკადის რედაქტირების ეფექტიანობით, საუკეთესო შედეგი ანახა

დეტრანსლიტერაციის ამოცანაში. ის მნიშვნელოვნად უფრო სწრაფი

იყო, ვიდრე Python სკრიპტი, როგორც ტრანსლიტერაციის, ასევე

დეტრანსლიტერაციისთვის.

– CPU-ს გამოყენება: Python-ის მსგავსად, sed-ც იყენებდა თითქმის მთელ

ხელმისაწვდომ CPU დროს მხოლოდ ერთ ბირთვზე. თუმცა sed-ის
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ნაკადური დამუშავების მიდგომა საშუალებას იძლევა ეფექტიანად

დამუშავდეს დიდი ფაილები.

– მეხსიერების გამოყენება: მეხსიერების გამოყენების თვალსაზრისით

sed ბრძანებამ შთამბეჭდავად მცირე ზომის მეხსიერება გამოიყენა,

ყველაზე მეტი 3 MiB დასამუშავებელი ფაილის ზომის მიუხედავად. ეს

განპირობებულია იმით, რომ sed ამუშავებს მონაცემებს ნაკადის რეჟიმში.

ეს საშუალებას აძლევს მას ეფექტიანად დაამუშაოს დიდი ზომის ფაილები

პროპორციული რაოდენობის მეხსიერების გარეშე.

• Vim ტექსტური რედაქტორი:

– შესრულების ეფექტიანობა: ბუფერზე დაფუძნებული მიდგომის წყალობით

Vim ბრძანებამ ტრანსლიტერაციისთვის ყველაზე სწრაფიდამუშავებისდრო

აჩვენა, გაცილებით მცირე დრო ვიდრე Python და sed ბრძანებებმა. თუმცა,

დეტრანსლიტერაციისთვის ყველაზე ნელი შესრულება დაფიქსირდა,

განსაკუთრებითდიდი ზომის ფაილებისთვის. ეს შედეგი განპირობებულია

დეტრანსლიტერაციის პროცესში მრავალი ჩანაცვლების, პირობითი

შემოწმების და კონტექსტის გადართვისთვის საჭირო გამოთვლითი

ხარჯებით.

– CPU-ს გამოყენება: სხვა ინსტრუმენტების მსგავსად, Vim იყენებდა CPU-ს

ერთი ბირთვის თითქმის 99%-ს ფაილის ყოველ ზომაზე.

– მეხსიერების გამოყენება: Python-ისა და sed-ისგან განსხვავებით, Vim-

ის მეხსიერების გამოყენება მნიშვნელოვნად გაიზარდა ფაილის ზომასთან

ერთად. ტრანსლიტერაციისთვის, მეხსიერების მოხმარება გაიზარდა

44 MiB-დან (10 MiB ფაილისთვის) 16.5 GiB-მდე (5 GiB ფაილისთვის).

დეტრანსლიტერაციისას, მეხსიერების გამოყენება მერყეობდა 34 MiB-დან

(10 MiB ფაილისთვის) 11.5 GiB-მდე (5 GiB ფაილისთვის). მეხსიერების ეს

მაღალი მოხმარება განპირობებულია Vim-ის რედაქტირების მოდელით (in-

memory editing model). როგორც ინტერაქტიული ტექსტური რედაქტორი, ის

ფაილის მთლიან შიგთავსს მეხსიერებაში ტვირთავს რედაქტირებისთვისდა

ასევე, ინახავს ბუფერსა და გაუქმების ისტორიას.

მნიშვნელოვანია აღინიშნოს, რომ ეს მონაცემები ექსპერიმენტების დროს

ქეშირებული იყო. ქეშირების მექანიზმი გადამწყვეტ როლს თამაშობს მონაცემთა

დამუშავების ექსპერიმენტებში მუშაობის ოპტიმიზაციაში, რესურსების გამოყენებასა
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და მასშტაბირებაში. მათი მნიშვნელობა უფრო თვალსაჩინო ხდება მონაცემების

ზომისა და გამოთვლების სირთულის ზრდასთან ერთად.

შედარება და შედეგები:

• შესრულების გაზომვებმა ხაზი გაუსვა შესაბამისი მეთოდის არჩევის

მნიშვნელობას დავალების ბუნებისა და მონაცემთა მოცულობის მიხედვით.

• Vim-ის შესრულების შედეგი, რომელიც მის ბუფერულ მექანიზმს მიეწერება,

ხაზს უსვამს მის შესაფერისობას ტრანსლიტერაციის მნიშვნელოვანი

დატვირთვებისდასამუშავებლად, განსაკუთრებით მაშინ, როდესაც მეხსიერების

გამოყენება შეზღუდვას არ წარმოადგენს.

• ექსპერიმენტმა ხაზი გაუსვა shell ბრძანებების, როგორიცაა sed, პრაქტიკულ

უპირატესობას დამუშავების სიჩქარის თვალსაზრისით, განსაკუთრებით

იმ სცენარებში, რომლებიც მოიცავს მონაცემთა ფართო დამუშავებას

დეტრანსლიტერაციის დროს. ეს ბრძანებები გვთავაზობენ მსუბუქ და ეფექტიან

გადაწყვეტას იმ ამოცანებისთვის, რომლებიც არ საჭიროებს კომპლექსურ

რედაქტორებს ან უფრო რთული სკრიპტინგის ენებს.

• Python-ის გამოყენების სიმარტივისა და მოქნილობის მიუხედავად, მისი

შესრულების უფრო ხანგრძლივი დრო ტექსტის სიმბოლო-სიმბოლო

დამუშავებისას sed-თან შედარებით მიუთითებს, რომ ის შეიძლება არ

იყოს საუკეთესო არჩევანი დიდი ზომის ფაილებისთვის. თუმცა, Python-ის

შესაძლებლობები უფრო რთული ოპერაციებისთვის მას ძლიერ კანდიდატად

აქცევს იმ ამოცანებისთვის, რომლებიც სცილდება ტექსტის უბრალო

დამუშავებას.

• მიღებული შედეგები ხაზს უსვამს ტექსტისდამუშავებისა და ტრანსლიტერაციის

ინსტრუმენტების შერჩევისას მეხსიერების გამოყენებას, დამუშავების სიჩქარესა

და ამოცანების სირთულეს შორის კომპრომისის მნიშვნელობას.

ექპერიმენტი ჩატარდა, აგრეთვე, სხვადასხვა shell ბრძანებებით სხვადასხვა ზომის

ფაილებზე: 10 MiB, 100 MiB, 1 GiB და 5 GiB. გამოყენებული ბრძანებების

ნუსხვა ჩამოთვლილია მე-9 ცხრილში, ხოლო მე-10 ცხრილში ნაჩვენებია ტექსტის

დამუშავების დროს ამ ბრძანებების შესასრულებლად საჭირო დროები წამებში. ის

მოიცავს ისეთ სცენარებს, როდესაც რამდენიმე ბრძანება გადაბმულია ერთმანეთთან

მილით, რადგან shell-ში ტექსტის დამუშავება, როგორც წესი, მოიცავს ბრძანებების
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1
cat file > /dev/null

cat file_tr > /dev/null

2
sort file > /dev/null

sort file_tr > /dev/null

3
wc -l file > /dev/null

wc -l file_tr > /dev/null

4
uniq file > /dev/null

uniq file_tr > /dev/null

5
grep -v ‘[ა-ჰ]’ file > /dev/null

grep -v ‘[a-z]’ file_tr > /dev/null

6
sed ‘/[ა-ჰ]/d’ file > /dev/null

sed ‘/[a-z]/d’ file_tr

7
awk -F" " '{print $NF}' file > /dev/null

awk -F" " '{print $NF}' file_tr > /dev/null

8
tr -d [0-9] < file > /dev/null

tr -d [0-9] < file_tr > /dev/null

9
paste file > /dev/null

paste file_tr > /dev/null

10
cat file | sort | uniq > /dev/null

cat file_tr | sort | uniq > /dev/null

11
cat f|sort|uniq|grep -v '[ა-ლ]'|sed -n '/^[მ-პ]/p' | tr -s " " >/dev/null

cat f_tr|sort|uniq|grep -v '[ა-ლ]'|sed -n '/^[მ-პ]/p'|tr -s " ">/dev/null

ცხრილი 9: ექპერიმენტში გამოყენებული სხვადასხვა shell ბრანებები

სერიას. თითოეული ბრძანება გამოყენებულია ორ განსხვავებულ ფაილზე: ერთი

შეიცავს ქართულიტექსტებსლათინური სიმბოლოების მცირეფრაგმენტებთან ერთად,

ხოლო მეორე - მისი ტრანსლიტერირებული ვერსიაა. ეს ფაილები მე-9 ცხრილში

იდენტიფიცირებულია როგორც ’file’ და ’file_tr’. გარდა ამისა, მნიშვნელოვანია

აღინიშნოს, რომ ’>/dev/null’ ჩანაწერი დამატებულია ყველა ბრძანებაზე. ბრძანებების

შედეგის გადამისამართება >/dev/null43 სპეციალურ ფაილში უზრუნველყოფს, რომ

ბრძანების შედეგი არ გამოჩნდეს ტერმინალში. ეს პრაქტიკა სასარგებლოა, როდესაც
43Unix/Linux სისტემებში ’/dev/null’ არის სპეციალური “device” ტიპის ფაილი, რომელიც იღებს

ნებისმიერ მონაცემს, მაგრამ არ ინახავს მას არსად ანუ ყველაფერი რაც მასში იწერება, უბრალოდ ქრება.
შესაბამისად, ის “ნაგვის ყუთი”-ის როლს თამაშობს ტერმინალში.
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ფაილის ზომა (MB) 10 100 1024 5120

ბრძანება დრო (წმ) ფაქტორი (x)

1
0.007 1.40 0.029 2.07 0.176 2.47 0.940 3.26

0.005 0.014 0.071 0.288

2
0.199 10.47 3.534 19.5 18.113 14.53 69.555 12.66

0.019 0.181 1.246 5.492

3
0.009 1.8 0.037 2.1 0.246 2.5 1.079 2.6

0.005 0.018 0.100 0.418

4
0.039 2.1 0.255 4 2.434 2.5 12.344 2.6

0.019 0.108 0.964 4.713

5
0.015 3.8 0.054 10.8 0.449 90 2.165 433

0.004 0.005 0.005 0.005

6
0.018 1.5 0.084 1.6 0.761 2.4 3.831 2.6

0.012 0.052 0.321 1.497

7
0.038 1.3 0.264 1.5 2.422 1.4 12.163 1.5

0.029 0.175 1.682 8.378

8
0.029 1.8 0.153 2.3 1.411 2.5 7.115 2.6

0.016 0.067 0.564 2.723

9
0.075 2.3 0.639 2.5 6.241 2.6 31.007 2.6

0.032 0.246 2.356 11.946

19
0.216 5.7 3.887 11.6 53.079 15.6 289.736 13.2

0.038 0.336 3.907 21.963

11
0.231 3.8 3.947 10.1 55.416 13.9 290.439 18.7

0.050 0.372 3.991 21.920

ცხრილი 10: ექპერიმენტების შედეგები shell ბრძანებებზე

გამომავალი დიდი მონაცემების დაბეჭდვას ეკრანზე თავად შეიძლება მნიშვნელოვანი

დრო ან რესურსები დასჭირდეს. ამ ფაილის გამოყენებით კი ყურადღების მახვილდება

მხოლოდ ბრძანების შესრულების დროის გაზომვაზე.

მე-10 ცხრილში მწვანე ფონის უჯრაში მოცემულია ფაქტორი - კოეფიციენტი,

რიცხვი, რომელიც აღნიშნავს, თუ რამდენჯერ მეტი დრო დაიხარჯა
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ბრძანების შესრულებისთვის ქართული ტექსტების შემცველ ორიგინალ

ფაილზე, ტრანსლიტერირებული შიგთავსის ვერსიის ფაილთან შედარებით.

ტრანსლიტერირებულ ფაილებზე მუშაობისას შედეგი დაახლოებით 18-ჯერ უფრო

სწრაფი გამოვიდა, რაც მნიშვნელოვნად აჩქარებს საერთო პროცესს განსაკუთრებით

იმის გათვალისწინებით, რომ ტექსტის დამუშავების სამუშაო პროცესში ერთი და

იმავე ბრძანებები ხშირად სრულდება ხოლმე.

დიდი ზომის ქართული ტექსტების შემცველი ფაილების ტრანსლიტერირეულ

ვერსიასთან მუშაობის ეფექტიანობისა და უპირატესობის კიდევ ერთი აშკარა

ინდიკატორი თავად დეტრანსლიტერაციის დროებში ჩანს. ტრანსლიტერაციის

პროცესს ანუ ქართული ტექსტთან მუშაობას sed-ის გამოყენებით დაახლოებით 45

წუთი სჭირდება, ხოლო დეტრანსლიტერაციის პროცესს ანუ ლათინურ ტექსტთან

მუშაობას დაახლოებით 3.5 წუთი, რაც მონაცემთა დამუშავების სიჩქარის შესამჩნევ

ზრდაზე უსვამს ხაზს ქართული ასოების შემთხვევაში, დაახლოებით 13-ჯერ.

მნიშვნელოვანია აღინიშნოს, რომ ეს პროცესი მხოლოდ ერთი ბრძანების, sed-

ის გამოყენებით განხორციელდა. დამატებითი ბრძანებებისა და სირთულის

შემოღებისას, მოსალოდნელია, რომდროის მოგების მასშტაბი გაცილებითგაიზრდება.

გაზომვები ჩატარდა სერვერზე, სადაც ახალი დაინსტალირებული იყო Ubuntu

22.04 LTS (Jammy Jellyfish) 64 ბიტიანი სისტემის მინიმალისტური ვერსია ყოველგვარი

დამატებითი ლოკალური და ქსელური სერვისების გარეშე. ექსპერიმენტის დროს არ

იყო გაშვებული არცერთიდამატებითი პროცესი, რომელსაც შეეძლოდისკზე გავლენის

მოხდენა. მე-10 ცხრილში წარმოდგენილია ბრძანებების შესრულების დროები. ეს

დროები მიღებულია ერთი და იმავე ბრძანების რამდენჯერმე გაშვების შედეგად

მიღებულიდროების გასაშუალოებით. ყოველი იტერაციისას მიღებული მნიშვნელობა

უმნიშვნელოდ განსხვავდებოდა ერთმანეთისგან, რაც მიანიშნებს გაზომვის დროის

სტაბილურობაზე და სიზუსტეზე.

სერვერის ტექნიკური მახასიათებლები დეტალურად არის აღწერილი მე-11

ცხრილში.

Processor Intel(R) Xeon(R) Gold 5118 CPU @ 2.30GHz, 32 cores, model: 85

RAM 48 GB

Disk 100 GiB, with 76% free space

ცხრილი 11: სერვერის ტექნიკური მახასიათებლები

სტანდარტული shell ბრძანებების შესრულების გაზომვები ხაზს უსვამს
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ეფექტიანობის ზრდაზე დიდი ზომის ქართული ტექსტების ტრანსლიტერირებულ

ვერსიებთან მუშაობისას. შესრულებისდროის მნიშვნელოვანი ზრდა, განსაკუთრებით

მონაცემთა ინტენსიური დამუშავების სცენარებში, ხაზს უსვამს shell ბრძანებების

პრაქტიკულ უპირატესობებზე ტექსტის დამუშავების სამუშაო პროცესებში.

ქართული ტექსტების ტრანსლიტერაციის წარმოდგენილი მეთოდი ეფექტურია,

რადგან ის ამუშავებს ტექსტის მხოლოდ ქართული ასოებით მოცემულ ნაწილებს და

არა სხვა სეგმენტებს, რაც ამცირებს გამოთვლით ხარჯებს. ბიექციური მიმართების

გამოყენება უზრუნველყოფს, რომ ტრანსლიტერაცია და დეტრანსლიტერაცია

იყოს ზუსტი და შექცევადი. მარკირების მოქნილი სისტემა უზრუნველყოფს

საიმედო მიდგომას ქართული ტექსტის დამუშავებისთვის. საერთო ჯამში,

მოცემული მეთოდი უზრუნველყოფს მყარ საფუძველს ქართული ტექსტების

ეფექტიანი ტრანსლიტერაციისა და დეტრანსლიტერაციისთვის, რომლებიც შეიძლება

ადაპტირებულ იქნას სხვა ენებზეც, რომლებიც იყენებენ მრავალბაიტიან სიმბოლოებს.

5.2 სემანტიკური ვების ბაზა - KARTUVERBS

KARTUVERBS-ის ჩვენ მიერ შემუშავებულ ვერსიაში სემანტიკური ვების სტეკის

პრინციპების პრაქტიკული განხორციელებისთვის და RDF მონაცემთა ბაზის

რეალიზაციისთვის გამოყენებულ იქნა ღია კოდის პროგრამული უზრუნველყოფა

Apache Jena Fuseki, რომელიც წარმოადგენს RDF მონაცემთა სერვერს და

უზრუნველყოფს SPARQL endpoint-ის შექმნას. Fuseki-საშუალებებით მოხდა .ttl

ფორმატის RDF ფაილების ჩატვირთვა, შენახვა და მათზე მოთხოვნების (queries)

შესრულების შესაძლებლობა SPARQL ენით. შედეგად იქმნება RESTful ვებ-

სერვისი, რომლის საშუალებითაც შესაძლებელია RDF მონაცემებზე წვდომა როგორც

ლოკალური, ისე დისტანციური კლიენტებიდან.

მონაცემთა ინდექსაცია განხორციელდა Apache Jena TDB (Triplestore

DataBase) მოდულის გამოყენებით, რომელიც წარმოადგენს Jena-ს კომპონენტს

RDF მონაცემების მაღალი წარმადობის მქონე საცავის შესაქმნელად. TDB მონაცემთა

ბაზა უზრუნველყოფს RDF ტრიპლეტების ეფექტურ შენახვას ბინარულ ფორმატში,

მეხსიერების ოპტიმიზებულ გამოყენებას და სწრაფ წვდომას მონაცემებზე. Apache Jena

TDB არის RDF მონაცემთა საცავი (storage engine), რომელიც სრულად შესაბამისობაშია

ACID44 პრინციპებთან.

ცხრილი 12-ში წარმოდგენილია არსებული ელექტრონული რესურსები და მათი
44Atomicity, Consistency, Isolation, Durability
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მონაცემთა მოცულობა B S B S ? ? - - - M M B B B B B

ლემა - ზმნური ფორმები A P A P A ? - - - P P A A - A A

მორფოლოგიური დაშლა ?

დაკავშირებული მონაცემები ? - - - ?

ხელმისაწვდომობა

API/URL პარამეტრები ? ? ?

თარგმნა ქართულიდან

ცხრილი 12: ქართული ენის ციფრული რესურსების შედარებითი ცხრილი

შედარება შემდეგი კრიტერიუმების მიხედვით:

1. თუ რა მოცულობის ინფორმაციას შეიცავს რესურსი;

2. შეიცავს თუ არა რესურსი ზმნას, ნაუღლებ ფორმებს და რა რაოდენობით;

3. შეიცავს თუ არა რესურსი მორფოლოგიურ ინფორმაციას;

4. არსებობს თუ არა დაკავშირებული მონაცემების მხარდაჭერა;

5. არის თუ არა რესურსი ხელმისაწვდომი ონლაინ რეჟიმში;

6. არსებობს თუ არა პროგრამული წვდომის საშუალება (API-ით ან URL

პარამეტრებით, რაც შესაძლებელს ხდის შიგთავსის მიღებას დინამიკურად);

7. აქვს თუ არა თარგმნის შესაძლებლობა ქართულიდან სხვა ენებზე.

ცხრილში წარმოდგენილი კრიტერიუმის “მონაცემთა მოცულობის” შესაბამის

სტრიქონში მოცემულია ფარდობითი მნიშვნელობები, რომლებიც მიღებულია

KARTUVERBS-ში არსებული ფორმების რაოდენობასთან მიმართებით. ეს მნიშვნელობები

აღნიშნულია სამი სხვადასხვა შესაძლო სიმბოლოთი: “B” (დიდი) - თუ რესურსში

არსებული ერთეულების სავარაუდო რაოდენობა KARTUVERBS-ში შემავალი ფორმების

რაოდენობის 50%-ზე მეტია; “M” (საშუალო) - 20%-დან 50%-მდე; “S” (მცირე) - 20%-ზე
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ნაკლები. იმის გამო, რომ რესურსების ზუსტი მოცულობა საჯაროდ ხელმისაწვდომი

არ არის, ეს შეფასებები განხორციელდა KARTUVERBS-დან შემთხვევითი ფორმების

ამოღებით და ამ რესურსებში მათი არსებობის შემოწმებით. KARTUVERBS სულ 5

მილიონამდე ზმნურ ფორმას მოიცავს. “ლემა - ზმნური ფორმები” კრიტერიუმის

მნიშვნელობა, თუ რესურსი უზრუნველყოფს ყველა ნაუღლებ ფორმას, აღნიშნულია

როგორც “A”, თუ უზრუნველყოფს ნაწილობრივ - “P”, თუ საერთოდ არ არის

წარმოდგენილი, აღნიშნულია “-” სიმბოლოთი და თუ ინფორმაციის არსებობა

უცნობია - “?”.

არსებული რესურსების შედარებითი ანალიზისთვის გამოყოფილია ის ძირითადი

კრიტერიუმები, რომლებსაც ლექსიკოგრაფიული რესურსი უნდა აკმაყოფილებდეს.

KARTUVERBS-ში ყველა მათგანი გათვალისწინებულია.

KARTUVERBS ნაუღლები ზმნების ლემების მოძიების გარდა მომხმარებელს

დამატებით ფუნქციონალს სთავაზობს. მასში შესაძლებელია ჰიპერბმულების

შექმნა ობიექტებისათვის. ეს ფუნქცია შეიძლება გამოყენებული იქნას ქართული

ზმნების სხვადასხვა ენაზე თარგმნისათვის HTTP მოთხოვნის გარე რესურსებზე

გადამისამართებით.

ამჟამად KARTUVERBS-ში წარმოდგენილია ზმნების ყველა შესაძლო ნაუღლები

ფორმა, რაც საშუალებას აძლევს მომხმარებლებს - ტექნიკური სინტაქსის ცოდნის

გარეშე - ბაზიდან ინფორმაცია გამოითხოვოს სხვადასხვა გზებით: ნაუღლები

ფორმიდან მოძებნოს სახელზმნა ან პირიქით, ნაუღლები ფორმის სხვადასხვა

კომპონენტებიდან გადავიდეს თავად ფორმამდე ან ფორმიდან კომპონენტებამდე,

როგორც ეს ნაჩვენებია ნაშრომებში (Ducassé, 2020; Ducassé & Elizbarashvili, 2022).

KARTUVERBS-ის მეშვეობით მომხმარებლებს მარტივად შეუძლიათ ამოიღონ თავისი

სასურველი ლექსიკონის შესაბამისი ლემა. KARTUVERBS შეიძლება გამოყენებულ

იქნას როგორც ნებისმიერი ქართული ლექსიკონის წინმდგომი ინტერფეისი, რაც

ლემატიზაციასთან დაკავშირებულ სირთულეების თავიდან აცილების საშუალებას

მოგვცემს.

მე-17 სურათზე ნაჩვენებია Sparklis-დან ინფორმაციის გამოთხოვის ნიმუში,

რომელსაც გამოაქვს ნაუღლები ფორმები. ეს ფორმები შეესაბამება სიტყვა

“გადავათქმევინეს”. Sparklis-ის მომხმარებლის ინტერფეისი შედგება ერთმანეთთან

სინქრონულად დაკავშირებული სამი ზონისაგან. ერთი ზონა მომხმარებელს

საშუალებას აძლევს მიუთითოს კონკრეტული მოთხოვნა, მეორე სთავაზობს ამ

მოთხოვნის დაზუსტების შესაძლებლობებს, ხოლო მესამე ზონაში ჩანს შედეგი.

ნებისმიერი ცვლილება ამ ზონებიდან ერთ-ერთში მყისიერად აისახება დანარჩენ
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ერთმანეთთან 
დაკავშირებული ზონები

გადავათქმევინე

სურათი 17: KARTUVERBS-დან ინფორმაციის გამოთხოვის ნიმუში - ფორმები,

რომლებიც შეესაბამება “გადავათქმევინე”-ს.

ორში.

ნაჩვენებ მოთხოვნაში მომხმარებელს სურს გამოიტანოს ყველა ნაუღლები ფორმა

შეზღუდვის გარეშე. მითითებული აქვს, რომ შემდეგი ატრიბუტები: პირი, რიცხვი,

დრო და სახელზმნა აუცილებლად უნდა იყოს ნაჩვენები. მოთხოვნაში მოცემულ

ყოველ ატრიბუტს შედეგების ზონაში შეესაბამება თითოეული სვეტი. შეთავაზებების

ველში მომხმარებელმა შეიყვანა სიტყვა “გადავათქმევინე”, ხოლო შედეგების ნაწილში

უკვე გამოტანილია ყველა შესაბამისი ფორმა - თითო ფორმა თითო ხაზზე. ჩანს, რომ

ყველა ფორმას ერთი და იგივე სახელზმნა აქვს - “გადავათქმევინე”, ყველა მათგანი

პირველ პირშია - მხოლობითსა და მრავლობით რიცხვში, და განეკუთვნება შემდეგ

დროებს: მყოფადი, წყვეტილი, ხოლმეობითი და მყოფადის კავშირებითი. ფორმების

შესაძლო დაბოლოებებია: “ბ”, “ბთ”, “-”, “თ”, “ბდი”, “ბდით”, “ბდე” ან “ბდეთ”.

KARTUVERBS-ში ასახულია მორფოლოგიური ინფორმაცია და ყოველი მორფემა, ისევე

როგორც ნებისმიერი სხვა გრამატიკული ინფორმაცია, წარმოადგენს URI-ს, რომელიც

შეიძლება გამოყენებულ იქნას სხვა ინფორმაციაზე გადასასვლელად. KARTUVERBS-ში

წარმოდგენილია ზმნების ფორმები - როგორც ქართულად, ასევე მისი ლათინურად
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ტრანსლიტერირერული ვარიანტით.

KartuVerbs
Interconnected zones

gadavaktmevine

სურათი 18: ინფორმაციის გამოთხოვის ნიმუში - ფორმები, რომლებიც შეესაბამება

“gadavatkmevine”-ს.

მე-18 სურათზე ნაჩვენებია Sparklis-დან ინფორმაციის გამოთხოვის იგივე ნიმუში,

რაც მე-17 სურათზე, ოღონდლათინური ტრანსლიტერაციით - “gadavatkmevine”.

5.3 სამომავლო სამუშაოები და განვითარების მიმართულებები

KARTUVERBS წარმოადგენს გაფართოებად ციფრულ ინფრასტრუქტურას, რომლის

შემდგომი განვითარება შესაძლებელია სხვადასხვა მიმართულებით:

• KARTUVERBS შესაძლებელია განვავითაროთ როგორც “ძრავი” (backend), რომლის

თავზეც შეიქმნება ახალი გამარტივებული, მომხმარებელზე ორიენტირებული

ვებ-აპლიკაცია ან/და მობაილ აპლიკაცია და შესაძლებელი იქნება API-ით

წვდომის მხარდაჭერა პროგრამული ინტეგრაციის გასამარტივებლად.

• KARTUVERBS მონაცემთა ნაკრები ამჟამად აღწერილია ისეთ RDF-სქემაზე, რომელიც

“ფორმაზე ორიენტირებულ” (form-oriented) მიდგომას იყენებს. ცენტრალური

ერთეულია ნაუღლები ზმნური ფორმა, ხოლო ლემა და სხვა ინფორმაცია
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წარმოდგენილია ამ ფორმის ატრიბუტებად. ლექსიკური მონაცემების RDF-ში

წარმოდგენისთვის არსებობს OntoLex-Lemon მოდელი, რომელიც “ენტრიზე

ორიენტირებულია” (entry-oriented): ცენტრალურ ერთეულად განიხილება

ontolex:LexicalEntry (ხშირად - ლემა), ხოლო ნაუღლები ფორმები მასზეა

დაკავშირებული. KARTUVERBS-ის OntoLex-Lemon-ზე მიგრაცია გაზრდის

თავსებადობას და ინტეგრირებადობას სხვა უკვე არსებულ ლექსიკურ

რესურსებთან, რაც გაამარტივებს მრავალენოვან Linked Open Data ეკოსისტემაში

რესურსის სტანდატიზებულ გაზიარებას.

• საწვრთნელი მონაცემების ზომის შემცირებული წარმოდგენისა და ასო-ნიშნების

ოპტიმიზაცია ქმნის პირობებს მანქანური სწავლების უფრო “მძიმე” მოდელების

პრაქტიკული ტესტირებისთვის (მაგალითად, შემთხვევით ტყეები).

• სამომავლოდ მიზანშეწონილია შეიქმნას კრაუდსორსინგის ახალი დავალება,

რომელიც მომხმარებლებს მისცემს შესაძლებლობას შემოგვთავაზონ ახალი

ფორმები, თარგმანები ან გამოყენების მაგალითები.

• გრძელვადიან პერსპექტივაში შესაძლებელია KARTUVERBS-ის ტიპის

სტრუქტურირებული ცოდნის გამოყენება ენობრივი მოდელების განვითარებაში.

ქართული ენისთვის სპეციალიზებული მოდელის წინასწარი გაწვრთნა სხვა

დიდ მონაცემებთან ერთად ან არსებული მრავალენოვანი მოდელების დახვეწა

(fine-tuning) KARTUVERBS-ის მონაცემებით. შედეგად მოხდება ლემატიზაციის,

მორფოლოგიური ანალიზისა და ლექსიკური ნავიგაციის გაუმჯობესება

ისეთი ამოცანებისთვის, სადაც მხოლოდ წესებზე დაფუძნებული მიდგომები

არასაკმარისია.

ამრიგად, KARTUVERBS-ის შემდგომი განვითარება ერთდროულად ემსახურება

როგორც რესურსის მონაცემებთან ინტეგრირებადობას. ისე მონაცემთა ხარისხისა

დაზრდასა და პრაქტიკული გამოყენებადობის გაფართოებას NLP ეკოსისტემაში.

6 დასკვნა

სადისერტაციო ნაშრომში შემუშავებულია და ექსპერიმენტულად დადასტურებულია

ქართული ზმნების ლემატიზაციის თანამედროვე, ერთიანი და მასშტაბირებადი

სისტემა, რომელიც ეფუძნება დაკავშირებული ღია მონაცემების (Linked Open

Data), ბიექციური ტრანსლიტერაციისა და მანქანური სწავლების ინტეგრირებულ
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გამოყენებას. კვლევის მთავარი მიზანი იყო ქართული ზმნების რთული

მორფოლოგიური სტრუქტურით გამოწვეული პრობლემების დაძლევა როგორც

ლექსიკოგრაფიულ, ისე ბუნებრივი ენის დამუშავების კონტექსტში.

შექმნილი სისტემა KARTUVERBS სთავაზობს მომხმარებელს ქართული ზმნის

ნაუღლები ფორმების, მათი მორფოლოგიური კომპონენტებისა და ლემის ერთიან,

დაკავშირებულ მონაცემებზე დაფუძნებულ წარმოდგენას. მოცემული მონაცემების

მრავალსაფეხურიანი ტრანსფორმაციის შედეგად მიღებულ იქნა 16 000-ზე მეტი ზმნის

შესაბამისიდაახლოებით5 მილიონი ნაუღლებიფორმა, ხოლოსაბოლოოსემანტიკური

ქსელი აერთიანებს 80 მილიონზე მეტ ურთიერთკავშირს, რაც ქართული ზმნის

პარადიგმების ერთ-ერთ ყველაზე ვრცელ ციფრულ რეპრეზენტაციას წარმოადგენს.

ეს მიდგომა არსებითად განსხვავდება არსებული ლექსიკოგრაფიული

რესურსებისგან, სადაც ზმნის საძიებო ერთეული არასტანდარტიზებულია

(სახელზმნა, აწმყო/მომავალი დროის ფორმა ან ზმნის ძირი) და მომხმარებელს

ხშირად მოეთხოვება გრამატიკული ცოდნა ლემის გამოსაცნობად. KARTUVERBS ამ

პრობლემას წყვეტს იმით, რომ ნებისმიერ ნაუღლებ ფორმას აკავშირებს მის ლემასთან

და მორფოლოგიურ სტრუქტურასთან URI-ებით აღწერილი გრაფის მეშვეობით,

რითაც უზრუნველყოფს ფორმა - ლემა ბმის ერთმნიშვნელოვნებას და ამცირებს

დამოკიდებულებას კონკრეტული ლექსიკონის შიდა ლემატიზაციის წესზე.

დაკავშირებული მონაცემების გამოყენებამ უზრუნველყო ზმნური ინფორმაციის

სტრუქტურული, სემანტიკური და ტექნოლოგიური ინტეგრირება: ზმნის ნებისმიერი

ატრიბუტი - პირი, რიცხვი, დრო, მორფემა, ლემა ან სხვა მახასიათებელი - შეიძლება

გამოყენებულ იქნეს შემავალ წერტილად მონაცემთა ბაზაში ნავიგაციისთვის.

შედეგად, შესაძლებელი ხდება მრავალმხრივი ძიება და ანალიზი (მაგალითად,

ატრიბუტი ↔ შესაბამისი ფორმები; ფორმა ↔ ლემა ↔ პარადიგმა), რაც მნიშვნელოვან

უპირატესობას იძლევა როგორც ლექსიკოგრაფიული გამოყენებისთვის, ისე

კომპიუტერული ლინგვისტიკისა და ბუნებრივი ენის დამუშავების ამოცანებისთვის.

ნაშრომში შემუშავებული ბიექციური ტრანსლიტერაციის სქემა ეფექტიანად

პასუხობს ქართული ტექსტების დამუშავების ტექნიკურ პრობლემებს, რომლებიც

უკავშირდება UTF-8 კოდირებაში ქართული სიმბოლოების სამბაიტიან წარმოდგენას.

ექსპერიმენტებმა აჩვენა, რომ ტრანსლიტერაცია დაახლოებით 3-ჯერ ამცირებს

მონაცემთა მოცულობას და, შექცევადობის (დეტრანსლიტერაციის სიზუსტის)

სრულად შენარჩუნების პირობებში, დაახლოებით 18-ჯერ ზრდის გამოთვლითი

ოპერაციების სისწრაფეს, რაც მას პრაქტიკულად გამოსაყენებელს ხდის მასშტაბურ

ბუნებრივი ენის დამუშავების სისტემებში.

87



ტრანსლიტერაციის პრაქტიკული განხორციელების ეფექტიანობის შესაფასებლად

შესრულდა დამატებითი ექსპერიმენტები, სადაც სხვადასხვა ინსტრუმენტები

(Python სკრიპტი, sed და vim) შედარდა შესრულების დროისა და მეხსიერების

გამოყენების მიხედვით 10 MB-დან 5 GB-მდე ზომის ფაილებზე. მიღებულმა

შედეგებმა აჩვენა, რომ ტრანსლიტერაციის ეტაპზე vim-ის ბუფერული რეჟიმი

საშუალოდ დაახლოებით 5-ჯერ უფრო სწრაფია მხოლოდ sed-ზე დაფუძნებულ

დამუშავებასთან შედარებით, თუმცა ფაილის ზომის ზრდასთან ერთად იზრდება

მისი მეხსიერების მოთხოვნაც. დეტრანსლიტერაციის შემთხვევაში sed აღმოჩნდა

ყველაზე ეფექტიანი და Python/vim-თან შედარებით ლათინურიდან ქართულზე

გარდაქმნა დაახლოებით 10-ჯერ უფრო სწრაფად შეასრულა. საერთო შეფასებამ

ასევე აჩვენა, რომ ერთბაიტიანი (ტრანსლიტერირებული) ტექსტების დამუშავება shell

ინსტრუმენტებით მნიშვნელოვნად ეფექტიანია მრავალბაიტიან (ქართულ UTF-8)

ტექსტებთან შედარებით და დიდ ფაილებზე შეიძლება მნიშვნელოვნად სწრაფი იყოს.

ხაზი გაესვა ასევე დისკის ბუფერიზაციისა და ქეშირების კრიტიკულ როლს რეალური

გამოყენების სცენარებში.

მანქანური სწავლების გამოყენებამ შესაძლებელი გახადა საწყის მონაცემებში

არსებული დეფიციტური მორფოლოგიური ველების აღდგენა მაღალი სიზუსტით:

გადაწყვეტილების ხეზე დაფუძნებულმა კლასიფიკატორმა 98%-99%-იანი

სიზუსტით უზრუნველყო გამოტოვებული ატრიბუტების გამოცნობა. დამატებით,

განხორციელდა მოდელის ექსპერიმენტული ვალიდაცია (მათ შორის - გარე

რესურსთან შედარებით) და დაინერგა ექსპერტული გადამოწმების/კონტროლის შრე,

რათა მინიმუმამდე შემცირდეს ავტომატური შევსებისას დაშვებული ცდომილებები

და უზრუნველყოფილ იქნას მონაცემთა ხარისხის მდგრადობა.

საბოლოოდ, KARTUVERBS წარმოადგენს არა მხოლოდ პრაქტიკულ ინსტრუმენტს (მათ

შორის უცხოელებისთვის) ქართული ზმნების გასაგებად და ლემების მოსაძებნად,

არამედ სტანდარტიზებულ ინფრასტრუქტურას ქართული ზმნის ციფრული

რესურსების მომავალი ინტეგრაციისთვის. მისი გამოყენება შესაძლებელია როგორც

ლექსიკონების წინმდგომი ინტერფეისი, ბუნებრივი ენის დამუშავების სისტემების

კომპონენტი და კვლევითი პლატფორმა მრავალენოვან ლინგვისტურ ეკოსისტემაში.

ამგვარად, ნაშრომში წარმოდგენილი მიდგომა მნიშვნელოვნად

ავითარებს ქართულ ენობრივ ტექნოლოგიებს და ქმნის საფუძველს

ქართული ენის სრულფასოვანი ჩართვისათვის თანამედროვე, მონაცემზე

დაფუძნებულ მრავალენოვან ხელოვნური ინტელექტის სისტემებში. მომავალ

სამუშაოდ ბუნებრივად განიხილება რესურსის გაფართოება დამატებით
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კატეგორიებზე/რესურსებზე.

სადისერტაციო ნაშრომის შედეგები მნიშვნელოვანია არა მხოლოდ

ტრადიციული NLP სისტემებისთვის, არამედ თანამედროვე ნეირონული ენობრივი

მოდელებისთვისაც. მორფოლოგიურად მდიდარი ენების შემთხვევაში, როგორიცაა

ქართული, სტანდარტიზებული ლემატიზაცია და სემანტიკურად ფორმალიზებული

ლინგვისტური ცოდნა წარმოადგენს ხარისხიანი სასწავლო მონაცემების აუცილებელ

წინაპირობას. ამ კონტექსტში KARTUVERBS შეიძლება გამოყენებულ იქნას როგორც

დამხმარე ინფრასტრუქტურა დიდი ენობრივი მოდელების წინასწარი დამუშავებისა

და ანოტაციის ეტაპებზე.
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გამოქვეყნებული პუბლიკაციები და სამეცნიერო ღონისძიებები

(კონფერენცია/ვორკშოფი/სემინარი)

1. ოქტ 02–03, 2025

საერთაშორისო კონფერენცია ”განათლება და მეცნიერება ხელოვნური

ინტელექტის ეპოქაში: ინოვაციები, კვლევები და საერთაშორისო

თანამშრომლობა“, საქართველოს მეცნიერებათა ეროვნული აკადემია, თბილისი,

საქართველო.

“დაკავშირებული მონაცემები, მანქანური სწავლება და კრაუდსორსინგი:

ერთიანი მიდგომა ქართული ზმნების თარგმნისთვის”. არჩილ ელიზბარაშვილი,

დავიდ-გროს ამბლარი, მაგდა ცინცაძე, მირეი დუკასე, მანანა ხაჩიძე

International conference “International Conference on Education and Science in the

Age of Artificial Intelligence: Innovations, Research, and International Collaboration”,

National Academy of Sciences of Georgia, Tbilisi, Georgia.

“Linked Data, Machine Learning and Crowdsourcing: An All-in-One Approach to

Georgian Verb Translation”. Archil Elizbarashvili, David Gross-amblard, Magda

Tsintsadze, Mireille Ducassé, Manana Khachidze

2. სექ 16–18, 2025

სამხრეთ კავკასიის კონფერენცია ხელოვნურ ინტელექტში - SCCAI 2025, Exploring

Frontiers in AI: From Language to Vision, თბილისი, საქართველო. არჩილ

ელიზბარაშვილი, დავიდ-გროს ამბლარი, მაგდა ცინცაძე, მირეი დუკასე, მანანა

ხაჩიძე

“Crowdsourcing as a Complement to Machine Learning for Validating Lexical Data on

Georgian Verbs”

https://sccai2025.gtu.ge/wp-content/uploads/2025/09/SCCAI2025_program

-and-abstracts.pdf

South Caucasus AI Conference - SCCAI 2025, Exploring Frontiers in AI: From

Language to Vision, Tbilisi, Georgia. “Crowdsourcing as a Complement to Machine

Learning for Validating Lexical Data on Georgian Verbs”. Archil Elizbarashvili, David

Gross-amblard, Magda Tsintsadze, Mireille Ducassé, Manana Khachidze

3. სექ 13, 2025
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Workshop on Advancing NLP for Low-Resource Languages at RANLP 2025,

LowResNLP, ვარნა, ბულგარეთი.

“GeoLogicQa - დიდი ენობრივი მოდელების ქართულ ენაზე ლოგიკური

დასკვნების შეფასების ბენჩმარკ სისტემა”. ირაკლი კობერიძე, არჩილ

ელიზბარაშვილი, მაგდა ცინცაძე

https://aclanthology.org/2025.lowresnlp-1.13/

Workshop on Advancing NLP for Low-Resource Languages at RANLP 2025,

LowResNLP, Varna, Bulgaria. Irakli Koberidze, Archil Elizbarashvili, Magda Tsintsadze.

“GeoLogicQa - A Benchmark for Evaluating Logical Reasoning in Georgian For Large

Language Models”

4. სექ 01–09, 2025

XV Annual International Conference of the Georgian Mathematical Union, Dedicated

to the 90th Anniversary of the Batumi Shota Rustaveli State University, ბათუმი,

საქართველო.

“Crowdsourcing for the Validation of Lexical Data on Georgian Verbs”. არჩილ

ელიზბარაშვილი, დავიდ-გროს ამბლარი, მაგდა ცინცაძე, მირეი დუკასე, მანანა

ხაჩიძე

https://gmu .gtu .ge/conferences/wp -content/uploads/2025/10/Conference

_GMU_2025_Final.pdf

XV Annual International Conference of the Georgian Mathematical Union, Dedicated to

the 90th Anniversary of the Batumi Shota Rustaveli State University, Batumi, Georgia.

“Crowdsourcing for the Validation of Lexical Data on Georgian Verbs”. Archil

Elizbarashvili, David Gross-amblard, Magda Tsintsadze, Mireille Ducassé, Manana

Khachidze

5. ივნ 23–25, 2025

International Workshop on ADVANCEs in ICT Infrastructures and Services,

ADVANCE’2025, სოფია-ანტიპოლის, საფრანგეთი.

‘Modeling the Complexity of the Georgian Verbal System through Linked Data and

Machine Learning”. არჩილ ელიზბარაშვილი, მაგდა ცინცაძე, მირეი დუკასე,

მანანა ხაჩიძე
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International Workshop on ADVANCEs in ICT Infrastructures and Services,

ADVANCE’2025, Sophia-Antipolis, France.

“Modeling the Complexity of the Georgian Verbal System through Linked Data and

Machine Learning”. Archil Elizbarashvili, Magda Tsintsadze, Mireille Ducassé, Manana

Khachidze

6. 2024

“Enhancing Georgian Text Processing: Transliteration Techniques”, Baltic Journal of

Modern Computing, Vol. 12 (2024), No. 4, pp. 415–430. Archil Elizbarashvili, Magda

Tsintsadze, Manana Khachidze

https://doi.org/10.22364/bjmc.2024.12.4.04

7. Jul 26–29, 2023

eLex 2023: electronic lexicography in the 21st century, invisible lexicography, Brno,

Czechia. Archil Elizbarashvili, Mireille Ducassé, Manana Khachidze, Magda Tsintsadze

“From Structured Textual Data to Semantic Linked-data for Georgian Verbal Knowledge”

https://elex.link/elex2023/wp-content/uploads/73.pdf

8. 2023

“Bias-Variance Trade-Off for Machine Learning Algorithms”, Georgian Electronic

Scientific Journals (JESJ), Computer Sciences and Telecommunications 2023 | No1(63),

Magda Tsintsadze, Archil Elizbarashvili

https://gesj.internet-academy.org.ge/download.php?id=3625.pdf&t=1

9. Jul 12–16, 2022

XX EURALEX International Congress, Dictionaries and Society, Mannheim, Germany.

“Finding lemmas in agglutinative and inflectional language dictionaries with logical

information systems: The Case of Georgian verbs”. Mireille Ducassé, Archil

Elizbarashvili

https://euralex2022.ids-mannheim.de/wp-content/uploads/2022/08/EURALEX

_2022_Proceedings.pdf
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